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Kisaltmalar

Al: Artificial Intellegince

ML: Machine Learning

DL: Deep Learning

API: Application programming interfaces



Giris

Fiziksel degisimlerin algilanmasi, veriye donistirilmesi, toplanmasi, siniflandiriimasi,
birlestirilmesi ve kiyaslama vyapilarak otonom davranis elde edilmesi nasil mimkin
olabilecek? Otonom davranisda dogru karar verilmesinin nasil yapilacaginin iyi anlasiimasi
icin, insan ve hayvanlarin bu islevleri nasil yaptiginin ¢ok iyi arastirilmasi gerekmektedir;
Baykuslar bir farenin ayak sesini 1km o6teden algilar. Filler ¢ok uzaklardan gelen sismik
sinyalleri hisseder. Yaban arilari yuvalarini tahrip edebilecek tehditleri dnceden fark ederek,
topluca saldiriya gecerler ve diismanlarini kilometrelerce kovalarlar. Hayvanlarin birbirleri
ile bilgi paylastiklari ve risk analizi yaptiklari da gdézlenmistir. Bunlara benzer yizlerce érnek
verebiliriz, burada o6nemli olan, hayvanlarin bu vyetenekleri nasil kazandiklari, nasil
algiladiklari, nasil kestirim yaptiklaridir.

Bilgisayar sistemleri 6grenmeye basladilar ve karar veriyorlar, robotlar diinyayl ele
gecirecekler mi? Enerji problemi nasil ¢oziilecek? Yazilan komutlar ile robot slirlisi neler
yapmaz ki? Robotlardan birseyler vyapilmasi isteniyorsa, kodlarin yazilmasi ve
uygulamasinin goriilmesi gerekir.

Devasa veri yiginlari ve makine 6gremesi algoritmalari ile gelecekte hangi sektorlerde
organize, otonom ve gezgin makineler yogun olarak kullanilacaktir? izlerimizden kimligimizin
belirlenmesine izin veriyoruz.

ML, verileri isleyerek gorevlerin nasil gerceklestirilecegini "6grenebilen" makineleri ifade
eder. Ogrenme, deneyim yoluyla bilgi, anlayis ya da beceri kazanarak davranissal egilimin
ivilestirilmesi, diizeltiimesi, giincellenmesidir. Ogrenmenin sozlik anlami, bilgi edinmek,
¢alismak, deneyimlemek suretiyle anlama, beceri kazanma gibi ifadelerin ve deneyimle
davranissal egilimlerin degistirilmesini icerir. Makine 6grenmesi alaninda arastirmacilar
tarafindan kesfedilen kavram ve tekniklerin biyolojik 6grenmenin bazi yonlerini
aydinlatabilecegi de muhtemel gériiniiyor. Ote yandan biyolojik 6grenme metotlari da
makinlerin 6grenmesine inanilmaz katki verecegi 6ngorutlmektedir.

Yapay zekanin en aktif olarak kullanildigi alan kuskusuz robot teknolojileridir. Yapay zekanin
gelismesi robot teknolojilerinin gelisimini de dogrudan etkiledi. Robotlarda gerceklesen
performans problemlerini kolay bir sekilde algilayabilen yapay zeka, ihtiya¢ halinde sorunlari
giderebiliyor. Boylece robotlar kendini yenileyebiliyor.

Son yillarda tasimacilik alaninda yasanan en biyiik gelisme siirlicistiz aracglarin gelistiriimesi
oldu. Google, Tesla, Uber gibi buylk firmalar bu alana énemli yatirimlar yapti ve slirticlisiiz
arag teknolojileri ivme kazandi. Stirliclistiz arag teknolojilerinin en buylk destekgisi ise yapay
zeka teknolojisidir. Slrliclisliz aracglarin yani sira drone teknolojileri de yapay zekadan



faydalaniyor. Siiri drone teknolojilerinde, maden ocaklar (Gelecekte goktaslarini
yagmalamada), savas. Tip teshis, tedavi ve miidahalede yogun olarak kullanilmaya baslanildi.

Makine 6grenmesinde:

e (Ogrenme Goérevi: veri yiginindan ne égrenmek ya da tahmin etmek istiyoruz?

e Veriler ve varsayimlar: Elimizde hangi veriler var? Kaliteleri nedir? Verilen problem
hakkinda ne varsayabiliriz?

e Temsil: Siniflandirilacak érneklerin uygun bir temsili nedir?

e Yontem ve Tahmin: Olasi hipotezler var mi? Tahminlerimizi verilen sonuglara gore
ayarlayabilir miyiz?

e Degerlendirme: Yontem ne kadar iyi performans gosteriyor? Baska bir yaklasim /
model daha iyi performans gosterebilir mi?

e Siniflandirma: Bir 6ge sinifinin tahmini.

e Ongdri: Bir parametre degerinin tahmini.

e Karakterizasyon: Oge gruplarini tanimlayan hipotezler bulun.

e Kimeleme: (Atanmamis) veri kiimesinin ortak 6zelliklere sahip kiimelere bolinmesi.
(Denetimsiz 6grenme)

Bu derste, Matematige geri donecegiz (Turev, integral, ikinci dereceden diferansiyel
denklemler, lineer denklem sistem, matris) ve istatistikleri, olasilik yogunluk fonksiyonlarini
inceleyecegiz ve veri kiimelerine dayali &nemli sayilarin nasil hesaplanacagimizi, ihtiyacimiz
olan cevaplari almak icin gesitli Python modiillerini nasil kullanacagimizi, ve
ogrendiklerimize dayanarak sonucu tahmin edebilen fonksiyonlari nasil yapacagimizi
Ogrenecegiz.



1. Makine Ogrenmesi Nedir?

icinde bilgisayar sistemi bulunan makinelerin minimum insan midahalesi ile bir gérevi
o6grenmesini saglamak icin verilere, algoritmalara ve matematiksel modellere odaklanan bir
yapay zeka dalina Makine 6grenimi denir.

Makine 6grenimi, deneyimle veri yiginindan otonom 6grenmek ve performansini gelistirmek
icin sistem programlamayla ilgilenen bir bilgisayar bilimi dalidir. Ornegin: Robotlar,
sensorlerden topladiklari verilere gbére gorevi yerine getirebilecek sekilde programlanir.
Makine 6grenmesi ile verilerden programlari otonom olarak 6grenir.

Makine Ogrenmesi, veri yiginindan yorumlamaya, tahmin etmeye ya da karar vermeye
yonelik otonom davranis paternleri gelistiren algoritmalar ve matematiksel modellerin
olusturulmasidir. ~ Veri yiginindan kendi kendine 6grenen matematiksel modeller ve
algoritmalar ile insandan bagimsiz otonom davranis gelistirilmesidir.

Makine 6grenimini tanimlamanin birgok yolu vardir:

1) Yapay zeka goriiniimii: Ogrenme, insan bilgisi ve zekasinin merkezinde yer alir ve ayni
sekilde akilli makineler insa etmek icin de gereklidir. Yapay zeka konusunda vyillarca
siiren ¢aba, tim kurallari programlayarak akilli bilgisayarlar olusturmaya c¢alismanin
yapilamayacagini géstermistir; otomatik 6grenme cok dnemlidir. Ornegin, biz insanlar
dili anlama becerisiyle dogmadik - onu 06greniyoruz - ve hepsini programlamaya
calismak yerine bilgisayarlarin dili 6grenmesini saglamaya calismak daha mantikl.

2) Yazillm miihendisligi goriinimii: Makine 6grenimi, bilgileri 6rnekleyerek
programlamamiza olanak tanir; bu, geleneksel sekilde kod yazmaktan daha kolay
olabilir.

3) istatistiksel olasilik goriiniimii: Makine 6grenimi, bilgisayar bilimi ve istatistigin
birlesimidir: hesaplama teknikleri istatistiksel problemlere uygulanir. Makine 6grenimi,
tipik istatistik problemlerinin o6tesinde, bircok baglamda c¢ok sayida soruna
uygulanmistir. Makine 06grenimi genellikle istatistiklerden farkli degerlendirmelerle
tasarlanir (Ornedin, hiz genellikle dogruluktan daha 6nemlidir).

Bugilin elimizde olan teknoloji, onun bilylk bir ivme kazanmasina ve bildigimiz ve
glivendigimiz asagidaki Urinler de dahil olmak Ulzere bircok gilnlik kullanimda
uygulanmasina izin verdi:

e Kendi kendine giden sirlicliz arabalar

e Netflix (nasil yapildigini gbériin) ve Amazon Prime Video Onerileri

e Dolandiricilik tespiti



e Konusma tanima
e Cevrimic¢i musteri hizmetleri sohbet kutulari

Makine 6grenimi miihendisleri, yapay zeka sistemleri olusturmak igin veri bilimi ve yazilim
muhendisligini birlestirir. Makine 6grenimi muihendisi, veri bilimcisi veya derin 6grenme
uzmanindan yapay zeka modelini alir ve Gretime uygular. Bagka bir deyisle, veri modelleri ile
yazilim arasindaki képrudir, kendi kendine ¢alisan programlar ve daha fazla programlamaya
ihtiyac duymadan 6grenebilen algoritmalar olustururlar. Bilgisayar mihendisleri 6grenebilen
algoritmalar nasil olusturulur bilmek zorundalar.

Makine 6grenimi, kendi kendine 6grenen ve gelisen sistemler olusturma sirecidir. Makine
6greniminin nihai amaci, bir sistemin otomatik olarak veri toplamasina ve bu verileri daha
fazlasini 6grenmek icin kullanmasina yardimci olan algoritmalar tasarlamaktir. Sistemlerin,
toplanan verilerdeki kaliplari aramasi ve bunlari kendileri icin hayati kararlar almak igin
kullanmasi beklenir. Genel olarak, makine 6grenimi, sistemlerin insanlar gibi diisinmesini ve
hareket etmesini, insan benzeri zeka géstermesini ve onlara bir beyin vermesini saglamaya
cabalar.

Makine Ogrenimi Tanimlari:

Makine 6grenimi, Yapay Zekanin heyecan verici bir alt dahdir ve etrafimizdadir. Makine
0grenimi, verilere otomatik olarak erisebilen ve tahminler ve algilamalar yoluyla gorevleri
gerceklestirebilen bilgisayar programlari gelistirerek bilgisayar sistemlerinin deneyimlerden
o6grenmesine ve gelismesine yardimci olur.

Makine Ogrenimi Nasil Calisir?

Makine Ogrenimi siireci, secilen algoritmaya egitim verilerinin girilmesiyle baslar.
Algoritmanin dogru galisip ¢alismadigini test etmek igin farkli giris verileri makine 6grenme
algoritmasina beslenir. Tahmin ve sonuclar eslesmezse, veri bilimcisi istenen sonucu elde
edene kadar algoritma birden cok kez yeniden egitilir. Bu, makine 6grenimi algoritmasinin
surekli olarak kendi kendine 6grenmesini ve zaman icinde dogrulugunu kademeli olarak
artirarak en uygun yaniti Gretmesini saglar.

Makine Ogrenmesi yaklasimlari, 6grenme sistemi icin mevcut olan "sinyal" veya "geri
bildirim" in dogasina bagli olarak geleneksel olarak li¢ genis kategoriye ayrilr:

Makine 6grenmesi, bir 6grenme algoritmasinin, veri yigini icinde 6grenme veri setini
deneyimledikten sonra gorevler Gzerinde dogru bir sekilde performans gosterebilmesidir.
Ogrenme ornekleri, genel olarak bilinmeyen bazi olasilik dagihimindan yeni durumlarda
yeterince dogru tahminler Gretmesini saglayan genel bir model olugturmalidir.



Makine o©grenmesi algoritmalarinin hesaplamali analizi ve performanslari, hesaplamali
ogrenme teorisi olarak bilinen teorik bilgisayar biliminin bir dalidir. Ogrenme setleri sonlu ve
gelecek belirsiz oldugundan, 6grenme teorisi genellikle algoritmalarin performansinin
garantisini vermez. Bunun yerine, performans Uzerindeki olasilik sinirlari oldukga yaygindir.
Egilim-varyans ayrismasi, genelleme hatasini 6lgmenin bir yoludur.

Genelleme baglaminda en iyi performans igin, hipotezin karmasikhg, verilerin altinda yatan
fonksiyonun karmasikligiyla eslesmelidir. Hipotez islevden daha az karmasiksa, model
verileri altina yerlestirmistir. Yanit olarak modelin karmasikhgl artarsa, 6grenme hatasi
azalir. Ancak hipotez ¢ok karmasiksa, model asiri uyuma tabidir ve genelleme daha zayif
olacaktir.

Performans sinirlarina ek olarak, 6grenme kuramcilari 6grenmenin zaman karmasikhgini ve
fizibilitesini inceler. Hesaplamali 6grenme teorisinde, bir hesaplama polinom zamaninda
yapilabiliyorsa uygulanabilir olarak kabul edilir. iki tiir zaman karmasikhigi sonucu vardir.
Olumlu sonuglar, polinom zamaninda belirli bir fonksiyon sinifinin 6grenilebilecegini
gostermektedir. Olumsuz sonuglar, bazi siniflarin polinom zamaninda 6grenilemeyecegini
gostermektedir.

Yapay Zeka, Makine Ogrenmesi ve Derin Ogrenme Arasindaki Temel Farklar

Profesér Andrew Moore tarafindan tanimlanan yapay zeka (Al), yakin zamana kadar insan
zekasi gibi bilgisayarlarin davranis gelistirmesini saglayan matematik ve mihendislik alanidir.
Bunlar sunlariigerir:

e Bilgisayar gorusl

e Dilisleme

e Yaraticilik

e (Ozetleme

Profesor Tom Mitchell tarafindan tanimlandigi gibi, makine 06grenimi, bilgisayar
programlarinin deneyim yoluyla otomatik olarak 06grenmesine izin veren bilgisayar
algoritmalari ¢alismasina odaklanan yapay zekanin bilimsel bir dalini ifade eder.
Bunlar sunlariicerir:

* Siniflandirma

e Sinir ag

e Kimeleme

Yapay zeka, ister makine 6grenmesi kullansin ister kullanmasin herhangi bir tahmin veya
karar islemini gerceklestiren teknolojilerin genel adidir. Genel kanaatin aksine yapay zeka
makine 6grenmesi veya derin 6grenme algoritmalari olmaksizin da galisan bir algoritma
olabilir.



Makine 6grenmesinde algoritmalar tamamen veriden 6grenir. Makine 6grenmesini hard-
coded olarak kodlanmis sembolik yapay zeka algoritmalarindan ayiran 6zellik algoritmanin
tamamen veriden 6grenmesidir. Dogal olarak akla makine 6grenmesi algoritmalarinin
verilerden 6grenmesinin riskli taraflari gelebilir. Sorulara yanit veren yazilimsal makine
ogrenmelerine ahlaksiz ve irk¢i sdylemler sikga sorulursa, gliniin sonunda yazilimin kendisi
sapik ve irkei bir karaktere blriinebilmektedir.

Derin 6grenme modeli, verinin vyapisina gore filtreleme yapmak amaciyla hangi
parametrelere ne agirlik verilecegini kendisinin kesfetmesidir. Derin 6§renme algoritmasi da
veriye dayali 6grenme gerceklestirmekle birlikte, ©6grenme slireci standart makine
o0grenmesi algoritmalarinda oldugu gibi tek bir matematiksel modele degil sinirsel ag (neural
network) olarak ifade edilen ag diyagramlarina benzeyen yapida gelistirilen hesaplamalarla
calismaktadir. Her derin 6grenme algoritmasi bir makine 6grenmesi algoritmasidir ¢clinki
verilerden 6grenme gergeklestirmektedir. Ancak her makine 6grenmesi algoritmasi derin
o0grenme algoritmasi degildir; nitekim derin 6grenme, makine 6grenmesinin spesifik bir
turadir. Derin 6grenme, Yiksek bilgi isleme giicl ve blytk veri kiimeleriyle birlikte katmanl
yapay sinir aglarinin gii¢cli matematiksel modelleri olusturabildigi bir makine 6grenimi alt
kGimesidir.

Ornek: n giris degerlerinin agirlik degerleri (w) ile carpilarak elde edilen fonksiyonun birde
bagimsiz degisken girisi olsun.

(L1 [)

w

. n
i (Z| f flb+ Z TW;
' i=1

In Wn

Bu algoritma oncelikle agirlik degerleri (w)’yi tesadifi olarak atar, bu degerlerin sonuglari ile
gercek sonuclar arasindaki sayisal farka gore tipki kendini yeniler. Eldeki verilerle etiketler
arasindaki iliskiyi en iyi ifade eden konfiglirasyon elde edildiginde ise durur. Elde edilen
konfiglirasyonda artik w degerleri bilindiginden algoritma belirli bir dogruluk giiclinde
tahmin yapar. Davranis analiz edilmis oldu. Gelecege yonelik 6ngoriide bulunurken w
degerleri degisecektir.

Derin Ogrenme algoritmalarinin standart makine 6grenmesi algoritmalarina gére en biiyik
UstunlGgl feature engineering adi verilen siireci gerektirmemesidir. Bu durum bir 6rnekle
soyle ifade edilebilir. Diyelim ki bir makineye ait 100 parametre ile karar verme tahmini
yapan bir algoritma olsun. Standart makine 6grenmesi algoritmasinda hangi parametrelerin



ise yarar oldugu ve modele konmasi gereken katsayinin zarfi verilmek zorundadir. Bunun
icin teoriden ya da parametre secim algoritmalarindan faydalanabilir. Bu sire¢ feature
engineering olarak adlandirilmaktadir. Derin 6grenmede ise bu siireg¢ yoktur. Derin 6grenme
modeli, verinin yapisina gore hangi parametrelere ne agirlik verilecegini kendisi
kesfetmektedir. Derin 6grenmenin bu 6zelligi bir makine 6grenmesi algotimasini daha esnek
hale getirmekte ve Urine donusiminde daha fazla kolaylik saglamaktadir. Bugiinlerde
Urine donlsmis olan insansiz otomobiller gibi teknolojilerin ardinda ise derin 6grenme
vardir. Derin 6grenme algoritmalarinin makine 6grenmesi algoritmalarina goére dezavantaji

ise ihtiyac duyulan donanim ve veri kapasitesidir.

Yapay zeka, Makine Ogrenimi ve Derin Ogrenme birbirinden nasil farkhidir?

Al, ML ve Deep Learning arasindaki fark asagidaki tabloda verilmistir:

Artificial Intelligence

Yapay zeka terimi ilk olarak
1956 yilinda John McCarthy
tarafindan icat edildi.

insan davranisini taklit
edebilen akilli makineler
olusturmak icin kullanilan
bir teknolojidir.

Al tamamen yapilandiriimis,
yari yapilandiriimis verilerle
ilgilenir.

Calismak icin blyuk
miktarda veri gerektirir.

Yapay zekanin amaci,
makinenin herhangi bir
insan mudahalesi olmadan
dislinmesini saglamaktir.

Machine Learning
ML terimi ilk olarak 1959

yitlinda Arthur Samuel
tarafindan kullanilmistir.

Gegmis verilerden ve

deneyimlerden 6grenen bir Al

alt kimesidir.

ML, yapilandiriimis ve yari
yapilandirilmis verilerle
ilgilenir.

Derin 6grenme ve yapay
zekaya kiyasla daha az
miktarda veri ile ¢alisabilir.

Makine 6greniminin amaci,
makinenin gecmis
deneyimlerden 6grenmesini
saglamaktir.

Deep Learning

DL terimi ilk olarak 2000 yilinda
Igor Aizenberg'de ortaya cikti.

Noronlar olarak adlandirilan
insan beyin hiicrelerinden ilham
alan ve insan beyninin
¢alismasini taklit eden makine
O0grenimi ve yapay zekanin alt
kiimesidir.

Derin 6grenme, yapilandiriimis
ve yapilandirilmamis verilerle
ilgilenir.

ML'ye kiyasla ¢ok bilytik
miktarda veri gerektirir.

Derin 6grenmenin amaci, insan
beyni gibi karmasik problemleri
cesitli algoritmalar kullanarak ve
filtre kullanarak ¢c6zmektir.



1.1. Veri Bilimcileri

Veri bilimcileri kismen matematikgi, kismen bilgisayar bilimcisi ve kismen trend belirleyicidir.
Hem is hem de BT diinyasinda galisirlar ve bu da onlari degerli bir ¢alisan yapar. Aslinda, veri
bilimcileri 2020'de Amerika'da bir numarali isti ve bu is yavaslamiyor. Ve rekabet eksikligi
sayesinde, bir veri bilimi kariyeri ¢cok kazangli bir segenektir.

Bir veri bilimcisi kariyeri ilginizi ¢ekiyorsa, izlemeniz gereken bir kilavuz:

1. Ortak programlama dilleri hakkinda bir anlayis gelistirin: Python, C++, Java Script, Matlab,
Asemble

2. Lisans derecenizi tamamlayin

istatistiksel olasilik, bilgisayar bilimi, bilgi teknolojisi, matematik ve hatta varsa veri bilimidir.
3. Giris seviyesi bir iste calisin

4. Bir yuksek lisans veya doktora derecesi kazanin

5. Ogrenmeye ve cok calismaya devam edin

Yetenek gerekli:
e Olasilik ve istatistik
e Matematik ve cebirsel matematik
* Programlama
e Veritabani Yonetimi
e Makine 6grenimi ve derin 6grenme
e Verigorintileme

1.2. Makine Ogrenimi Miihendisligi

Makine 6grenimi mihendisleri, sanal asistanlar, sohbet robotlari, 6nerilen aramalar, ceviri
uygulamalari, slrliclisliz arabalar ve diger teknolojiler icin tahmine dayali modelleri
otomatiklestirmek icin yapay zeka sistemleri tasarlar. Dolayisiyla sorumluluklari, lzerinde
calistiklari projenin tiirtine gére degisebilir. Ornegin, sanal asistanlarla calisan bir makine
ogrenimi uzmani, temel olarak konusma tanima teknolojileri, dogal dil isleme ve makine
cevirisine odaklanacaktir. Bu arada, kendi kendini siiren araba teknolojisi izerinde calisan
makine 6grenimi mihendisleri, bilgisayarla gorme ve pekistirmeli 6grenmeye odaklanir.

Makine 6grenimi miithendisinin ana rolleri ve sorumluluklari
e Akilli Algoritmalari, veri yapilarini ve ayrica bilgisayar mimarisini kullanarak makine
O6grenimi sistemleri tasarlar ve gelistirir
e Hesaplamalar ve istatistiksel analiz gerceklestirir
e Makine 6grenimi yazilimini devreye alir ve izler
e Makine 6grenimi algoritmalarini ve araglarini uygular
e Veri olusturur ve ardisik diizenleri modeller
e Kodu Uretime getirmek icin gereken veri kiimelerini ve veri hatlarini yonetir
e Mevcut ML altyapisini iyilestirmek icin en iyi uygulamalari arastirir ve uygular



2. Makine Ogrenmesi Uygulama
Adimlari

Makine ve Derin 6grenmenin en dnemli 6zelligi, blylik miktarda veri ve bilgisayar glictinilin
kullaniimasidir. Yapay zekanin birincil hedefi, 6grenen ve kendi kendini egiten programlar,
deneyimleri birbirleri ile paylasan sistemler veya diger dijital tGrlinler veya ek egitim olmadan
is amach kullanilabilecek modellerin olusturulmasidir. Veri bilimcileri, gesitli bicimlerde ¢ok
sayida yapilandiriimis veya yapilandirilmamis verileri islemek igin modeller uygular ve
algoritmalar kullanirlar; béylece mihendisler, veri kiimelerindeki kaliplari belirleyebilir ve
pekistirmeli 6grenme yoluyla yapay zekayi gelistirebilir ve "egitebilir". Ayrica, veri
kiimelerindeki belirli kayitlari kategorilere ayirabilir ve minimum insan miidahalesi ile bunu
yapacak bir yapay zeka yazilimi olusturabilirler.

Bilgi islem sistemleri ve yapay zeka teknolojilerinin en yaygin pratik kullanim alanlar::

o Bilgi islem sistemlerindeki sunucularda biriken blyuk veri yiginin analiz edilme sireci
yapay zeka uygulamalarindaki gelismeleri hizlandirmistir.

o Gergek zamanh olarak verinin kisisellestirilmesi ile kendi kendine 6grenen ve yeni
bilgilere uyum saglayan ve akill "aracilar" (uygulamalar ve diger yazihm drinleri)
kullanan yapay zeka sistemleri (ML) gelistirilmistir.

e Derin 6grenme: Algoritmik kiimelere (Filtreleme, sinirlandirma) dayanan ve temel
mimarisi olarak sinir aglarini kullanan teknolojidir.

e Veri madenciligi: Buylk veri tabanlarindaki bilgilerden egilimleri ve diger iliskileri kuran
istatistiksel yontemlerdir.

o Vaka temelli muhakeme: Gelecekteki sorunlari ¢6zmek icin ge¢mis sonuglardan gelen
girdileri kullanan algoritmik yaklasimlardir.

e Bulanik mantik: Verileri siyah-beyaz veya dogru-yanhs gibi ikili kaliplardan ziyade
denge cizgisine gore kategorize edebilen sistemler.

Baslamak i¢in Ne Gerekiyor?

ilk adim, yapay zeka yazilimini nasil gelistirecegimizi degil, bunu neden yapacagimizi ve
baslamak icin neye ihtiyacimiz oldugunu acikhiga kavusturmaktir. Bu nedenle, ilk asamada
sunulan problem ¢6zme fikrinden yola cikilarak, hedeflenen Grin kullanicilarinin sorunlu
noktalari ve deger Onerileri belirlenir. Bu noktalar dogru bir sekilde cergevelenirse,
kullanilacak teknikler, tim gelistirme adimlari ve is metrikleriyle baglantili yapay metrikleri
belirlenebilir. Ayrica bu adim, dogru veri hazirligi igin gereklidir.

Bir yapay zeka yazilimi olusturmak icin oncelikle bir veri yiginina ihtiya¢ olunacaktir
(Uygulama icin veri). Bu asamada en iyi bilinmesi gereken konu akilli algoritma olusturmadir.
Musterinin hazir bir projesi yoksa, proje olusturulmasi, aranmasi ve bazen de etiketlenmesi
icin zaman saglamalidir. Veri kiimesini etiketlemek icin gelistirme etiketleme ekibine ihtiyag
duyulacaktir.



Herhangi bir yapay zeka uygulamasinin temeli bir modeldir. Baslamadan 6nce yapilmasi

gerekenler:

Bir algoritma ve 6grenme tiirl secilmelidir (denetimli, denetimsiz, pekistirme).
Verilerin organize edildiginden, temizlendiginden ve tutarli oldugundan emin
olunmahdir.

Kronolojik sira tanimlanir, etiketler eklenir, vb.

Verileri hazirladiktan sonra yapay zeka yaziimi olusturmak icin platform ve
programlama dilleri belirlenir.

Platformlar

Yapay zeka uygulama gelistiricileri icin Griin olusturmaya yonelik hazir araglar saglayan

bircok yapay zeka platformu vardir. Yapay zeka platformlari akilli karar verme algoritmalarini

ve verilerini birlestirirler. Bazi platformlarin kullanimi kolaydir, bazilari ise derin kodlama

uzmanligi gerektirir.

Yapay zeka yazilimi gelistirmek icin yaygin olarak kullanilan platformlar sunlardir:

Google platformu: Yapay zeka Hub'dan (Yapay zeka sistemleri gelistirme kaynaklari),
Al Building Blocks adli araclardan ve fikirlerden lansmana kadar projeler olusturmak
icin kod tabanl bir veri bilimi ortami olan Al Platform'dan olusur.

Microsoft Azure: Al yetenekleri arasinda uygulamalar ve aracilar, bilgi madenciligi ve
makine 6grenimi hizmetleri bulunur. Platform, modeller olusturmaya, egitmeye ve
dagitmaya yardimci olur. Ayrica igerik, duygu analizi veya anahtar kelime 6bekleri
¢tkarmada kalip tanimlamanin yerlesik Al yetenekleriyle bulut arama kullanilabilir.
Amazon Makine Ogrenimi: Hizmetler, her tiurli karmasiklikta ML modelleri
olusturmaya, egitmeye ve dagitmaya yardimci olur. Amazon'un AWS'si, sirketler ve
kuruluslar icin kullanima hazir analitikler sunar ve uygulama gelistirmeyi basitlestirir.
Hizmetler, Griinlerle sorunsuz bir sekilde bitlinlesir ve rutin proseddrleri basitlestirir.

Programlama Dilleri, Kitapliklar ve Cerceveler
Al uygulamalari icin yaygin olarak kullanilan programlama dilleri sunlardir:

Python: Veri vyapilariyla kolayca bdtiinlesir, standart programlamanin oOtesinde
benzersiz algoritmalar sunar ve gelistiricinin NumPy, Pandas, Scikit, AIMA vb. gibi
kitapliklar ve araclarla bilgilerini genisletmesine olanak tanir.

Java Script: Istisna islemeye yonelik disiinceli bir yaklasim, c¢ok is parcacikli
uygulamalar gelistirmeye yonelik araglarin kullanilabilirligi ve diziler, listeler ve yapilar
icin destek acisindan farkhlik gosteren nesne yonelimli bir dil.

C++: Kiiresel olarak en hizli derleme dillerinden biri, performans kaybi olmadan son
derece karmasik mantigi uygulamaniza olanak tanir. C++ paketleri, ylksek hizh
animasyona ve isleme motoruyla aninda kullanici etkilesimine sahip uygulamalar
icindir.



Algoritmalari denemek ve ince ayar yapmak ve yapay zeka yazilimi olusturmak igin farkli

Al/ML cerceveleri, uygulama programlama arayzleri (Application programming interfaces:

APl'ler) ve altyapilar arasindan segim yapabilirsiniz.

Ornegin,

Google, Android ve iOS ile uyumlu ve Node.js ve Cordova'yl destekleyen gli¢li bir Al
aract olan APLAl'yi olusturdu. Bir baska kullanish Google uriini, derin makine
O0grenimine dayali uygulamalar gelistirmeye yardimci olan acik kaynakli TensorFlow
kitapligidir.

CNTK, Caffe, Keras, PyTorch, Accord.NET, scikit-learn ve Spark MLIib gibi cergeveler;
Gelistiricilerin IDE'ler ve Jupyter Notebook'lar gibi grafiksel kullanici arabirimlerini
kullanmalarina olanak taniyan Hizmet olarak ML platformlari;

REST uc¢ noktalari olarak sunulan ve sonuclarla birlikte JSON dondiren APl'ler (6r.
Azure Konu Algilama API'si).

Yapay Zeka ile Yazilim Nasil Olusturulur?

Al/ML ¢ozimleri olusturmak yinelemeli bir sirectir. Gelistirme hatti, temel bigiminde su

sekilde temsil edilebilir:

Arastirma, kesif ve ekip planlamasi;

Veri madenciligi;

Modelleme;

Minimum uygulanabilir Grin (Minimum viable product: MVP) ve iyilestirmeli {rlin
gelistirme;

Baslatma ve destek.

Takim Planlamasi

Rekabetci bir (irlin elde etmek icin deneyimli bir ekip olusturulmasi gerekir:

Yonetim ve arastirma — proje yoneticisi, is analisti;

Veri analizi — veri bilimciler, veri kiimesi bicimlendirme ekibi, makine 6grenimi
muihendisleri;

Geligtirme — ¢6zim mimari, 6n ug ve arka ug gelistiricileri, CV, NLP, MLOps, DevOps
muhendisleri; ve

Test etme — kalite glivence (QA) mihendisleri.

Veri Madenciligi ve Modelleme

Gelismis algoritmalar bile uygun sekilde toplanmis ve hazirlanmis verilere ihtiya¢ duyar.

Cogu zaman, mihendisler bir dizi adimdan olusan Cross — Industry Standard Process for
Data Mining (CRISP-DM) yontemini kullanir:

Is Anlayist,

Veri Anlama,

Veri Hazirlama,

Modelleme,

Degerlendirme ve konuglandirma.

Cogu durumda, miihendisler adimlari dongisel olarak uygular ve bunlari birkag kez tekrarlar.



Makine Ogrenimi Uygulama Adimlari
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Makine 6grenimi yagam dongiisii, asagida verilen yedi ana adimi igerir:
e Veri Toplama
e Veri hazirlama
e Veri Tartismasi
e Verileri Analiz Et
e Modeli egit
e Modeli test edin

e Uygulama

Tum silirecteki en 6nemli sey sorunu anlamak ve sorunun amacini bilmektir. Bu nedenle,
yasam donglisiine baslamadan 6nce sorunu anlamamiz gerekir ¢linkl iyi sonug, sorunun
daha iyi anlasilmasina baglhidir.

Tim yasam dongisi slrecinde bir problemi ¢6zmek icin "model" adi verilen bir makine
O0grenme sistemi olusturuyoruz ve bu model "egitim" verilerek olusturuluyor. Ancak bir
modeli egitmek icin verilere ihtiyacimiz var, dolayisiyla yasam donglist veri toplamakla
bashyor.

Machine Learning
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Makinelere zeka aktarma gorevi 7 ana adima ayrilabilir:

1. Veri Toplama:

Bildiginiz gibi, makineler 6nce onlara verdiginiz verilerden 0Ogrenirler. Makine 6grenimi
modelinizin dogru kaliplari bulabilmesi icin glvenilir verilerin toplanmasi son derece
onemlidir. Makineye beslediginiz verilerin kalitesi, modelinizin ne kadar dogru oldugunu
belirleyecektir. Yanhs veya glincel olmayan verileriniz varsa, konuyla ilgili olmayan yanlig
sonuclara veya tahminlere sahip olursunuz.

Modelinizin sonucunu dogrudan etkileyeceginden, givenilir bir kaynaktan gelen verileri
kullandiginizdan emin olun. lyi veriler alakalidir, cok az eksik ve tekrarlanan deger igerir ve
mevcut gesitli alt kategorileri/siniflari iyi bir sekilde temsil eder.

Veri Toplama, makine 6grenimi yasam doéngustnin ilk adimidir. Bu adimin amaci, verilerle
ilgili tim sorunlari belirlemek ve elde etmektir. Bu adimda, veriler dosyalar, veritabani,
internet veya mobil cihazlar gibi gesitli kaynaklardan toplanabileceginden farkli veri
kaynaklarini tanimlamamiz gerekir. Yasam doénglsinin en 6nemli adimlarindan biridir.
Toplanan verilerin niceligi ve kalitesi, ¢iktinin verimliligini belirleyecektir. Veriler ne kadar
fazla olursa, tahmin o kadar dogru olur.
Bu adim asagidaki gorevleri igerir:

e (Cesitli veri kaynaklarini tanimlayin

e Veritopla

e Farkli kaynaklardan elde edilen verileri entegre edin

Yukaridaki gorevi gerceklestirerek, veri kiimesi olarak da adlandirilan tutarli bir veri kiimesi
elde ederiz. Daha sonraki adimlarda kullanilacaktir.

2. Verilerin Hazirlanmasi:

Verileri topladiktan sonra, sonraki adimlar icin hazirlamamiz gerekiyor. Veri hazirlama,
verilerimizi uygun bir yere yerlestirip makine 6grenimi egitimimizde kullanmak Uzere
hazirladigimiz bir adimdir. Bu adimda, 6nce tim veriler bir araya getirilir ve ardindan
verilerin siralamasi rastgele yapilir. Bu adim iki isleme ayrilabilir:

Veri kesfi: Calismamiz gereken verilerin dogasini anlamak icin kullanilir. Verilerin 6zelliklerini,
bicimini ve kalitesini anlamamiz gerekir. Verilerin daha iyi anlasilmasi, etkili bir sonuca yol
acar. Bunun icinde Korelasyonlar, genel egilimler ve aykiri degerler buluyoruz.

Veri 6n isleme: Simdi bir sonraki adim, analizi icin verilerin 6n islenmesidir.

Verilerinizi aldiktan sonra, hazirlamaniz gerekir. Bunu su sekilde yapabilirsiniz:



e Sahip oldugunuz tim verileri bir araya getirmek ve rastgele hale getirmek. Bu,
verilerin  esit olarak dagitildigindan ve siralamanin  6grenme  slirecini
etkilemediginden emin olmaya yardimci olur.

e istenmeyen verileri, eksik degerleri, satirlari ve siitunlari, yinelenen degerleri, veri
turd dontstirmeyi vb. kaldirmak igin verileri temizleme. Hatta veri kiimesini yeniden
yapilandirmaniz ve satirlari ve siitunlari veya satir ve stitunlarin dizinini degistirmeniz
bile gerekebilir.

e Nasil yapilandirildigini anlamak ve gesitli degiskenler ve mevcut siniflar arasindaki
iliskiyi anlamak igin verileri gorsellestirin.

e Temizlenen verileri iki kimeye bolme - bir egitim seti ve bir test seti. Egitim seti,
modelinizin 6grendigi settir. Egitimden sonra modelinizin dogrulugunu kontrol etmek
icin bir test seti kullanilir.

Veri tartismasi, ham verileri temizleme ve kullanilabilir bir bigime donistiirme islemidir.
Verilerin temizlenmesi, kullanilacak degiskenin secgilmesi ve bir sonraki adimda analize daha
uygun hale getirilmesi icin verinin uygun formata doéndstirilmesi islemidir. Tim slirecin en
onemli adimlarindan biridir. Kalite sorunlarini ¢6zmek icin verilerin temizlenmesi gerekir.
Bazi veriler yararli olmayabileceginden, topladigimiz verilerin her zaman bizim kullanimimiz
icin olmasi gerekli degildir. Gergek diinya uygulamalarinda, toplanan verilerin asagidakiler
dahil gesitli sorunlari olabilir:

e Eksik Degerler

e Yinelenen veriler

e Gegersiz veri

e Gurdltd

Bu nedenle, verileri temizlemek igin cesitli filtreleme teknikleri kullaniyoruz. Sonucun
kalitesini olumsuz etkileyebileceginden vyukaridaki hususlarin tespit edilip ortadan
kaldirilmasi zorunludur.

Veri Analizi: Artik temizlenen ve hazirlanan veriler analiz asamasina gegilir. Bu adim sunlari
icerir:

e Analitik tekniklerin secimi

e Bina modelleri

e Sonucu gozden gegirin

Bu adimin amaci, gesitli analitik teknikleri kullanarak verileri analiz etmek ve sonucu gézden
gecirmek icin bir makine 06grenimi modeli olusturmaktir. Siniflandirma, Regresyon,
Kiimeleme analizi, iliskilendirme vb. gibi makine 6grenmesi tekniklerini sectigimiz, ardindan
hazirlanan verileri kullanarak modeli olusturdugumuz ve modeli degerlendirdigimiz
problemlerin tlrinun belirlenmesi ile baslar. Bu nedenle, bu adimda verileri aliyoruz ve
modeli olusturmak igin makine 6grenme algoritmalarini kullaniyoruz.



3. Model Segimi:

Veri kiimesinin yapisina ve problemin tiiriine gore algoritmalar belirlenir. Problemin tiirline
gore hangi makine 6grenmesi algoritmasinin secilecegine karar veren deneyim ve yetenek
kazanma gereksinimine ihtiya¢ vardir. Bir makine 6grenimi modeli, toplanan veriler
Uzerinde bir makine 6grenimi algoritmasi ¢alistirildiktan sonra elde ettiginiz ¢iktiyi belirler.
Eldeki gorevle ilgili bir model segmek énemlidir. Yillar iginde bilim adamlari ve mihendisler
konusma tanima, goriintii tanima, tahmin vb. gibi farkli goérevlere uygun cesitli modeller
gelistirdiler. Bunun disinda modelinizin sayisal mi yoksa kategorik veriler icin mi uygun
oldugunu gérmeli ve buna gore se¢im yapmalisiniz.

Egitim Modeli: Simdi bir sonraki adim modeli egitmek, bu adimda modelimizi, problemin
daha iyi sonuglanmasi i¢in performansini gelistirmek lizere egitiyoruz. Modeli ¢esitli makine
O0grenimi algoritmalari kullanarak egitmek igin veri kiimelerini kullaniyoruz. Cesitli kaliplari,
kurallari ve 6zellikleri anlayabilmesi igin bir modelin egitimi gereklidir.

Test Modeli: Makine 6grenimi modelimiz belirli bir veri kiimesinde egitildikten sonra modeli
test ederiz. Bu adimda, modelimize bir test veri seti saglayarak modelimizin dogrulugunu
kontrol ederiz.

Modelin test edilmesi, proje veya problemin ihtiyacina gére modelin ylizde dogrulugunu
belirler.

4. Modelin Egitimi:

Egitim, makine 68reniminde en 6nemli adimdir. Egitimde, kaliplari bulmak ve tahminler
yapmak icin hazirlanan verileri makine 6grenme modelinize iletirsiniz. Gorev setini
gercgeklestirebilmesi icin modelin verilerden 6grenmesiyle sonuglanir. Zamanla, egitimle
model tahmin etmede daha iyi hale gelir.

5. Modelin Degerlendirilmesi:

Modelinizi egittikten sonra, nasil performans gosterdigini kontrol etmeniz gerekir. Bu,
modelin performansini daha 6nce gorilmemis veriler lizerinde test ederek yapilir. Kullanilan
goriinmeyen veriler, verilerimizi daha 6nce boldigliniz test kiimesidir. Egitim icin kullanilan
ayni veriler Uzerinde test yapilirsa, model verilere zaten alistigindan ve daha dnce yaptig
gibi ayni kaliplari buldugundan dogru bir 6lcim elde edemezsiniz. Bu size orantisiz bir
sekilde yiksek dogruluk saglayacaktir. Test verileri (izerinde kullanildiginda, modelinizin nasil
performans gosterecegine ve hizina iliskin dogru bir 6lciim elde edersiniz.

Dagitim: Makine 6grenimi yasam donglsiniin son adimi, modeli ger¢ek diinya sistemine
yerlestirdigimiz dagitimdir.

Hazirlanan model, kabul edilebilir bir hizda ihtiyacimiza gére dogru bir sonug Uretiyorsa,
modeli gercek sisteme vyerlestiririz. Ancak projeyi dagitmadan o©nce, mevcut verileri



kullanarak performansini iyilestirip iyilestirmedigini kontrol edecegiz. Dagitim asamasi, bir
proje i¢in nihai raporun hazirlanmasina benzer.

6. Parametre Ayari:

Modelinizi olusturup degerlendirdikten sonra, dogrulugunun herhangi bir sekilde gelistirilip
gelistirilemeyecegine bakin. Bu, modelinizde bulunan parametreleri ayarlayarak yaplilir.
Parametreler, programcinin genel olarak karar verdigi modeldeki degiskenlerdir.
Parametrenizin belirli bir degerinde dogruluk maksimum olacaktir. Parametre ayarlama, bu
degerleri bulmayi ifade eder. En iyileme yapilacak parametrelerin araligi belirlenir.

7. Tahmin Yapmak
Sonunda, dogru tahminler yapmak i¢cin modelinizi dngériilemeyen, beklenen veriler lizerinde
islem yapilabilir.

2.1. Model Egitimi

Model egitimi, veri bilimi ekibinin yapilacak tahmin araligi Gizerindeki kayip islevini en aza
indirmek icin bir makine 6grenmesi algoritmasina en iyi agirliklari ve ényargilari uydurmak
islemidir.

Kayip islevleri, makine 6grenimi algoritmalarinin nasil optimize edilecegini tanimlar. Bir veri
bilimi ekibi, proje hedeflerine, kullanilan veri tirlne ve algoritma tirine bagh olarak farkli
turde kayip islevleri kullanabilir.

Denetimli 6grenme teknigi kullanildiginda, model egitimi, veri ozellikleri ile hedef etiket
arasindaki iliskinin matematiksel bir temsilini olusturur. Denetimsiz 6grenmede, veri
Ozellikleri arasinda benzerler arasindaki iliskigi bulmaya yonelik matematiksel bir temsil
olusturur.

Model Egitiminin Onemi

Model egitimi, makine 6greniminde birincil adimdir ve daha sonra dogrulanabilen, test
edilebilen ve optimize edilebilen bir modelle sonuclanir. Modelin egitim sirasindaki
performansi, nihai olarak gergek diinyada uygulamaya kondugunda ne kadar iyi calisacagini
belirleyecektir.

Hem egitim verilerinin kalitesi hem de algoritma se¢imi, model egitim asamasinin
merkezinde yer alir. Cogu durumda, egitim verileri egitim ve ardindan dogrulama ve test icin
iki kimeye boltnr.

Model egitiminde algoritma-model karmasikligi, performans, yorumlanabilirlik, bilgisayar
kaynak gereksinimleri ve hiz gibi her zaman dikkate alinmasi gereken ek faktorlerden



etkilenirr. Bu gesitli gereksinimlerin dengelenmesi, algoritma se¢meyi ilgili ve karmasik bir
slreg haline getirebilir.

Bir Makine Ogrenimi Modeli Nasil Egitilir

Bir modeli egitmek, mevcut egitim verilerinizin kullanimini ve veri bilimi ekibinizin zamanini
en Ust duzeye cikaran sistematik, tekrarlanabilir bir sire¢ gerektirir. Egitim asamasina
baslamadan 0Once problemin belirlenmesi, veri setinize erisilmesi ve modele sunulacak
verilerin temizlenmesi gerekir. Buna ek olarak hangi algoritmalari kullanacaginizi ve hangi
parametrelerle (hiperparametreler) calisacagini belirlemeniz gerekir. Tim bunlari yaptiktan
sonra, veri kiimesi bir egitim seti ve bir test seti olarak ayrilabilir, ardindan da model
algoritmalari egitim icin hazirlanabilir.

Veri Kiimesinin Boliinmesi

ilk egitim verileriniz, dikkatli bir sekilde tahsis edilmesi gereken sinirli bir kaynaktir. Bazilari
modelinizi egitmek icin kullanilabilir ve bazilari modelinizi test etmek icin kullanilabilir —
ancak her adim igin ayni verileri kullanamazsiniz. Daha 6nce karsilasmadigi yeni bir veri seti
vermediginiz slirece bir modeli dogru sekilde test edemezsiniz. Egitim verilerini iki veya daha
fazla kiimeye bolmek, tek bir veri kaynagi kullanarak modeli egitmenize ve ardindan
dogrulamaniza olanak tanir. Bu, modelin fazla uyumlu olup olmadigini gérmenizi saglar, yani
egitim verileriyle iyi performans gosterirken test verileriyle zayif performans gosterir.

Egitim verilerini bdlmenin yaygin bir yolu, ¢apraz dogrulama kullanmaktir. Ornegin, 10 kat
capraz dogrulamada, veriler on kiimeye béliinerek verileri on kez egitmenize ve test
etmenize olanak tanir. Bunu yapmak igin:

1. Verileri on esit parcaya veya katlara boliin.

2. Bir kati, uzatilmis kat olarak atayin.

3. Modeli diger dokuz kat lGzerinde egitin.

4. Modeli uzatilmis kat Gizerinde test edin.

Bu islemi on kez tekrarlayin, her seferinde ayri kat olarak farkh bir kat secin. On uzatma
katmanindaki ortalama performans, capraz dogrulanmis puan olarak adlandirilan
performans tahmininizdir.

Test Edilecek Algoritmalarin Segilmesi
Makine Ogreniminde, aralarindan secim yapabileceginiz binlerce algoritma vardir ve bir
belirli model igin hangisinin en iyi olacagini belirlemenin kesin bir yolu yoktur. Cogu
durumda, dogru bir calisma modeliyle sonuglanani bulmak icin muhtemelen ylizlerce degilse
de dizinelerce algoritma deneyeceksiniz. Aday algoritmalarin secilmesi genellikle asagidaki
kosullara bagli olacaktir:

e Egitim verilerinin boyutu.

e Gerekli giktinin dogrulugu ve yorumlanabilirligi.



e Dogrulukla ters orantili olan gerekli egitim siiresinin hizi.
e Egitim verilerinin dogrusalligi.
e Veri setindeki ozelliklerin sayisi.

Hiperparametrelerin Ayarlanmasi

Hiperparametreler, model kurulmadan ve egitiimeden 6nce veri bilimi ekibi tarafindan
belirlenen Ust dizey niteliklerdir. Egitim verilerinden bircok 6znitelik 6grenilebilirken, kendi
hiperparametrelerini 6grenemezler.

Ornek olarak, bir regresyon algoritmasi kullaniyorsaniz, model verileri analiz ederek
regresyon katsayilarini kendisi belirleyebilir. Ornek: f(x)=ax2+bx+c ifadesinde a, b, ¢
katsayilari. Bu katsayilardan birindeki hassasiyet durumuna bagl asiri sapmaya neden olan
parametreler. Ancak, degiskenlerin fazlaligini diizenlemek igin kullanmasi gereken cezanin
gliclini belirleyemez. Baska bir 6rnek olarak, rastgele orman teknigini kullanan bir model,
karar agaclarinin nereye boliinecegini belirleyebilir, ancak kullanilacak agac¢ sayisinin
onceden ayarlanmasi gerekir.

Modellerin Sigdirilmasi ve Ayarlanmasi

Artik veriler hazirlandigina ve modelin hiperparametreleri belirlendigine gore, sira modelleri
egitmeye baslamaya geldi. islem, esasen, kesfetmeye karar verdiginiz her bir
hiperparametre degeri kiimesini kullanarak farkl algoritmalar arasinda gecis yapmaktir.

Bunu yapmak icin:

1. Verileri bolun.

2. Bir algoritma segin.

3. Hiperparametre degerlerini ayarlayin.

4. Modeli egitin.

5. Baska bir algoritma secin ve 3. ve 4. adimlari tekrarlayin.

Ardindan, ayni algoritma icin denemek istediginiz baska bir hiperparametre degeri kiimesi
secin, tekrar capraz dogrulayin ve yeni puani hesaplayin. Her bir hiperparametre degerini
denedikten sonra, ek algoritmalar icin ayni adimlari tekrarlayabilirsiniz.

Bu denemeleri atletizm yarislari olarak distnin. Her algoritma, farkh hiperparametre
degerleriyle neler yapabilecegini gostermistir. Artik her algoritmadan en iyi versiyonu secip
onlari final yarismasina gonderebilirsiniz.

En iyi Modelin Segilmesi

Simdi, size genel olarak en iyi modeli vereni belirlemek icin her bir algoritmanin en iyi
surimlerini test etme zamani.

1. Test verileriniz Gzerinde tahminler yapin.



2. Bu modelin egitimi sirasinda hedef degiskeniniz icin temel gercegi belirleyin.
3. Tahminlerinizden ve kesinlik hedefi degiskeninden performans olgltlerini belirleyin.
4. Her finalist modeli test verileriyle galistirin.

Test tamamlandiktan sonra, hangi modellerin daha iyi oldugunu belirlemek icin
performanslarini karsilastirabilirsiniz. Genel kazanan, testte oldugu kadar egitimde de (en
iyisi degilse) iyi performans gostermis olmalidir. Ayni zamanda diger performans olgitleriniz
Uzerinde (hiz ve deneysel kayip gibi) iyi performans géstermeli ve — nihayetinde — problem
ifadenizde ortaya atilan soruyu yeterince ¢c6zmeli veya yanitlamalidir.

Model Egitimine Sistematik Yaklasim

Sistematik ve tekrarlanabilir bir model egitim slreci kullanmak, Olcekte basarili ML/AI
modelleri olusturmayi planlayan herhangi bir kurulus igin blylik 6nem tasir. Bunun
merkezinde, tim kaynaklarinizin, araglarinizin, kitapliklarinizin ve belgelerinizin, isbirligini
engellemek yerine isbirligini tesvik edecek tek bir kurumsal platformda bulunmasi yer alir.

Egitim Modelleri

Veri kiimelerini tanimlamak igin kullanilan farkli matematiksel modeller arasindan se¢gme
islemi “Egitim Model Seg¢imi” olarak bilinir. Model segimi istatistik, makine 6grenimi ve veri
madenciligi alanlarina uygulanmaktadir.

Makine 6grenmesi modelleri iyi performans gosterebilmeleri icin ¢ok fazla veri gerektirir. Bir
makine 6grenmesi modeli egitilirken, temsili veri 6rneklerinin toplanmasi gerekir. Egitim
setindeki veriler, bir metin topluluguna, bir resim koleksiyonuna ve bir hizmetin tek tek
kullanicilarindan toplanan verilerine kadar degisebilir. Bir modeli egitmek, tim agirliklar ve
etiketli 6rneklerden esik seviye degeri bulabilmek icin iyi degerleri 6grenmek (belirlemek)
anlamina gelir.

Denetimli 6grenmede, bir makine 6grenimi algoritmasi bircok érnegi inceleyerek ve kaybi en
aza indiren bir model bulmaya calisarak bir model olusturur; bu sirece ampirik risk
minimizasyonu denir.

Kayip, modelin tahmininin ne kadar kot oldugunu gosteren bir sayidir. Modelin tahminin
performansi yiksekse, kayip minumumdur; aksi takdirde kayip daha buyiktir. Makine
o0grenmesinde bir modeli egitmenin amaci, tim 6érneklerde ortalama olarak duslik kayiph bir
esik deger bulmaktir. Ornegin, asagidaki sekilde, solda yiiksek kayipli bir modeli ve sagda
distk kayiph bir modeli gosterilmektedir. Sekilde oklarin uzunlugu kaybi temsil eder. Mavi
cizgiler tahminleri temsil eder.
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Sekil. Sol modelde yiiksek kayip; dogru modelde dusiik kayip.

Soldaki grafikteki oklarin sagdaki grafikteki benzerlerinden ¢ok daha uzun olduguna dikkat
edin. Aglkgasi, sagdaki gizimdeki ¢izgi, soldaki grafikteki ¢izgiden ¢ok daha iyi bir tahmin
modelidir. Kayiplari anlaml bir sekilde bir araya getirecek bir matematiksel fonksiyon - bir
kayip fonksiyonu — kullanilir.

Sayisal modeller icin karesel kayip adi verilen bir kayip fonksiyonu kullanir. -1 ile 1 arasindaki
farklarin karelerinin toplaminin toplam eleman sayisina bolimd ile kiiglik deger elde edilir.

Tek bir 6rnek icin kayiplarin karesi = etiket ve tahmin arasindaki farkin karesi
= (g6zlem - tahmin (x))?
=(y-y)?*

Ortalama kareler hatasi (MSE), tim veri kiimesi boyunca 6rnek basina diisen ortalama kare
kayiptir. MSE'yi hesaplamak icin, tek tek ornekler i¢in tim kayiplarin karesi toplanir ve
ardindan 6érneklerin sayisina béltndr:

1 . 1x .
MSE=N E (y —yt) zﬁél(%’_yti)
=

(x,y)ED

burada:

(x,y) bir 6rnektir

X, modelin tahminlerde bulunmak icin kullandig 6zellikler kiimesidir.

y, ornegin etiketidir.

Tahmin(x), yt: 6zellikler kiimesi ile birlikte agirliklarin ve yanhligin bir fonksiyonudur.
D, (x,y) ciftler olan bircok etiketli 6rnegi iceren bir veri kiimesidir.

N, D icindeki 6rneklerin sayisidir.

MSE, makine 6greniminde yaygin olarak kullanilmasina ragmen, ne tek pratik kayip islevi ne
de tim kosullar igin en iyi kayip islevi degildir.



Ornek:
Makine 6grenmesinde bir modeli egitmenin amaci, tiim orneklerde ortalama olarak distik
kayipli bir esik deger bulmaktir. Bu esik deger ortalama kareler hatasi ile bulunur.

i=1...5

ornek degerler,yi=1, 2,3,4,5;

modelin 6rnekleme tahmin degerleri yti=1, 2, 7, 2, 3
MSE=((1-1)72+(2-2)"2+(3-7)"2+ (4-2)"2+(5-3)*2)/5= (0+0+16+4+4)/5=24/5=4.8

ornek degerler,vyi=1,2,3,4,5;

modelin érnekleme tahmin degerleri yti=1, 2, 4, 3,5

MSE=((1-1)"2+(2-2)"2+(3-4)"2+ (4-3)~2+(5-5)*2)/5= (0+0+1+1+0)/5=2/5=0.4

ikinci 6rnek ortalama dusiik kayiph oldugu gérilmektedir.

Toplu 6grenme:

Belirli bir hesaplama programini ¢ézmek igin siniflandiricilar veya uzmanlar gibi birden gok
model stratejik olarak olusturulur ve birlestirilir. Bu streg toplu 6grenme olarak bilinir. Toplu
o0grenme, bir modelin siniflandirmasini, tahminini, islev yaklasimini gelistirmek i¢in kullanihr.
Topluluk 6grenme, daha dogru ve birbirinden bagimsiz bilesen siniflandiricilar
olusturdugunuzda kullantlir.

Toplu yontemler:

Topluluk yontemlerinin iki paradigmasi sunlardir:
e Siral topluluk yontemleri
e Paralel topluluk yontemleri

Bir topluluk yonteminin genel ilkesi, tek bir modele gore saglamligi artirmak icin belirli bir
O0grenme algoritmasi ile olusturulmus birkag modelin tahminlerini birlestirmektir.
Torbalama, istikrarsiz tahmin veya siniflandirma semalarini iyilestirmek igin topluluk iginde
bir yontemdir. Arttirma yontemi, kombine modelin yanliligini azaltmak icin sirayla kullanilr.
Artirma ve Torbalama, varyans terimini azaltarak hatalari azaltabilir.

Bir 6grenme algoritmasinin beklenen hatasi, yanhlik ve varyansa ayristirilabilir. Bir yanllik
terimi, 6grenme algoritmasi tarafindan Uretilen ortalama siniflandiricinin hedef islevle ne
kadar yakindan eslestigini olcer. Varyans terimi, 6grenme algoritmasinin tahmininin farkl
egitim setleri icin ne kadar dalgalandigini 6lcer.

Toplulukta Artimli Ogrenme algoritmasi, bir algoritmanin, siniflandirici halihazirda mevcut
olan veri kiimesinden olusturulduktan sonra mevcut olabilecek yeni verilerden 6grenme
yetenegidir.



2.2. Tahmine Dayali Modelleme Analitigi

Bircok kurulus icin, blylk veriler (inanilmaz hacimlerde ham vyapilandiriimis, vyari
yapilandiriimis ve yapilandiriimamis veriler) is kararlarini destekleyebilen ve operasyonlari
gelistirebilen, kullanilmayan bir zeka kaynagidir. Veriler gesitlenmeye ve degismeye devam
ettikce, giderek daha fazla kurulus bu kaynaktan yararlanmak ve verilerden uygun 6lcekte
yararlanmak igin tahmine dayali analitigi benimsiyor.

Tahmine dayal analitik nedir?

Yaygin bir yanlis anlama, tahmine dayali analitik ve makine 6greniminin ayni sey oldugudur.
Durum bu degil. Oziinde, tahmine dayali analitik, cesitli istatistiksel teknikleri (makine
O0grenimi, tahmine dayali modelleme ve veri madenciligi dahil) kapsar ve gelecekteki
sonuglari tahmin etmek veya "tahmin etmek" icin istatistikleri (hem ge¢mis hem de mevcut)
kullanir. Bu sonuglar, ornegin bir miusterinin sergilemesi muhtemel davranislar veya
pazardaki olasi degisiklikler olabilir. Tahmine dayali analitik, gecmisi analiz ederek
gelecekteki olasi olaylari anlamamiza yardimci olur.

Ote yandan makine 6grenimi, Arthur Samuel'in 1959'daki tanimina gére, "bilgisayarlara
actkca programlanmadan o6grenme yetenegi" veren bilgisayar biliminin bir alt alanidir.
Makine 06grenimi, orintli tanima c¢alismasindan gelisti ve algoritmalarin verilerden
ogrenebilecegi ve veriler lizerinde tahminlerde bulunabilecegi fikrini arastiriyor. Ve daha
"akilli" hale gelmeye basladiklarinda, bu algoritmalar son derece dogru, veriye dayali
kararlar vermek igin program talimatlarinin Gstesinden gelebilir.

Tahmine dayali analitik nasil ¢aligir?

Tahmine dayali analitik, tahmine dayali modelleme tarafindan yonlendirilir. Bir siirecten ¢ok
bir yaklagimdir. Tahmine dayali analitik ve makine 6grenimi el ele gider, ¢linkii tahmine
dayali modeller tipik olarak bir makine 6grenimi algoritmasi icerir. Bu modeller, yeni verilere
veya degerlere yanit vermek icin zamanla egitilebilir ve isletmenin ihtiyac duydugu sonuclari
saglayabilir. Tahmine dayali modelleme, makine 0grenimi alaniyla bilyldk 6lclide
ortismektedir.

iki tiir tahmin modeli vardir. Bunlar, sinif tiyeligini tahmin eden Siniflandirma modelleri ve
bir saylyl tahmin eden Regresyon modelleridir. Bu modeller daha sonra algoritmalardan
olusur. Algoritmalar, verilerdeki egilimleri ve kaliplari belirleyerek veri madenciligi ve
istatistiksel analiz gerceklestirir. Tahmine dayal analitik yazihm ¢6ztimleri, tahmine dayal
modeller olusturmak icin kullanilabilecek yerlesik algoritmalara sahip olacaktir. Algoritmalar,
verilerin hangi kategorilere ait oldugunu belirleyen "siniflandiricilar" olarak tanimlanir.



Makine Oiirenmesinde en yaygin olarak kullanilan tahmin modelleri sunlardir:

Karar agaclari: Karar agaglari, cok degiskenli analizin basit ama guglu bir seklidir. Verileri
dal benzeri bélimlere ayirmanin gesitli yollarini tanimlayan algoritmalar tarafindan
uretilirler. Karar agaclari, verileri girdi degiskenlerinin kategorilerine gore alt kiimelere
bélerek birinin karar yolunu anlamaniza yardimci olur.

Regresyon (dogrusal ve lojistik): Regresyon, istatistikte en popiler yontemlerden
biridir. Regresyon analizi, degiskenler arasindaki iliskileri tahmin eder, biyuk ve gesitli
veri kimelerinde anahtar kaliplari ve bunlarin birbirleriyle nasil iliskili oldugunu bulur.

Néral aglar: insan beynindeki néronlarin isleyisinden sonra modellenen sinir aglari
(yapay sinir aglari olarak da adlandirilir), cesitli derin 6grenme teknolojileridir.
Genellikle karmasik oriintl tanima sorunlarini ¢ozmek igin kullanilirlar ve buyilk veri
kiimelerini analiz etmek icin inanilmaz derecede faydalidirlar. Verilerdeki dogrusal
olmayan iliskileri yoénetmede harikadirlar ve belirli degiskenler bilinmediginde iyi
calisirlar.

Diger siniflandiricilar:

Zaman Serisi Algoritmalari: Zaman serisi algoritmalari verileri sirayla gizer ve zaman
icindeki stirekli degerleri tahmin etmek igin kullaniglidir.

Kiimeleme Algoritmalari: Kimeleme algoritmalari, verileri benzer Uyeleri olan gruplar
halinde dizenler.

Aykiri Deger Algilama Algoritmalari: Aykiri deger algilama algoritmalari, bir veri kiimesi
icinde beklenen bir modele veya standarda uymayan 0Ogeleri, olaylari veya gozlemleri
belirleyerek anormallik algilamaya odaklanir.

Topluluk Modelleri: Topluluk modelleri, tek bir algoritmadan elde edilebilecek olandan
daha iyi tahmin performansi elde etmek icin birden ¢ok makine 6grenimi algoritmasi
kullanir.

Faktor Analizi: Faktor analizi, degiskenligi tanimlamak icin kullanilan ve bagimsiz gizil
degiskenleri bulmayi amaclayan bir ydontemdir.

Naive Bayes: Naive Bayes siniflandiricisi, olasilhigi kullanarak belirli bir 6zellik kiimesine
dayali bir sinif/kategori tahmin etmemizi saglar.

Destek vektor makineleri: Destek vektor makineleri, verileri analiz etmek ve kaliplari
tanimak icin iliskili 6grenme algoritmalarini kullanan denetimli makine 06grenimi
teknikleridir.

Her siniflandirici verilere farkh bir sekilde yaklasir, bu nedenle kuruluslarin ihtiya¢ duyduklar

sonuglari alabilmeleri igin dogru siniflandiricilari ve modelleri segmeleri gerekir.



Tahmine dayali analitik ve makine 68renimi uygulamalari
Verilerle dolup tasan ancak bunlari yararli iggorilere donulstirmekte zorlanan kuruluslar igin
tahmine dayal analitik ve makine 6grenimi ¢6ziim saglayabilir. Bir kurulus ne kadar veriye
sahip olursa olsun, bu verileri ic ve dis sirecleri gelistirmek ve hedeflere ulasmak icin
kullanamiyorsa, veriler ise yaramaz bir kaynak haline gelir.

Tahmine dayal analitik, en yaygin olarak glivenlik, pazarlama, operasyonlar, risk ve
dolandiricilik tespiti igin kullanihr. Tahmine dayali analitik ve makine 6greniminin farkh
sektorlerde nasil kullanildigina dair birkag 6rnek:
e Bankacilik ve finansal hizmetler sektériinde, dolandiriciligl tespit etmek ve azaltmak,
piyasa riskini 6lgmek, firsatlari belirlemek ve gok daha fazlasi igin tahmine dayal analitik
ve makine 6grenimi birlikte kullanilir.

e Siber givenligin gliniimizde her isletmenin glindeminin basinda yer almasiyla tahmine
dayali analitik ve makine 6greniminin glvenlikte 6nemli bir rol oynamasi sasirtici
olmamali. Glvenlik kurumlari, genellikle hizmetleri ve performansi iyilestirmek igin
tahmine dayali analitigi kullanir, ayni zamanda anormallikleri, sahtekarhgi tespit etmek,
tlketici davranisini anlamak ve veri glivenligini gelistirmek igin de kullanir.

e Perakendeciler, tliketici davranigini daha iyi anlamak igin tahmine dayali analitik ve
makine 6grenimi kullaniyor; kim neyi nereden satin aliyor? Bu sorular, dogru tahmine
dayali modeller ve veri setleri ile kolayca yanitlanabilir, perakendecilerin édnceden plan
yapmasina ve mevsimsellik ve tiketici egilimlerine gore Urin stoklamasina yardimci
olarak yatirim getirisini nemli ol¢lide artirir.

Dogru ortami gelistirmek

Makine 6grenimi ve tahmine dayali analitik, herhangi bir kurulus icin bir nimet olabilirken,
bu ¢ozimleri, glnlik operasyonlara nasil uyacagini disinmeden gelisiglizel uygulamak,
kurulusun ihtiyac duydugu icgoriileri saglama yeteneklerini biiylk olclide engeller.

Tahmine dayali analitik ve makine 6greniminden en iyi sekilde yararlanmak icin kuruluslarin,
bu ¢ozimleri destekleyecek mimariye ve bunlari besleyecek ve 6grenmelerine yardimci
olacak yiksek kaliteli verilere sahip olduklarindan emin olmalari gerekir. Veri hazirlama ve
kalite, tahmine dayali analitik icin kilit unsurlardir. Birden ¢ok platforma yayilabilen ve birden
cok buyik veri kaynagi icerebilen girdi verileri, merkezilestirilmis, birlesik ve tutarh bir
bicimde olmalidir.

Bunu basarmak igin kuruluglar, verilerin genel yonetimini denetlemek ve yalnizca ylksek
kaliteli verilerin yakalanmasini ve kaydedilmesini saglamak igin saglam bir veri yonetisim
programi gelistirmelidir. ikinci olarak, kuruluslarin isin her noktasinda verimliligi artirmalarini
saglayacagindan, tahmine dayal analitik ve makine 6grenimini icerecek sekilde mevcut



sureglerin degistirilmesi gerekecektir. Son olarak, kuruluslarin hangi sorunlari ¢dzmeye
calistiklarini bilmeleri gerekir, ¢inki bu, kullanacaklari en iyi ve en uygun modeli
belirlemelerine yardimci olacaktir.

Tahmine dayali modelleri anlama

Tipik olarak, bir kurulusun veri bilimcileri ve BT uzmanlari, dogru tahmine dayali modelleri
se¢me veya kurulusun ihtiyaglarini karsilamak igin kendi modellerini olusturma konusunda
gorevlendirilir. Ancak buglin, tahmine dayali analitik ve makine 6grenimi artik yalnizca
matematikgilerin, istatistikgilerin ve veri bilimcilerin degil, ayni zamanda is analistlerinin ve
danismanlarin da alanidir. Giderek daha fazla sirket ¢alisani bunu iggoriler gelistirmek ve is
operasyonlarini iyilestirmek icin kullaniyor - ancak calisanlar hangi modeli kullanacaklarini,
nasil uygulayacaklarini bilmediklerinde veya hemen bilgiye ihtiya¢ duyduklarinda sorunlar
ortaya cikiyor.

SAS'ta, kuruluslari veri yonetisimi ve analitigiyle desteklemek igin gelismis yazilimlar
gelistiriyoruz. Veri yonetisimi ¢oziimlerimiz, kuruluslarin yiiksek kaliteli verileri korumasina
ve ayni ortamda isletme genelindeki operasyonlari uyumlu hale getirmesine ve veri
sorunlarini saptamasina yardimci olur. . Bu tahmine dayali analitik ¢ozimleri, her tir
kullanicinin ihtiyaglarini karsilamak (izere tasarlanmistir ve tahmine dayali modelleri hizla
dagitmalarini saglar.

2.3. Ongoriilii Modelleme: Tiirler, Yararlar ve
Algoritmalar

Tahmine dayali modelleme, veri modellemeyi kullanarak gelecekteki sonugclari tahmin etme
yontemidir. Bir isletmenin ileriye doniik yolunu gérmesinin ve buna gore planlar yapmasinin
onde gelen yollarindan biridir. Kusursuz olmasa da, bu yontem ylksek dogruluk oranlarina
sahip olma egilimindedir, bu ylizden bu kadar yaygin olarak kullanihr.

Ongoriilii Modelleme Nedir?

Kisacasi, tahmine dayali modelleme, ge¢mis ve mevcut verilerin yardimiyla gelecekteki olasi
sonuclari tahmin etmek ve tahmin etmek icin makine 6grenimi ve veri madenciligini
kullanan istatistiksel bir tekniktir. Mevcut ve gecmis verileri analiz ederek ve 6grendiklerini
olasi sonuglari tahmin etmek icin olusturulan bir modele yansitarak calisir. Tahmine dayall
modelleme, TV reytinglerinden ve bir misterinin bir sonraki satin alimindan kredi risklerine
ve kurumsal kazanclara kadar hemen hemen her seyi tahmin etmek icin kullanilabilir.

Tahmine dayali bir model sabit degildir; temel verilerdeki degisiklikleri dahil etmek igin
dizenli olarak dogrulanir veya revize edilir. Baska bir deyisle, tek basina yapilan bir tahmin
degil. Tahmine dayali modeller, gecmiste ne olduguna ve simdi ne olduguna bagl olarak



varsayimlarda bulunur. Gelen, yeni veriler su anda olanlarda degisiklikler gosteriyorsa,
gelecekteki olasi sonug tizerindeki etkisi de yeniden hesaplanmalidir. Ornegin, bir yazilim
sirketi, pazarlama harcamasinin etkisine dayali olarak gelecekteki gelir icin bir model
olusturmak igin birden fazla bélgedeki pazarlama harcamalarina karsi gegmis satis verilerini
modelleyebilir.

Tahmine dayali modellerin ¢ogu hizli ¢alisir ve genellikle hesaplamalarini gercek zamanli
olarak tamamlar. Bu nedenle bankalar ve perakendeciler, 6rnegin bir ¢evrimici ipotek veya
kredi karti basvurusunun riskini hesaplayabilir ve bu tahmine dayanarak talebi neredeyse
aninda kabul edebilir veya reddedebilir.

Hesaplamali biyoloji ve kuantum hesaplamada kullanilanlar gibi bazi kestirimci modeller
daha karmasiktir; ortaya c¢ikan ciktilarin hesaplanmasi bir kredi karti uygulamasindan daha
uzun slrer, ancak bilgi islem glicti de dahil olmak Uzere teknolojik yeteneklerdeki gelismeler
sayesinde gegcmiste mimkiin olandan ¢ok daha hizli yapilr.

Tahmine Dayali Modeller

Neyse ki, tahmine dayali modellerin her uygulama icin sifirdan olusturulmasi gerekmez.
Tahmine dayali analitik araclari, ¢ok cesitli kullanim durumlarina uygulanabilecek cesitli
incelenmis modeller ve algoritmalar kullanir.

Tahmine dayali modelleme teknikleri zamanla miikemmellestirildi. Daha fazla veri ekledikce,
daha gliclu bilgi islem, yapay zeka ve makine 6grenimi ekledik¢e ve analitikteki genel
gelismeleri gordikce, bu modellerle daha fazlasini yapabiliyoruz.

ilk bes tahmine dayali analitik modeli sunlardir:

1) Siniflandirma modeli: En basit model olarak kabul edilir, verileri basit ve dogrudan
sorgu yaniti icin siniflandirir. Ornek bir kullanim durumu, “Bu bir hileli islem mi?”
Sorusuna cevap vermek olabilir.

2) Kiimeleme modeli: Bu model, verileri ortak niteliklere gore ic ice yerlestirir. Ortak
Ozelliklere veya davranislara sahip seyleri veya insanlari gruplayarak calisir ve her grup
icin daha bliylk 6lcekte stratejiler planlar. Bir 6rnek, ayni veya benzer durumdaki diger
kisilerin gecmiste yaptiklarina dayah olarak bir kredi basvurusunda bulunan kisinin
kredi riskinin belirlenmesidir.

3) Tahmin modeli: Bu ¢ok popiiler bir modeldir ve tarihsel verilerden 6grenmeye dayali
sayisal degeri olan her sey uizerinde calisir. Ornegin, bir restoranin gelecek hafta ne
kadar marul siparis etmesi gerektigini veya bir misteri destek temsilcisinin glinde veya
haftada kag aramayi idare edebilecegini yanitlarken, sistem ge¢mis verilere bakar.

4) Aykiri Degerler modeli: Bu model, anormal veya aykiri veri noktalarini analiz ederek
calisir. Ornegin, bir banka, bir islemin misterinin normal satin alma aliskanliklarinin
disinda olup olmadigini veya belirli bir kategorideki harcamanin normal olup olmadigini



5)

sorarak dolandiriciligi belirlemek icin aykiri bir model kullanabilir. Ornegin, kart
sahibinin tercih ettigi buylik marketteki bir ¢camasir ve kurutma makinesi igin kredi
kartindan 1000S'lik bir tcret endise verici olmayacaktir, ancak musterinin baska hicbir
drtinden Ucret almadigi bir yerde tasarimci kiyafetlerine harcanan 1.000S, bir hesabin
ihlal edildiginin gostergesi olabilir.

Zaman serisi modeli: Bu model, zamana dayali olarak bir dizi veri noktasini
degerlendirir. Ornegin, son dort ayda hastaneye kabul edilen felgli hasta sayisi,
hastanenin 6nimizdeki hafta, gelecek ay veya yilin geri kalaninda ka¢ hasta kabul
etmeyi bekleyebilecegini tahmin etmek icin kullanilir. Bu nedenle, zaman icinde
Olclilen ve karsilastirilan tek bir metrik, basit bir ortalamadan daha anlamlidir.

Tahmin Algoritmalari

Tahmine dayali algoritmalar iki seyden birini kullanir: makine 6grenimi veya derin 6grenme.

Her ikisi de yapay zekanin (Al) alt kiimeleridir. Makine 6grenimi (ML), elektronik tablo veya

makine verileri gibi yapilandiriimig verileri igerir. Derin 6grenme (DL), video, ses, metin,

sosyal medya gonderileri ve gorintller gibi yapilandiriilmamis verilerle ilgilenir; esasen

insanlarin iletisim kurdugu seyler, sayilar veya metrik okumalar degildir.

Daha yaygin tahmin algoritmalarindan bazilari sunlardir:

1)

2)

3)

4)

5)

Rastgele Orman (Random Forest): Bu algoritma, higbiri birbiriyle iliskili olmayan karar
agaclarinin bir kombinasyonundan tiretilmistir ve blylk miktarda veriyi siniflandirmak
icin hem siniflandirma hem de regresyon kullanabilir.

iki Deger icin Genellestirilmis Dogrusal Model (GLM: Generalized Linear Model): Bu
algoritma, “en uygun”u bulmak ic¢in degisken listesini daraltir. "En uygun" sonucu
belirlemek igin devrilme noktalarini ¢ozebilir ve veri yakalamayr ve kategorik
tahminciler gibi diger etkileri degistirebilir, bdylece diger modellerdeki diizenli dogrusal
regresyon gibi dezavantajlarin lstesinden gelebilir.

Gradyan Artirilmis Model (Gradient Boosted Model): Bu algoritma ayni zamanda
birkag birlesik karar agaci kullanir, ancak Rastgele Ormanin aksine agaclar iliskilidir. Her
seferinde bir agac¢ olusturur, boylece bir sonraki agacin onceki agactaki kusurlari
diizeltmesini saglar. Genellikle arama motoru ciktilari gibi siralamalarda kullanilir.
K-Means: Popiler ve hizli bir algoritma olan K-Means, veri noktalarini benzerliklere
gore gruplandirir ve bu nedenle kiimeleme modeli i¢in siklikla kullanilir. Benzer sekilde
astarli kirmizi yiin paltolardan hoslanan bir milyon veya daha fazla musteri gibi blyutk
bir grup icindeki bireylere kisisellestiriimis perakende teklifleri gibi seyleri hizli bir
sekilde sunabilir.

Prophet: Bu algoritma, envanter ihtiyaclari, satis kotalari ve kaynak tahsisleri gibi
kapasite planlamasi icin zaman serisi veya tahmin modellerinde kullanilir. Oldukga
esnektir ve bulussal ydontemleri ve bir dizi faydal varsayimi kolayca barindirabilir.



Tahmine Dayali Modelleme ve Veri Analitigi

Tahmine dayali modelleme, tahmine dayali analitik olarak da bilinir. Genel olarak, "tahmini
modelleme" terimi akademik ortamlarda tercih edilirken, "tahmini analitik", tahmine dayali
modellemenin ticari uygulamalariigin tercih edilen terimdir.

Tahmine dayali analitiklerin basarili kullanimi biyik 6l¢lide yeterli miktarda dogru, temiz ve
alakal verilere sinirsiz erisime baghdir. Tahmine dayali modeller, karar agaclari ve k-
ortalama kiimeleme kullananlar gibi olagantistii derecede karmasik olabilse de, en karmagik
kisim her zaman sinir agidir; yani, bilgisayarlarin sonuglari tahmin etmek igin egitildigi model.
Makine 6grenimi, son derece buylik veri kiimelerindeki korelasyonlari bulmak ve verilerdeki
kaliplari "6grenmek" ve tanimlamak icin bir sinir agi kullanir.

Ongériilii Modellemenin Faydalari

Ozetle, tahmine dayal analitik, is sonuglarini tahmin etmede zaman, caba ve maliyetleri
azaltir. Cevresel faktorler, rekabetci zeka, diizenleme degisiklikleri ve piyasa kosullari gibi
degiskenler, nispeten diisik maliyetlerle daha eksiksiz goriinimler elde etmek igin
matematiksel hesaplamaya dahil edilebilir.

isletmelere fayda saglayabilecek belirli tahmin tiirlerinin 6rnekleri arasinda talep tahmini,
personel sayisi planlamasi, kayip analizi, dis faktorler, rekabet analizi, filo ve BT (IT) donanim
bakimi ve finansal riskler yer alir.

Ongoriilii Modellemenin Zorluklar

Tahmine dayali analitigin faydalh is iggorileri Gretmeye odaklanmasini saglamak énemlidir
¢linkl bu teknolojinin ¢ikardigl her sey yararli degildir. Bazi mayinli bilgiler, yalnizca merakl
bir zihni tatmin etmede degerlidir ve ¢ok az veya hig ticari etkisi yoktur. Taraflardan takip
edilmek, birkag isletmenin karsilayabilecegi bir dikkat dagiticidir.

Ayrica, tahmine dayali modellemede daha fazla veri kullanabilmek sadece bir noktaya kadar
bir avantajdir. Cok fazla veri hesaplamayi bozabilir ve anlamsiz veya hatali sonuclara yol
acabilir. Ornegin, dis sicaklik diistiikce daha fazla kat satilir. Ama sadece bir noktaya kadar.
insanlar disarisi -20 derece Fahrenhayt oldugunda, donma noktasinin -5 derece altinda
oldugundan daha fazla palto almazlar. Belli bir noktada, soguk, palto satin almaya tesvik
edecek kadar soguktur ve daha fazla soguk sicakliklar artik bu kalibi 6nemli olglide
degistirmez.

Tahmine dayali modellemede yer alan devasa veri hacimleri ile givenlik ve mahremiyeti
korumak da zor olacaktir. Diger zorluklar, makine 6greniminin sinirlamalarinda yatmaktadir.



Ongoériilii Modellemenin Sinirlamalari

Yaygin sinirlamalar ve bunlarin "en iyi diizeltmeleri" sunlari igerir:

1)

2)

3)

4)

5)

Veri etiketlemedeki hatalar: Bunlar, pekistirmeli 6grenme veya uretken gekismeli
aglar (GAN'lar) ile asilabilir.

Makine 6grenimini egitmek icin gereken ¢ok biiyiik veri kiimelerinin eksikligi: Olasi
diizeltme, bir makinenin ¢ok bilyuk bir veri kiimesi yerine az sayida gosterimden
ogrendigi "tek adimda 6grenme"dir.

Makinenin neyi neden yaptigini agiklayamamasi: Makineler insanlar gibi “disinmez”
veya “0grenmez”. Ayni sekilde, hesaplamalari o kadar olaganisti karmasik olabilir ki,
insanlar mantig takip etmek soyle dursun, bulmakta bile gliclik cekerler. Biitlin
bunlar, bir makinenin isini agiklamasini veya insanlarin bunu yapmasini zorlastiriyor.
Yine de, insan givenligi basta olmak Uzere bircok nedenden dolayr model seffaflig
gereklidir. Umut verici potansiyel dizeltmeler: vyerel-yorumlanabilir-modelden
bagimsiz aciklamalar (LIME: local-interpretable-model-agnostic explanations) ve dikkat
teknikleri.

Ogrenmenin genellenebilirligi veya daha dogrusu eksikligi: insanlardan farkl olarak,
makineler 06grendiklerini ileriye tasimakta zorluk c¢ekerler. Baska bir deyisle,
ogrendiklerini yeni kosullara uygulamakta zorlanirlar. Ogrendigi her sey yalnizca bir
kullanim durumu igin gegerlidir. Bu, biylk 6lglide, yakinda herhangi bir zamanda Al
derebeylerinin ylikselisi konusunda endiselenmemize gerek yok. Yeniden kullanilabilir
olmasi, yani birden fazla kullanim durumunda yararli olmasi i¢cin makine 6grenimini
kullanan tahmine dayali modelleme igin olasi bir diizeltme, aktarim 6grenimidir.

Veri ve algoritmalarda dnyargi: Temsil etmeme, sonuglari ¢arpitabilir ve blylk insan
gruplarina kot muamele yapilmasina yol acabilir. Ayrica, yerlesik dnyargilari bulmak
ve daha sonra temizlemek zordur. Baska bir deyisle, 6nyargilar kendi kendini siirdiirme
egilimindedir. Bu hareketli bir hedeftir ve henliz net bir diizeltme tespit edilmemistir.

Ongoriilii Modellemenin Gelecegi
Tahmine dayali analitik olarak da bilinen tahmine dayali modelleme ve makine 6grenimi hala

geng ve gelismekte olan teknolojiler, yani cok daha fazlasi var. Teknikler, ydntemler, araclar

ve teknolojiler gelistikce, isletmelere ve toplumlara faydalari da artacaktir.

Ancak bunlar, isletmelerin daha sonra, teknoloji olgunlastiktan ve tim purtzler ¢ozildikten

sonra benimsemeye giicli yetecek teknolojiler degil. Kisa vadeli avantajlar, ge¢ benimseyen

bir kisinin Ustesinden gelmesi ve rekabetci kalmasi icin cok gliclidur.

Oneri: Teknolojiyi simdi anlayin ve devreye alin ve ardindan teknolojilerdeki miiteakip

gelismelerin yani sira is avantajlarini bayatan.



Platformlarda Ongériilii Modelleme

En buyulk sirketler disindaki herkes i¢in, tahmine dayali analitikten yararlanmak, en kolay
sekilde, yerlesik teknolojilere sahip ve ©6nceden egitilmis makine 6grenimi iceren ERP
sistemleri kullanilarak elde edilir. Ornegin, planlama, tahmin ve biitceleme 6zellikleri,
degisen piyasa kosullariyla ilgilenen birden ¢ok senaryoyu hizla modellemek igin istatistiksel
bir model motoru saglayabilir.

Bagka bir 6rnek olarak, bir tedarik planlama veya tedarik kapasitesi islevi, potansiyel olarak
gec teslimatlari, satin alma veya satis siparislerini ve diger riskleri veya etkileri benzer sekilde
tahmin edebilir. Sirketlerin Giretim veya dagitim gereksinimlerini karsilamak i¢in donmelerini
saglamak icin alternatif tedarikgciler de gosterge tablosunda temsil edilebilir.

Finansal modelleme, planlama ve blitceleme, ekibinizi bunaltmadan bu ileri teknolojileri
kullanmanin birgok avantajini elde etmek igin kilit alanlardir.

2.4. Optimizasyon (Eniyileme)
Optimizasyon: Olasi tasarim varyasyonlari arasindan daha iyi veya daha uygun bir tasarim

drnegi bulma siirecidir. Parametrelerin duyarliligina odaklanilmasi gerekir. istatistiksel veri
analiz yontemlerini kullanir. Akort — Uygun olana ayarlama islevine odaklanir.

Matematiksel modellemede, bir gercel fonksiyonu minimize ya da maksimize etmek amaci
ile gercek ya da tam sayi degerlerini tanimli bir aralikta secip fonksiyona yerlestirerek
sistematik olarak bir problemi incelemek ya da ¢6zmek islemlerini ifade eder. Optimizasyon,
algoritmalari bir 6grenme setindeki kaybi en aza indirirken, makine 6grenmesi gériinmeyen
numunelerdeki kaybi en aza indiren algoritma kullanilan paremetrelerdeki en iyileme
yontemidir.

Hiz ve Olgeklenebilirlik nasil optimize edilir?

e Parametrik taramalar otomatiklestirilir.

e Analitik tirevleri kullanilarak gercek zamanli parametre ayarlari gerceklestirilir.
e Optimize etmek icin performans ozellikleri belirlenir.

e Optimize edilmis model lizerinde hassasiyet ve istatistiksel analiz gerceklestirilir.
e (CoOzim kurulumu

e islem sonrasi miktarlar

Parametreler:
e Geometriksel boyutlar, sekiller, yon, miktar vb.
e Malzemeler: kayipsiz, karmasik, iletken, yalitka, yariiletken, anizotropik vb.



Sinirlar: empedans ya da iletkenlik sinirlari, baglantili sinir tarama acilari, simetri veya
mod durumlari, vb.

Parametrik analiz yapilirken:

Model paremetrelerine atanan degiskenlerle nominal tasarim olusturulur.

Bir veya daha fazla degisken tarama tanimi yapilir. Her biri, bir araliktaki degisken
degerleri dizisini belirtir.

Her varyasyon igin tasarim ¢ozilir. Her bir varyasyonun performansi nasil etkiledigini
belirlemek icin sonuglar karsilastirilir.

Yalnizca bilgi islem kaynaklariyla sinirlanan varyasyon sayisi belirlenir.

Parametrik analizler, makul araliktaki degisken degerlerin belirlenmesine yardimci
olduklariigin genellikle optimizasyonun oncileri olarak kullanilir.

Optimizasyon analiz parametreleri:

Maliyet fonksiyonu: Maliyet islevini en aza indirir. Bunu, minimum konumun da
optimum konum olacak sekilde tanimlanir.

Kabul Edilebilir Maliyet: Optimizasyonun durdugu maliyet fonksiyonunun degeri (negatif
olabilir).

Hedef Agirligi: Maliyet birden c¢ok hedefle calisiyorsa, her bir hedefe farkli agirlk
verebilirsiniz. Maliyet hesaplamasinda daha agir olan hedefe daha ¢ok 6nem verilmelidir.
Adim Boyutu: Aramayi mantikh kilmak icin algoritma, bireysel optimizasyon degiskenleri
icin minimum ve maksimum adim sinirlarini sinirlar.

Maliyet Fonksiyonu Giuriltli: Elemanlar agindaki degisiklikler nedeniyle maliyet
fonksiyonuna gesitli glirtilti kaynaklari getirir. Guriltl, degisimin maliyet fonksiyonunun
gercgeklestirilmesini desteklemek igin yeterince 6nemli olup olmadigini gosterir.

Kullanilabilir Optimize Ediciler:

Quasi Newton

Sequential Non-Linear Programming (SNLP)
Sequential Mixed Integer Non-Linear Programming
Pattern Search

Genetic Algorithm

Duyarhlik analizi:

Belirli parametrelerdeki kiiciik degisikliklere karsi ¢ikis sinyalerin hassasiyetini belirlemek
icin kullanilir.

Tasarim hedeflerinin karsilandigindan emin olmak icin bir tasarimi tolere edebilir.
Ornegin, empedansin iyi eslestiginden emin olmak icin mikroserit hattinin substrat
gecirgenligi icin maksimum kabul edilebilir sapmayi belirlenir.



e Bu amacla parametrik analize tercih edilir. Duyarliligi belirlemek ve bunu sayisal ag
glriltusiinden ve parametre degerlerindeki biyik 6lgekli varyasyonlardan ayirmak icin
gereken parametre varyasyonlarinin dikkatli segimi.

e Optimetrikler, tasarim noktasi ile ilgili parametreleri degistirir ve ikinci dereceden
polinomu istenen ¢iktiya otomatik olarak uyarlar.

istatistiksel analiz:

e Parametre degerlerinde rastgele degisikliklere maruz kaldiginda bilesenin verimini
tahmin etmek igin kullanilir.

e Optimetrics, tek tip ve Gauss dagilimi islevlerini igerir.
Tekdiize dagihm: Kullanici, analiz igin degiskenin baslangi¢c degerinden ylizde toleransini
belirtir. Bu tolerans araligi icindeki degerleri tekdiize olasilik varsayarak cozer.
Gauss dagilimi: Kullanici, dagihmin standart sapmasini ve Ust ve alt limitleri belirtir.
Gauss olasiligini varsayarak Ust ve alt sinirlar arasindaki degerleri ¢ozer.

2.5. Simiilasyon

Similasyon, gercek sistemin yapisi ve davranisini anlayabilmek icin mantiksal ve
matematiksel modelleme kullanilarak deney yapma olanagi saglayan bir modeldir. Teknik
anlamda gergek bir sisteminin isletilmesinin zaman lizerinden taklit edilmesidir.

Bilgisayar similasyonu, gercek veya teorik bir fiziksel sistemin bir matematiksel modelini
tasarlama, gercek diinyada gibi islevlerini yerine getirme ve c¢iktisini analiz etme disiplinidir.
Gunlmuzde uygulamali egitim alanlarinda ¢ok yogun olarak kullanilmaya baslaniimistir.

Similasyon ve makine 6greniminin neredeyse zit oldugu belirtilse de similasyon modeli ile,
rastgele degisken girdileri tam olarak bilinmez, ancak model genellikle tam olarak bilinir.
Makine 6grenimi ile girdiler tam olarak bilinir, ancak egitimden 6énce model bilinmez. Her
ikisi de bir cikti verir, ancak belirsizligin kaynagi farkhdir. Similasyonda, belirsizligin ana
kaynag girdilerdedir. Bir dizi olasi ¢ikti elde etmek ve sonuc olasiliklari hakkinda agiklamalar
yapmak icin tekrar tekrar simiilasyon yapmamiz gerekiyor. Makine 6greniminde, belirsizligin
ana kaynagi modeldedir. Bir tahmin yaparken, model genellikle tahminden %100 emin
degildir. Performans artimi ile dogru modele erisilmeye calisilir.

Cikti ile ilgili olarak, farkhliklar daha incedir. Her ikisi de bir ¢ikti verir, ancak belirsizligin
kaynag farklidir. Similasyonda, belirsizligin ana kaynagi girdilerdedir. Bir dizi olasi ¢ikti elde
etmek ve sonug olasiliklari hakkinda aciklamalar yapmak icin tekrar tekrar similasyon
yapmamiz gerekiyor. Makine 6greniminde, belirsizligin ana kaynag modeldedir. Bir tahmin
yaparken, model genellikle tahminden %100 emin degildir.



Simulasyon, “gercek uygulamalari sanal ortamlarda yaparak 6grenme”' ilkesini blnyesinde

barindirir - sistem hakkinda bilgi edinmek i¢in 6énce bir ¢esit model olusturmali ve ardindan

modeli galigtirmaliyiz.

Simiilasyonun Ozellikleri:

Sistem davraniglarini gozler ve tanimlar.

Gozlenen davranislar igin gegerli olan teori ve hipotezleri kurar.
Sistem davranislarini dngordr.

Sistemi kontrol etme olanagi saglar.

Similasyon, karmasik sistemlerin tasarimi ve analizinde kullanilr.

Simulasyon asagida verilen amaglardan birisini veya bir kagini gergeklestirmek igin kullanilir:

Degerlendirme: Belirlenen kriterlere gére Onerilen sistemin ne kadar iyi c¢alistiginin
gosterilmesi

Karsilastirma: Onerilen sistem tasarimlarinin veya politikalarin karsilastiriimasi

Tahmin : Onerilen kosullar altinda sistemin performansinin tahmin edilmesi

Duyarhlik Analizi: Sistemin performansi lzerinde hangi faktorlerin etkili oldugunu
belirlenmesi

Optimizasyon: En iyi performans degerini veren faktér dizeylerinin  bir
kombinasyonunun belirlenmesidir.

Darbogaz Analizi: Bir sistemde darbogazlarin belirlenmesi amaciyla simulasyon kullanilir.

lyi bir simiilasyon ¢alismasi icin asagidaki kosullarin saglanmasi gerekir:

Kullanicilar tarafindan kolay anlasilmalidir.

Amaclar veya hedefler dogru tanimlanmalidir.

Guclu ve glvenilir olmali, model hatali sonuglar vermemelidir.

Kolayca donustirilebilir ve kontrol edilebilir olmalidir.

Kolayca degisikliklere uyarlanabilmeli kontrol edilebilmeli ve gilincellestirilebilmelidir.

Hic bir model tam olarak gercek sistemin aynisi olamaz. Dolayisiyla similasyon modeli
kurulurken unutulan veya goz ardi edilen bazi ayrintilar veya yapilan bazi varsayimlar
similasyon sonuglarini etkileyebilir.

Similasyon calismasinda insan faktoriniin olmasi similasyon sonuclarini etkileyebilir.
Tuim analiz yontemlerinde oldugu gibi similasyon calismasinda da hatali verilerin
kullanilmasi, parametrelerin yanhs belirlenmesi ve soyutlamanin yanlis yapilmasi hatali
sonuclara neden olur.

Similasyon Ne Zaman Kullanilir? Bazi problemlerin ¢éziimiinde simulasyonun kullaniimasi

zorunlulugu ortaya cikabilir.



Asagidaki durumlarda similasyon kullaniilmasinda yarar vardir:

Problemin tam matematiksel modelinin olmamasi.

Matematiksel modelin analitik yaklasimla ¢oziilememesi.

Analitik ¢6zimiin miimkin fakat bu ¢6zimiin matematiksel olarak ¢ok karmasik olmasi.
Analitik ¢6zimun maliyetleri artirmasi.

Sistem henliz tasarim asamasinda ise

Sistemin davranis analizi yapilacaksa

Pahali ve riskler igeren islerde uzman eleman yetistirmek amaciyla simulasyon kullanilir

Simulasyonun Avantajlari:

Devam eden operasyonlari aksatmadan mevcut sistemleri incelemek igin kullanilabilir.
Onerilen sistemler, kaynaklar kullanilmadan énce "test edilebilir".

Zamani kontrol etmemize izin verir.

Darbogazlari belirlememize izin verir.

Sistem performansi icin hangi degiskenlerin en énemli olduguna dair fikir edinmemizi
saglar.

Simulasyonun dezavantajlari:

Model insa etmek bir bilim oldugu kadar bir sanattir. Analizin kalitesi, modelin kalitesine
ve modelleyicinin becerisine baghdir.

Simulasyon sonuglarinin yorumlanmasi bazen zordur.

SimUlasyon analizi zaman alici ve pahali olabilir. Analitik bir yontem daha hizli sonuglar
saglayacaksa kullanilmamalidir.

Analitik yontemlere gore daha fazla uzmanlik isteyen bir yontemdir.

Similasyon, incelenen sistemin etkinligi hakkinda sadece sayisal bilgiler verebilir.
Sebepsonug iliskileri hakkinda sayisal verilerden goriilebilecek ipuglari disinda bilgi
vermez.

Uygun olmayan varsayimlar, modeli gercek sistemden uzaklastirir ve yanhs kararlar
alinmasina neden olur.



2.6. Kalibrasyon ve Kesinlik

Tum analitik metotlar kantitatif analiz amaciyla kullanildiklarinda kalibrasyona gereksinim
vardir. Kalibrasyon, bir 6l¢iim yapan sistemin cikisinda 6lglilen analitik sinyalin dogru olarak
saptanmasi amaciyla yapilan bir islemdir: Sinyalin (veya yanitin) kalibrasyonu yapilmadan bir
ornek igin alinan verilerle dogru kararlar verilemez. Bir kalibrasyon metodunun 6zgunligu
kesinlik, dogruluk, eik deger, hassasiyet, algilama sinirlari, secicilik ve uygulanabilir
oadaklanma kapasitesine ya da yetenegine baglhdir.

Kesinlik (Precision): Metodun tekrar Uretilebilirliginin (reproduciblility) bir olglstdir; ayni
sekilde elde edilen sonuglar birbirlerine ne kadar yakin degerlerdedir? Rastgele (random)
hatalar standart sapmayla izlenebilir; genellikle % relatif sapma degeriyle ifade edilir.

Analitik Metotlarin Kesinlik (Precision) Tanimlari

Terim Tanim

Mutlak standart sapma, s s=
Relatif standart sapma, RSD RSD = ST
s
Ortalamanin standart hatasi, s, S, = TN
s
Degdisme katsayisi, CV CV = ~ 100 (%)
Degdisme (variance) s?
= Pnci 6lgmeni sal degeri
)(I I'ncl olgmenin sayisal degerl §1Xi
X (veya, x_.) = N dlgmenin ortalamasi X= -



3. Makine Ogrenmesi Tiirleri

Makine 6grenmesi tirleri, veri yigini 6zeelliklerine ve problemin ¢oziimiine gore farkhlik
gosterirler.

e Denetimli Ogrenme (Supervised Learning )

e Denetimsiz Ogrenme (Unsupervised Learning)

e Yaridenetimli Ogrenme

e Takviyeli Ogrenme

Genellikle, makine 6greniminde veri yiginindan dort adim islev gergeklestirilir:
1) Veritabani yonetimi
2) Veri hazirlama: eksik, hatali, normlara ve standartlara uymayan
3) Egitim modeli: Verilerin bir koleksiyonundan 0&grenilir. Egitim veri yiginindan
siniflandirma, matematiksel ifadenin katsayalari (regresyon), kiimeleme
4) Uygulama modeli: Yeni test verileri hakkinda kararlar almak icin kullanilir.

Makine 6grenimi turlerinden bazilari sunlardir:

e Egitim verilerinin dogru yanitlarla etiketlendigi denetimli 6grenim. En yaygin iki
denetimli 6grenme tird, siniflandirma ve regresyondur. Siniflandirma, bir sandik dolusu
meyvelerin her birinin 6zelligi etiketlendikten sonra giris yapan bir meyvenin hangi
sinifa dahil oldugunun belirlenmesidir.

e Analiz etmek ve kesfetmek istedigimiz kaliplari, etiketlenmemis verilerden olusan bir
koleksiyondan 6grenen denetimsiz 6grenme. En 6nemli iki 6rnek, boyut kiglltme ve
kimelenmedir. Bir sandik meyvenin benzerlik 6zelliklerine gore siniflandiriimanin
etiketleme olmadan yapilmasi.

e Robot veya kontrol6r gibi bir temsilcinin gegcmisteki eylemlerin sonuclarina dayali olarak
uygun eylemleri 6grenmeye calistigi pekistirmeli 6grenme.

e Egitim verilerinin yalnizca bir alt kiimesinin etiketlendigi yari denetimli 6grenme.

e Mali piyasalarda oldugu gibi zaman serisi tahmini

e Fabrikalarda ve gozetimde ariza tespiti icin kullanilanlar gibi anormallik tespiti.

e Verilerin elde edilmesinin pahali oldugu aktif 6grenme

Bu nedenle bir algoritmanin hangi editim verilerinden elde edilecedinin belirlenmesi
tecriibeye dayanmaktadir.



Makine 6grenimi modeli nedir?

Siniflandirma

Denetimli Ogrenme /
\, Regresyon

Boyut Azaltma

ML/DL

Kiimeleme
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Temsili Ogrenme

DL
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1. Denetimli Ogrenme

Denetimli 6grenmede, egitim verileri icin bilinen veya etiketlenmis veriler kullanilir. Veriler
bilindigi icin, 6grenme denetlenir, yani basarili uygulamaya yonlendirilir.

It's an apple!
@)

SUPERVISED LEARNING
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Unknown Data
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Model iyi egitildikten sonra, verinin bir elma oldugunu belirleyecek ve istenen yaniti
verecektir.

2. Denetimsiz Ogrenme
Denetimsiz 6grenmede, egitim verileri bilinmez ve etiketlenmez - bu, daha o6nce hig
kimsenin verilere bakmadigl anlamina gelir. Denetimsiz 6grenmeye ait egitilmis modelde,

benzerleri bir araya getirmeye calisir. Filtreleme yapilir. Bilinen verilerin yoéni olmadan girdi,
denetimsiz terimin kaynaklandigi algoritmaya yonlendirilemez.

UNSUPERVISED LEARNING

| can see a pattern
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Yukaridaki 6rnekte bilinmeyen veriler birbirine benzeyen elma ve armutlardan olusmaktadir.



3. Pekistirmeli Ogrenme

Geleneksel veri analizi tlrleri gibi, algoritma bir deneme yanilma sireci yoluyla verileri
kesfeder ve ardindan hangi eylemin daha yiksek odillerle sonuclanacagina karar verir.
Kiimeleme yapilirken basari oranina bakilir. U¢ ana bilesen pekistirmeli 6grenmeyi olusturur:
etmen, cevre ve eylemler. Etmen, 6grenen veya karar vericidir, ¢evre, aracinin etkilesimde
bulundugu her seyi icerir ve eylemler, aracinin yaptigi seydir.

Destekleyici 6grenme, araci belirli bir siire icinde beklenen 6dili en Ust diizeye cikaran

eylemleri segtiginde gergeklesir. Temsilci saglam bir politika gergevesi iginde galisirken bunu
basarmak en kolay yoldur.

Asagida gosterilen siirec akisi, Makine Ogreniminin nasil calistigini gdsterir:

MACHINE LEARNING PROCESS

Phase 1: Learning

O? PRE-PROCESSING LEARNING ERROR ANALYSIS

Normalization Supervised Precision/recall

TRAINING a Dimension reduction _) Unsupervised _) Over fitting

DATA Image processing, etc. Minimization, etc. Test/cross validation

data. Etc.

Phase 2: Prediction

M|

-

y S
Model J l L . @

e A Predicted Data
/,/7' Prediction

o

New Data

Makine  Ogrenimi, matematiksel modellerdeki  katsayillari veya algoritmalari
otomatiklestirerek ya da otonomlastirilarak veri ¢ikarma ve yorumlama seklini almistir ve
boylece geleneksel istatistiksel ve olasik teknikleri yerini almistir.



Hangi makine 6grenimi algoritmasinin kullanilacagina nasil karar verilir?
Aralarindan secim yapabilecek diizinelerce farkl algoritma var, ancak en iyi secenek veya her
duruma uyan bir secenek yok. Cogu durumda, deneme yanilmaya basvurmaniz gerekir.

Ancak, secimlerinizi daraltmaniza yardimci olabilecek sorabileceginiz bazi sorular var.
e Uzerinde calisacaginiz verilerin boyutu nedir?
o Uzerinde galisacaginiz veri tiirii nedir?
e Verilerden ne tir icgoriler ariyorsunuz?
e Buicgoriler nasil kullanilacak, karar vermeme nasil yardim edecek?

Makine Ogrenimi icin En lyi Programlama Dili Nedir?

Matlab, Python, Java Script, C++ mevcut bircok kitliphanenin yani sira veri analizi ve veri
madenciligi icin idealdir ve birgok algoritmayi (siniflandirma, kiimeleme, regresyon ve boyut
azaltma icin) ve makine 6grenimi modellerini destekler.

Bazi Makine Ogrenimi Algoritmalarina ve Siireglerine Bir Bakis

Makine Ogreniminin ne oldugunu égreniyorsaniz, standart Makine Ogrenimi algoritmalarina
ve sureglerine agina olmalisiniz. Bunlara sinir aglari, karar agaglari, rastgele ormanlar, iligkiler
ve dizi kesfi, gradyan artirma ve torbalama, destek vektor makineleri, kendi kendini organize
eden haritalar, k-ortalama kiimeleme, Bayes aglari, Gauss karisim modelleri ve daha fazlasi
dahildir.

Blylk verilerden en fazla degeri elde etmek icin cesitli algoritmalari kiyaslayan makine
O0grenimi araglari ve sliregleri vardir:
e Kapsamli veri kalitesi ve yonetimi
e Algoritmalarda modeller ve siire¢ akislari olusturmak
e Etkilesimli veri kesfi ve model sonuglarinin gorsellestiriimesi
e Uygulamaya yonelik en iyisini hizli bir sekilde belirlemek icin farkli Makine Ogrenimi
modellerinin karsilastirmalari
e En iyi performans gosterenleri belirlemek icin otomatiklestiriimis topluluk modeli
degerlendirmesi
e Hizll bir sekilde tekrarlanabilir, glivenilir sonuglar alabilmeniz igin kolay model
dagitimi
e Veriden karara kadar sirecin otomasyonu icin entegre bir uctan uca platform



Makine 6grenimi (ML) icin 6n kosullar

Makine Ogrenimi alaninda basarili olmak icin birkag gereksinimin karsilanmasi gerekir:

1. Matlab, Python, R, Java, JavaScript vb. programlama dilleri hakkinda temel bilgi

2. Orta dlizeyde istatistik ve olasilik bilgisi

3. Temel lineer cebir bilgisi. Polinom ve denklemlerde katsayilarin belirlenmesi. Dogrusal
regresyon modelinde, tim veri noktalarindan bir dogru cizilir ve bu dogru yeni degerleri
hesaplamak igin kullanilir.

4. Hesaplamalarda yorumlarin anlasilmasi (Turev, Integral, Limit)

5. Karar verme igin harcanan slreyi azaltmak igin ham verilerin nasil temizlenecegi ve
istenen formatta yapilandirilacag bilgisi, veri hazirlama.

3.1. Denetimli Ogrenme

Denetimli 6grenme, etiketli egitim verilerinden fonksiyonlar olusturulmasi ile ilgili makine
o6greniminin bir dalidir. Belki de simdilik makine ya da derin 68renmenin ana akimidir.
Denetimli 6grenmede, egitim verileri bir dizi giris ve hedef giftinden olusur; burada giris,
dzelliklerin bir vektéri (Oznitelik Vektori) olabilir ve hedef, islevin ¢ikti vermesi icin ne
istedigimizi belirtir. Hedef, sinifin veya deger etiketinin tahmin edilmesidir.

Hedefin tliriine bagh olarak, denetimli 6grenimi kabaca iki kategoriye ayrilir: Siniflandirma ve
regresyon. (Kategori: Aralarinda herhangi yonden benzerlik, bag ya da ilgi bulunmasi)

— Siniflandirma, aralarinda herhangi yonden benzerlik, bag ya da ilgi bulunan hedefleri
icerir; Goruntu siniflandirmasi gibi bazi basit durumlardan makine gevirileri ve resim
yazisi gibi bazi gelismis konulara kadar degisen 6rnekler.

— Regresyon, nicel (sayisal) degiskenler arasindaki iliskilerin belirlendigi hedefleri icerir.
Uygulamalarin tiimii bu kategoriye girer. Ornegin, stok tahmini, gériintii maskeleme ve
digerlerini igerir.

Denetimli 6grenmeye yonelik standart yaklasim, veri yiginini egitim kiimesi ve test kiimesi
olarak bélmektir. Egitim seti, test setinden farkhdir.

Soru: Meyvelerden olusan torbayi tasiyan robotun tasidigl torba parcalanir ve tim meyveler
birbirine karisir. Robot, topladigi meyveleri dnceden etiketlediginden hemen ayristirir. Bu
ornekteki robotta hangi 6grenme algoritmasi bulunmaktadir?

Soru: Bir cocuga icinde on aslan, on maymun, on fil ve digerleri gibi her tlirden on hayvanin
bulundugu 100 oyuncak hayvan veriyoruz. Daha sonra, c¢ocuga bir hayvanin farkh



ozelliklerine (6zelliklerine) dayali olarak farkli hayvan tirlerini tanimayi 6gretiyoruz. Rengi
turuncuysa, o zaman bir aslan olabilir. Gévdesi biyik bir hayvansa, fil olabilir gibi.

Cocuga hayvanlari nasil ayirt edecegini 6gretiriz, bu nasil 6grenmeye bir 6rnektir? Simdi
¢ocuga farkli hayvanlar verdigimizde, onlari uygun bir hayvan grubuna ayirabilmelidir.

Aynisi bilgisayarlar icin de gecerlidir. Onlara gergek etiketli degerleri ile binlerce veri noktasi
sagliyoruz (Etiketli veriler, ozellik degerleriyle birlikte farkh gruplara siniflandirilir). Daha
sonra egitim doneminde farkl 6zelliklerinden ders ¢ikarir. Egitim dénemi bittikten sonra
egitimli modelimizi tahmin yapmak igin kullanabiliriz. Makineyi zaten etiketli verilerle
besledigimizi, bu nedenle tahmin algoritmasinin denetimli 6grenmeye dayandigini
unutmayin. Kisaca bu érnekteki tahminlerin etiketli verilere dayandigini sdyleyebiliriz.

o o p
XLy
L= - q}%%%
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Feature 1

Decision boundary

Denetimli 6grenme algoritmalari:
* K-En Yakin Komsular
* Dogrusal Regresyon
* Lojistik regresyon
* Rastgele Orman
* Gradyan Glgclendirilmis Agaclar
* Destek Vektor Makineleri (SVM)
* Naive Bayes
* Noral aglar
* Karar agaclar

Matematiksel modelde, her 6grenme 6rnegi bazen 6zellik vektéri olarak adlandirilan bir dizi
veya vektorle temsil edilir veya 6grenme verileri bir matrisle temsil edilir. Nesnel bir
fonksiyonun vyinelemeli optimizasyonu yoluyla, denetimli 6grenme algoritmalari yeni
girdilerle iliskili ciktiyir tahmin etmek icin kullanilabilecek bir islevi 6grenir. Zaman icinde
giktilarinin veya tahminlerinin dogrulugunu arttiran bir algoritmanin bu gorevi yerine
getirmeyi 6grendigi soylenir.



Sirali Denetimli Ogrenme problemlerini ¢6zmek igin farkli yéntemler sunlardir:
e Siirglll pencere yontemleri
e Tekrarlayan slirglili pencereler
e Gizli Markow modelleri
e Maksimum entropi Markow modelleri
e Kosullu rastgele alanlar
e Grafik trafo aglari

3.2. Denetimsiz Ogrenme

Ogrenme algoritmasina hicbir etiket verilmez ve girdisinde yapi bulmak icin tek basina
birakilir. Denetimsiz 6grenmeye ait egitilmis modelde, benzer gruplarda ayni seyleri elde
edebilmeniz icin benzerlerin ve farkli olanlarin 6zelliklerini belirlemeye calisir. Filtreleme
yapilir. Denetimsiz 6grenme algoritmalari, yalnizca girdileri igeren bir veri yiginini alir ve
verileri yapisal olarak gruplar veya kimeler. Bu nedenle algoritmalar, etiketlenmemis,
siniflandirilmamis veya kategorize edilmemis test verilerinden 6grenilir.

Geri bildirime yanit vermek yerine, denetimsiz 6grenme algoritmalari verilerdeki ortakliklar
ve farkliliklari tanimlar ve her yeni veri pargasinda bu tiir ortak 6zelliklerin varligina veya
yokluguna bagli olarak tepki verir. Denetimsiz 6grenmenin merkezi bir uygulamasi, olasilik
yogunluk islevini bulmak gibi istatistiklerde yogunluk tahmini alanindadir.

Denetimsiz Ogrenmenin islevleri:
e Veri kiimeleri bulunur,
e Verilerin disuk boyutlu temsilleri bulunur,
e Verilerde ilging benzer ve farkli yonler bulunur,
e lgin¢ koordinatlar ve korelasyonlar elde edilir,
e Yeni gozlemler ya da veritabani elde edilir.

Soru: Elmalardan olusan torbayi tasiyan robotun tasidigi torba parcalanir ve tim elmalar
(Curdk, buyuk, kuclik, ort boy, ...) birbirine karisir. Robot, topladigi elmalari 6nceden
etiketlemediginden hemen ayristiramaz. Tek basina farkliliklari 6grenerek ayristirma isleme
yapar. Bu 6rnekteki robotta hangi 6§renme algoritmasi bulunmaktadir?

Denetimli 6grenmenin aksine, denetimsiz 6grenme, benzerlikleri ve benzerler arasindaki
iliskileri belirlemek icin verilerdeki gizli yapilari tanimlayan bir islev olan etiketlenmemis
verilerden kaynaklanir.

Belki de denetimsiz 6grenmenin en temel tiirli, boyut azaltma yontemleridir; PCA genellikle
veri 0n islemede kullanilir ve t-SNE genellikle veri gorsellestirmede kullanilir.



Daha gelismis bir dal, verilerdeki gizli kaliplari arastiran ve daha sonra bunlar hakkinda
tahminlerde bulunan kiimelemedir; 6érnekler arasinda K-ortalama kiimeleme, Gauss karisim
modelleri, gizli Markov modelleri ve digerleri bulunur.

Denetimsiz 6grenme algoritmalarina ornekler:
* Boyut Kigultme
*  Yogunluk Tahmini
* Pazar Sepeti Analizi
» Uretken diismanlik aglari (GAN'lar)
*  Kimeleme

3.3. Yaridenetimli 6grenme

Yari denetimli 6grenme, denetimsiz 6grenme (herhangi bir etiketlenmis 6grenme verisi
olmadan) ve denetimli 6grenme (tamamen etiketlenmis 6grenme verisi ile) arasindadir. Bazi
ogrenme oOrnekleri 6grenme etiketlerinin eksik olmasina ragmen, bircok makine 6grenmesi
arastirmacisi, etiketlenmemis verilerin, az miktarda etiketlenmis verilerle birlikte
kullanildiginda, 6grenme dogrulugunda énemli bir gelisme saglayabildigini bulmustur.

Zayif denetimli 68renmede, 6grenme etiketleri glriltald, sinirl veya kesin degildir; bununla
birlikte, bu etiketlerin elde edilmesi genellikle daha ucuzdur, bu da daha buiylk etkili
o6grenme setleriyle sonuglanir.

3.4. Takviyeli Ogrenme

Bir bilgisayar programi, belirli bir hedefi (ara¢ kullanmak veya rakibe karsi oyun oynamak
gibi) gerceklestirmesi gereken dinamik bir ortamla etkilesime girer. Sorun alani icinde
ilerledikce, program odillendirmeye benzeyen ve performansi en (st diizeye c¢ikarmaya
calisan geri bildirim saglar.

Takviye 6grenmesi, yazilim temsilcilerinin kiimulatif 6ddl kavramini en Ust dizeye ¢ikarmak
icin bir ortamda nasil islem yapmalari gerektigiyle ilgili bir makine 6grenmesi alanidir.
Genelligi nedeniyle, oyun teorisi, kontrol teorisi, yoneylem arastirmasi, bilgi teorisi,
simulasyon tabanli optimizasyon, ¢cok etmenli sistemler, siirii zekasi, istatistikler ve genetik
algoritmalar gibi bircok disiplinde calisiimaktadir. Makine 6grenmesinde, ortam tipik olarak
bir Markov Karar Sireci (MDP) olarak temsil edilir. Pek cok takviye 6grenme algoritmasi
dinamik programlama teknikleri kullanir. Takviye 6grenme algoritmalari, MDP'nin kesin bir



matematiksel modeli hakkinda bilgi sahibi degildir ve kesin modeller mimkiin olmadiginda
kullanihr. Takviye 6grenme algoritmalari otonom araglarda veya bir insan rakibe karsi bir
oyun oynamayi 6grenmek icin kullanihr.

e Q-Learning

e Temporal Difference (TD)

e Monte-Carlo Tree Search (MCTS)

e Asynchronous Actor-Critic Agents (A3C)

3.5. Pekistirmeli 6grenme

Pekistirmeli 6grenme, davranisciliktan esinlenen, 6znelerin bir ortamda en yiksek 6dil
miktarina ulasabilmesi icin hangi eylemleri yapmasi gerektigiyle ilgilenen bir makine
ogrenmesi yaklasimidir. Bu problem, genelliginden o6tlirii oyun kurami, kontrol kurami,
yoneylem arastirmasi, bilgi kurami, benzetim tabanl eniyileme ve istatistik gibi bircok diger
dalda da galisiilmaktadir.

Makine 6grenmesinde, ortam genellikle bir Markov karar sireci (MKS) olarak modellenir, bu
baglamda bircok pekistirmeli 6grenme algoritmasi dinamik programlama tekniklerini
kullanir. Pekistirmeli 6grenme algoritmalarinin klasik tekniklerden farki, MKS hakkinda 6n
bilgiye ihtiyag¢ duymamalari ve kesin yontemlerin verimsiz kaldigi biyik MKS'ler igin
kullanilmalaridir.

Pekistirmeli 6grenme, dogru girdi/cikti eslesmelerinin verilmemesi ve optimal olmayan
eylemlerin disaridan dlzeltiimemesi yonleriyle gozetimli 6grenmeden ayrisir. Dahasi,
pekistirmeli 6grenmede bilinmeyen uzayda kesif (ingilizce: exploration) ile mevcut bilgiden
istifade (ingilizce: exploitation) arasinda bir denge kurma séz konusudur.

3.6. Ozellik Ogrenme

Ogrenme algoritmalari, genellikle egitim sirasinda saglanan girdilerin daha iyi temsilini
kesfetmeyi amaclamaktadir. Klasik érnekler temel bilesenler analizi ve kiime analizini icerir.
Temsili 6grenme algoritmalari olarak da adlandirilan 6zellik 6grenme algoritmalari, genellikle
girdilerindeki  bilgileri korumaya c¢alisir, ancak siniflandirma veya tahminler
gerceklestirmeden 6nce genellikle bir 6n isleme adimi olarak yararl hale getirecek sekilde
dondstiridr. Bu teknik, bilinmeyen veri Ureten dagitimdan gelen girdilerin yeniden
yapilandirilmasina izin verirken, bu dagitim altinda mantiksiz olan yapilandirmalara mutlaka
sadik kalmaz. Bu, manuel 6zellik mihendisliginin yerini alir ve bir makinenin hem 6zellikleri
o6grenmesini hem de belirli bir gérevi gergeklestirmek icin kullanmasini saglar.



Denetimli dzellik 6grenmede, 6zellikler etiketli giris verileri kullanilarak égrenilir. Ornekler
arasinda yapay sinir aglari, ¢ok katmanli algilayicilar ve denetimli s6zlik 6grenmesi
sayllabilir. Denetimsiz Ozellik 6grenmede, 06zellikler etiketlenmemis girdi verileriyle
benzerlikler ve benzerler arasi iliskiler &grenilir. Ornekler arasinda sézliikk &grenmesi,
bagimsiz bilesen analizi, otomatik kodlayicilar, matris c¢arpanlarina ayirma ve cesitli
kiimeleme bicimleri bulunmaktadir.

Manifold 6grenme algoritmalari, 6grenilen sunumun disik boyutlu olmasi kisitlamasi
altinda bunu yapmaya c¢alsir. Seyrek kodlama algoritmalari, 6grenilen sunumun seyrek
oldugu, yani matematiksel modelin ¢ok sayida sifir oldugu kisitlamasi altinda bunu yapmaya
calisir. Cok satirli altuzay 6grenme algoritmalari, distk boyutlu gosterimleri, ¢cok boyutlu
veriler icin tensor gosterimlerinden, daha ylksek boyutlu vektérlere donlstirmeden
dogrudan 6grenmeyi amaclamaktadir. Derin 6grenme algoritmalari birden c¢cok temisil
dizeyini ya da bir 6zellik hiyerarsisini kesfeder; daha diisik diizey 6zellikler (ya da tretme)
acisindan daha yliksek diizey, daha soyut oOzellikler tanimlanir. Akilli bir makinenin,
gozlemlenen verileri agiklayan temel varyasyon faktorlerini ¢ozen bir temsili 6grenen bir
makine oldugu ileri strdlmustar.

Ozellik 6grenme, makine égrenmesinin siniflandirma algoritmalarinda, gorevlerin genellikle
matematiksel ve hesaplamaya uygun olarak islenmesi icin girdi gereksinimi gercegiyle
motive edilir ve performansi yikseltir. Bununla birlikte, gériintiler, video ve duyusal veriler
gibi gercek dilinya verileri, belirli 6zellikleri algoritmik olarak tanimlama girisimlerine yol
acmamistir. Bir alternatif, acik algoritmalara dayanmadan, bu ozellikleri veya gosterimleri
muayene yoluyla kesfetmektir.

3.7. Diger Ogrenme Yontemleri

Kendi kendine 6grenme:

Makine 6grenmesi paradigmasi olarak kendi kendine 6grenme 1982'de Crossbar Adaptive
Array (CAA) adi verilen kendi kendine 6grenebilen bir sinir agi ile tanitildi. Dis 6diller ve dis
O0gretmen tavsiyeleri olmayan bir 6grenmedir. CAA kendi kendine 6grenme algoritmasi,
capraz ¢ubuk seklinde, sonu¢ durumlariyla ilgili eylemler ve duygular (duygular) hakkindaki
kararlari hesaplar. Sistem, bilis ve duygu arasindaki etkilesim tarafindan yonlendirilir. Kendi
kendine 6grenme algoritmast W = || w (a, s) || bellek matrisini glinceller boylece her
yinelemede asagidaki makine 6grenme rutini yGrutalr.

Seyrek sozliik 6grenme:
Seyrek sozlik 6grenmesi, bir egitim orneginin temel islevlerin dogrusal bir kombinasyonu
olarak temsil edildigi ve seyrek bir matris oldugu varsayilan bir 6zellik 6grenme yontemidir.



Yontem glicli bir sekilde NP-zordur (Nondeterministic polynomial) ve yaklasik olarak
¢Ozilmesi zordur. Seyrek sozlik ©6grenmesi icin populer bir sezgisel yontem K-SVD
algoritmasidir. Seyrek sozlik 6grenmesi gesitli baglamlarda uygulanmistir. Siniflandirmada
sorun, daha once gorilmemis bir egitim orneginin ait oldugu sinifi belirlemektir. Her sinifin
onceden olusturuldugu bir sozlik igin, sinifla ilgili s6zlik tarafindan en iyi sekilde temsil
edilen yeni bir egitim ornegi iliskilendirilir. Gorlintli parazitlenmesinde seyrek sozlik
o0grenmesi de uygulanmistir. Ana fikir, temiz bir goriintli yamasinin bir gorinti sozlGga ile
seyrek olarak temsil edilebilecegidir, ancak gurilti olamaz.

Robot 6grenme:

Gelisimsel robot biliminde, robot 6grenme algoritmalari, 6z rehberli kesif ve insanlarla
sosyal etkilesim yoluyla kiimilatif olarak yeni beceriler kazanmak icin mifredat olarak da
bilinen kendi 6grenme deneyimleri dizilerini olusturur. Bu robotlar aktif 6grenme,
olgunlasma, motor sinerjileri ve taklit gibi rehberlik mekanizmalarini kullanir.

Birlesik 6grenme:

Birlesik 68renme, egitim silirecini ademi merkeziyetci hale getiren ve verilerini merkezi bir
sunucuya goéndermeye gerek kalmadan kullanicilarin gizliliginin korunmasina izin veren
egitim makinesi 6grenme modellerine uyarlanmis bir Dagitiimis Yapay Zeka bicimidir. Bu,
egitim sirecini bircok cihaza dagitarak verimliligi de arttirir. Ornegin, Gboard, bireysel
aramalari Google'a geri gondermek zorunda kalmadan kullanicilarin cep telefonlarinda
arama sorgusu tahmin modellerini egitmek icin birlesik makine 6grenmesi kullanir.

Sirali 6grenme:
Sirali 68renme, mantikli bir sekilde 6gretme ve 6grenme yontemidir.
Sirali 68renme stirecini kategorize edebileceginiz farkl kategoriler:

e Sira tahmini

e Siraolusturma

e Siratanima

e Sirali karar

Toplu istatistiksel 6grenme:

istatistiksel 6grenme teknikleri, gériinmeyen veya gelecekteki veriler hakkinda tahminlerde
bulunabilen bir dizi gézlemlenen veriden bir islevi veya dngoriclyli 68renmeye izin verir. Bu
teknikler, 6grenilen tahmincinin gelecekteki goériinmeyen veriler Uzerindeki performansi
hakkinda, veri olusturma siirecine iliskin istatistiksel bir varsayima dayali olarak garantiler
saglar.



PAC 6grenimi:
PAC (Probably Approximately Correct) 6grenme, 6grenme algoritmalarini ve bunlarin
istatistiksel verimliliklerini analiz etmek igin tanitilan bir 6grenme cergevesidir.

PCA (Temel Bilesenler Analizi), KPCA (Cekirdek Tabanli Temel Bilesen Analizi) ve ICA
(Bagimsiz Bilesen Analizi), boyut azaltma icin kullanilan 6nemli 6zellik ¢cikarma teknikleridir.

Endiiktif (Tiimevarim) makine 6grenimi:
Tumevarimli makine 6grenimi, bir sistemin gézlemlenen bir dizi 6rnekten genel bir kural
olusturmaya calistigi 6rneklerle 6grenme slrecini icerir.

Enduktif Mantik Programlama (ILP), arka plan bilgisini ve 6rnekleri temsil eden mantiksal
programlamayi kullanan bir makine 6grenimi alt alanidir.

Enduktif mantik programlama (ILP), giris 6rnekleri, arka plan bilgisi ve hipotezler icin tekdiize
bir sunum olarak mantik programlamayi kullanarak kural 6grenmeye bir yaklasimdir. Bilinen
arka plan bilgisinin bir kodlamasi ve gerceklerin mantiksal bir veritabani olarak temsil edilen
bir dizi 6rnek g6z 6niine alindiginda, bir ILP sistemi, tiim olumlu ve olumsuz 6rnekleri iceren
varsayllmis bir mantik programi tiiretecektir. Endiktif programlama, fonksiyonel programlar
gibi hipotezleri (ve sadece mantik programlamayi degil) temsil etmek icin her tirli
programlama dilini gbz 6niinde bulunduran ilgili bir alandir.

Enduktif mantik programlama 6zellikle biyoinformatik ve dogal dil islemede yararhdir.
Gordon Plotkin ve Ehud Shapiro, endiktif makine 6grenmesi igin ilk teorik temeli mantikli bir
ortamda ortaya koydu. Shapiro ilk uygulamalarini (Model Cikarim Sistemi) 1981'de kurdu:
mantik programlarini pozitif ve negatif 6rneklerden induktif olarak ¢ikartan bir Prolog
programi. Buradaki timevarim terimi, iyi dizenlenmis bir kiimenin tim UGyeleri icin bir
ozellik kanitlayan, matematiksel timevarim yerine gézlemlenen gergekleri aciklayan bir teori
oneren felsefi timevarim anlamina gelir.

Tembel 6grenme algoritmasi:
Ornek tabanh 6grenme algoritmasi, siniflandirma gerceklestirilinceye kadar indiiksiyon veya
genelleme sirecini geciktirdigi icin Tembel 6grenme algoritmasi olarak da adlandirilir.



4. Makine Ogrenmesinde Performans
Paremetreleri

Makine 6greniminde hata, bir algoritmanin dnceden bilinmeyen veri kiimesi i¢in ne kadar
dogru tahminlerde bulunabileceginin bir 6lctisiidir. Bu hatalar temelinde, belirli veri
kiimesinde en iyi performansi gosterebilecek makine 6grenimi modeli segilir. Makine
o0greniminde baslica iki tir hata vardir:

indirgenebilir hatalar: Model dogrulugunu iyilestirmek icin bu hatalar azaltilabilir. Bu tiir
hatalar ayrica 6nyargi ve Varyans olarak siniflandirilabilir.

Machine Learning
Errors

Reducible Error Irreducible Error

indirgenemez hatalar: Bu hatalar modelde her zaman mevcut olacaktir.

Hangi algoritmanin kullanildigina bakilmaksizin. Bu hatalarin nedeni, degeri dislrilemeyen
bilinmeyen degiskenlerdir.

Model performanslarinin test edilmesi:
1) Performansi degerlendirme ihtiyaci.
2) Model degerlendirme teknikleri.
3) Siniflandirma modeli degerlendirme olgutleri.
4) Regresyon modeli degerlendirme metrikleri.

Makine 6grenimi modellerinin dogru ve glivenilir tahminler sunmasi beklenir. Tahminlerine
glivenmek icin makine 6grenimi modellerinin test verilerini nasil genelledigini
degerlendirmek 6nemlidir.



Veri kiimesinin siniflandiriimasi:
Egitim seti: Tahmine dayali modeller olusturmak icin kullanilan bir veri kiimesinin
parametrelerini ayarlayarak bir modeli egitmek icin kullanilacak bir dizi girdi 6rnegi icerir.

Dogrulama seti: Egitim asamasinda olusturulan modelin performansini degerlendirmek olan
bir veri kiimesinin alt kiimesidir. Bir modeli periyodik olarak degerlendirir ve model
parametrelerinin ince ayarina izin verir. Tum modelleme algoritmalari bir dogrulama
kiimesine ihtiyac duymayabilirler.

Test seti: Ayni zamanda goriinmeyen veriler olarak da bilinir. Bir modelin egitim
asamasindan sonra gecirdigi son degerlendirmedir. Bir test kiimesi, bir modelin gelecekteki
olasi performansini degerlendirmek icin kullanilan bir veri kiimesinin alt kiimesi olarak
tanimlanir. Ornegin, bir model egitime test setinden daha iyi uyuyorsa, biiyiik olasilikla fazla
uydurma mevcuttur.

Asin uydurma: Bir modelin veri kiimesi tarafindan agiklanabilecek olandan daha fazla
parametre icerdigi anlamina gelir. GurGlttlt veriler bozunmaya katkida bulunur. Bu
modellerin genellestiriimesi, model veri kiimesinden kastedilenden daha fazlasini 6grendigi
icin glvenilir degildir.

Her zaman bir modelin goriinmeyen veriler Uzerinde nasil genellendigi test edilmelidir.
Siniflandirma problemleri igin ¢ok yaygin ve agik bir cevap, dogrulugunu olgmektir. Model
dogrulugunun model performansini dlgmek igin etkili bir 6lgim olmadigl goérilmektedir. Bir
modelin performansini 6lgmenin bir¢ok yolu oldugu unutulmamahdir.

Model degerlendirme teknikleri:

Bir modelin performansini degerlendirme teknikleri iki béliime ayrilabilir: gapraz dogrulama
ve bekleme. Bu tekniklerin her ikisi de model performansini degerlendirmek icin bir test
setinden yararlanir.

Hodout (bekletme) teknigi: Model performansinin tarafsiz bir tahminini elde etmek
onemlidir. Holdout tekniginin sundugu sey tam olarak budur. Bu tarafsiz tahmini elde etmek
icin, Uzerinde egittigimiz verilerden farkh veriler Gzerinde bir modeli test ederiz. Bu teknik,
bir veri kiimesini Ug alt kimeye ayirir: egitim, dogrulama ve test kiimeleri.

Egitim setinin modelin tahmin yapmasina yardimci oldugunu ve test setinin modelin
performansini degerlendirdigini biliyoruz. Dogrulama seti, modelin parametrelerinde ince
ayar yapmak icin bir ortam saglayarak modelin performansini degerlendirmeye de yardimci
olur. Buradan en iyi performans gosteren modeli seciyoruz.



Holdout yontemi, ¢ok blyik bir veri kiimesiyle ugrasirken idealdir, modelin fazla takilmasini
onler ve daha duslik hesaplama maliyetlerine neden olur.

Bir islev, bir dizi veri noktasina ¢ok siki bir sekilde sigdiginda, fazla uydurma olarak bilinen bir
hata olusur. Sonu¢ olarak, bir model goérinmeyen veriler lzerinde disik performans
gosterir. Fazla uyumu tespit etmek icin 6nce veri setimizi egitim ve test setlerine ayirabiliriz.
Daha sonra modelin performansini hem egitim verileri hem de test verileri lzerinde
izliyoruz.

Modelimiz, test seti ile karsilastirildiginda egitim setinde Ustin performans sunuyorsa, fazla
uydurma olma ihtimali yiiksektir. Ornegin, bir model egitim setinde %90 dogruluk sunarken
test setinde %50 dogruluk saglayabilir.

Model degerlendirme metrikleri:
Siniflandirma sorunlari igin metrikler: Siniflandirma problemlerine yonelik tahminler dort
tir sonug verir: gercek pozitifler, gergek negatifler, yanhs pozitifler ve yanhs negatifler.

Siniflandirma dogrulugu: Siniflandirma problemleri icin en yaygin degerlendirme o6l¢itl
dogruluktur. Yapilan tahminlerin (veya girdi 6rneklerinin) toplam sayisina karsi dogru
tahminlerin sayisi olarak alinir. Ancak, bir modeli degerlendirmek icin dogruluk kullanildigi
kadar, daha 6nce belirttigimiz gibi model performansinin net bir gostergesi degildir.

Siniflandirma dogrulugu, her sinifa ait drneklerin sayica esit olmasi durumunda en iyi sonucu
verir. Bir egitim setinde X sinifindan %97 ve Y sinifindan %3 6rnek iceren bir senaryo
disinln. Bir model, X sinifindaki her egitim 6rnegini tahmin ederek ¢ok kolay bir sekilde
%97 egitim dogrulugu elde edebilir.

Ayni model, %55 X numunesi ve %45 Y numunesi igeren bir test setinde test edildiginde, test
dogrulugu %55'e duslrilir. Bu nedenle siniflandirma dogrulugu performansin agik bir
gostergesi degildir. Yiiksek diizeyde dogruluk elde etme konusunda yanls bir his saglar.



4.1. Modellerin Segilmesi ve Degerlendirilmesi

Yiiksek diizeyde, Makine Ogrenimi, istatistik ve hesaplamanin birlesimidir. Makine
O0greniminin pUf noktasi, aslinda istatistiksel tahminleri iceren algoritmalar veya
matematiksel modeller kavrami etrafinda déner. Bununla birlikte, herhangi bir modelin veri
dagihmina bagh olarak cesitli sinirlamalari vardir. Hicbiri tamamen dogru olamaz, clnki
bunlar sadece tahminlerdir. Bu sinirlamalar yaygin olarak ényargi ve varyans adiyla bilinir.

Yiksek onyargili bir model, egitim noktalarina fazla dikkat etmeyerek asiri basitlestirecektir
(6rn.: Dogrusal Regresyonda, veri dagilimindan bagimsiz olarak, model her zaman dogrusal
bir iliski Ustlenecektir).

Yiksek varyansa sahip bir model, daha once gdérmedigi test noktalari i¢cin genelleme
yapmayarak kendisini egitim verileriyle sinirlayacaktir (6rnegin: Rastgele Orman ile
maksimum_derinlik = Yok).

Sorun, rastgele bir orman algoritmasi ile bir gradyan artirma algoritmasi arasinda veya ayni
karar agaci algoritmasinin iki varyasyonu arasinda secim yapmamiz gerektiginde oldugu gibi,
sinirlamalar ince oldugunda ortaya cikar. Her ikisi de ylksek varyansa ve dislik dnyargiya
sahip olma egiliminde olacaktir.

iste burada model secimi ve model degerlendirmesi devreye giriyor:
* Model segimi ve model degerlendirmesi nedir?
e Etkili model secim yontemleri (yeniden 6rnekleme ve olasiliksal yaklasimlar)
e Popller model degerlendirme yontemleri
e Onemli Makine Ogrenimi modeli édiinlesimleri

Model degerlendirmesi, test verileri lzerindeki modellerin dogrulugunu degerlendirme
yontemidir. Test verileri, model tarafindan daha dnce gorilmeyen veri noktalarindan olusur.

Model secimi, bireysel modeller gerekli kriterlere gore degerlendirildikten sonra en iyi
modeli secme teknigidir.

Yeniden 6rnekleme yontemleri, adindan da anlasilacagi gibi, modelin egitim almadig veri
orneklerinde iyi performans gosterip gostermedigini kontrol etmek igin veri 6rneklerini
yeniden diizenlemenin basit teknikleridir. Baska bir deyisle, yeniden 6rnekleme, modelin iyi
bir genelleme yapip yapmayacagini anlamamiza yardimci olur.

Rastgele Bolmeler, verilerin bir yizdesini egitim, test ve tercihen dogrulama kiimelerine
rastgele orneklemek igin kullanilir. Bu ydntemin avantaji, orijinal populasyonun her g



kimede de iyi temsil edilme sansinin ylksek olmasidir. Daha resmi bir ifadeyle, rastgele
bolme, verilerin onyargih bir sekilde 6rneklenmesini 6nleyecektir.

Model segiminde dogrulama setinin kullanimina dikkat etmek ¢ok énemlidir. Dogrulama seti
ikinci test setidir ve biri neden iki test seti var diye sorabilir. Ozellik secimi ve model
ayarlama sirecinde, model degerlendirmesi icin test seti kullaniir. Bu, model
parametrelerinin ve 6zellik setinin, test setinde en uygun sonucu verecek sekilde secildigi
anlamina gelir. Boylece, son degerlendirme igin tamamen goérinmeyen veri noktalarina
sahip (tuning ve 6zellik secim modillerinde kullanilmamis) dogrulama seti kullanilir.

Zamana Dayali Bélme: Rastgele bdlmelerin mimkin olmadigi bazi veri tirleri vardir.
Ornegin, hava tahmini icin bir model egitmemiz gerekiyorsa, verileri rastgele egitim ve test
setlerine bolemeyiz. Bu mevsimsel deseni karistiracak! Bu tir veriler genellikle - Zaman
Serileri terimiile anilir.

Bu gibi durumlarda, zamana dayali bir bélme kullanilir. Egitim seti icinde bulunulan yilin son
Ug yil ve 10 ayi igin veri icerebilir. Son iki ay, test veya dogrulama seti icin ayrilabilir.

Ayrica, modelin belirli bir tarihe kadar egitildigi ve egitim penceresinin bir giin kaymaya
devam edecegi sekilde ileriki tarihlerde yinelemeli olarak test edildigi bir pencere kiimeleri
kavrami da vardir (sonug olarak, test seti de bir glin azalir). Bu yontemin avantaji, modeli
stabilize etmesi ve test seti ¢ok kiiclik oldugunda (6rnegin 3 ila 7 giin) fazla takmayi
Onlemesidir.

Ancak, zaman serisi verilerinin dezavantaji, olaylarin veya veri noktalarinin karsilikh olarak
bagimsiz olmamasidir. Bir olay, ardindan gelen her veri girisini etkileyebilir.

Ornegin, iktidar partisindeki bir degisiklik, dniimizdeki yillarda niifus istatistiklerini dnemli
Olclide degistirebilir. Veya kotl s6hretli koronavirlis pandemisi, 6nlimizdeki birkac yil icin
ekonomik veriler tizerinde biytk bir etkiye sahip olacak.

Boyle bir durumda hicbir makine 6grenme modeli ge¢mis verilerden 6grenemez c¢linki
olaydan dnceki ve sonraki veri noktalari blytk farkliliklar gosterir.

K-Katlama Capraz Dogrulama: Capraz dogrulama teknigi, veri kiimesini rastgele karistirarak
ve ardindan onu k gruba bolerek calisir. Daha sonra, her grup Uzerinde yineleme
yapildiginda, diger tim gruplar egitim setinde bir araya getirilirken grubun bir test seti olarak
distnilmesi gerekir. Model test grubu Uzerinde test edilir ve islem k gruplari igin devam
eder. Boylece, surecin sonunda, k farkli test grubu tzerinde k farkh sonug elde edilir. En iyi
model daha sonra en yiiksek puana sahip olani segerek kolayca secilebilir.



Tabakali K-Katlama ( Stratified K-Fold ): Tabakal K-Katlama islemi, tek bir fark noktasiyla K-
Katlama g¢apraz dogrulama islemine benzer — k-kat ¢apraz dogrulamadan farkli olarak, hedef
degiskenin degerleri, katmanli k-katlamada dikkate alinir. Ornegin, hedef degisken 2 sinifli
kategorik bir degiskense, tabakal k-katlama, egitim seti ile karsilastirildiginda her bir test
katinin iki sinifin esit oranini almasini saglar. Bu, model degerlendirmesini daha dogru ve
model egitimini daha az ényargili hale getirir.

Onyiikleme (Bootstrap): Bootstrap, kararli bir model elde etmenin en giiclii yollarindan
biridir. Rastgele 6rnekleme kavramini takip ettiginden rastgele bélme teknigine yakindir.

ilk adim, bir érnek boyutu secmektir (genellikle orijinal veri kiimesinin boyutuna esittir).
Daha sonra, orijinal veri kiimesinden rastgele bir 6rnek veri noktasi secilmeli ve dnylkleme
ornegine eklenmelidir. Ekleme isleminden sonra numunenin orijinal numuneye geri konmasi
gerekir. Bu islemin N kez tekrarlanmasi gerekir, burada N 6rnek boyutudur.

Bu nedenle, orijinal veri kimesinden degistirme ile veri noktalarini 6rnekleyerek ényikleme
ornegini olusturan bir yeniden 6rnekleme teknigidir. Bu, 6nylkleme oOrneginin ayni veri
noktasinin birden ¢ok érnegini icerebilecegi anlamina gelir.

Model, 6nyikleme 6rneginde egitilir ve ardindan 6nylikleme 6rnegine ulasmayan tim veri
noktalarinda degerlendirilir. Bunlara torba disi 6rnekler denir.

Olasilik &lgiileri (Probabilistic measures): Olasilik Olgiitleri sadece model performansini
degil, ayni zamanda model karmasikligini da hesaba katar. Model karmasikligi, modelin
verilerdeki varyansi yakalama yeteneginin olciisiidiir.  Ornegin, dogrusal regresyon
algoritmasi gibi olduk¢a 6nyargili bir model daha az karmasiktir ve diger yandan bir sinir agi
karmasikhgl ¢cok ylksektir. Burada dikkat edilmesi gereken bir diger 6nemli nokta, olasilik
Olgltlerinde dikkate alinan model performansinin sadece egitim setinden hesaplanmasidir.
Bir bekletme testi seti genellikle gerekli degildir. Bununla birlikte, biraz dezavantaj, olasilik
Olclimlerinin modellerin belirsizligini dikkate almamasi ve karmasik modeller yerine daha
basit modelleri segme sansina sahip olmasi gerceginde yatmaktadir.

Akaike Bilgi Kriteri (AIC: Akaike Information Criterion): Her modelin tamamen dogru
olmadigi yaygin bir bilgidir. Her zaman KL bilgi metrigi kullanilarak 6lctlebilen bir miktar bilgi
kaybi vardir. Kulback-Liebler veya KL sapmasi, iki degiskenin olasilik dagilimindaki farkin
Olglisudir.

Bir istatistik¢i olan Hirotugu Akaike, KL Bilgisi ile Maksimum Olabilirlik arasindaki iligkiyi
dikkate aldi (maksimum olasilikta, parametreler ve belirli bir olasilik dagihmi veriliyken, bir X
veri noktasini gozlemlemenin kosullu olasiligini maksimize etmek istenir) ve su kavrami
gelistirdi: Bilgi Kriteri (veya IC). Bu nedenle, Akaike'nin IC veya AIC'si bilgi kaybinin 6lctstdur.



Bu sekilde iki farkli model arasindaki uyumsuzluk yakalanir ve en az bilgi kaybi olan model
tercih edilen model olarak onerilir.

AIC = (2K — 2log(L))/N

e K =bagimsiz degiskenlerin veya tahmin edicilerin sayisi

e L =modelin maksimum olasiligi

e N = egitim setindeki veri noktalarinin sayisi (6zellikle kiiglik veri setleri durumunda
faydalidir)

AIC'nin sinirlamasi, daha az egitim bilgisi kaybeden karmasik modelleri segme egiliminde
oldugu icin genelleme modelleri konusunda ¢ok iyi olmamasidir.

Bayes Bilgi Kriteri (BIC: Bayesian Information Criterion): BIC, Bayes olasilik kavramindan
turetilmistir ve maksimum olabilirlik tahmini altinda egitilmis modeller icin uygundur.

BIC = K % log(N) — 2log(L)

e K = bagimsiz degisken sayisi
e L = maksimum olasilik
e N = Egitim setindeki 6rnekleyici/veri noktalarinin sayisi

BIC, modeli karmasikligindan dolayi cezalandirir ve tercihen veri kiimesinin boyutu gok kiiglik
olmadiginda kullanilir (aksi takdirde ¢ok basit modellere yerlesme egilimi gosterir).

Minimum Agiklama Uzunlugu (MDL: Minimum Description Length): MDL, bir olay! bir
olasihk dagihmindan veya rastgele bir degiskenden temsil etmek icin gereken ortalama bit
sayisini Olgen entropi gibi niceliklerle ilgilenen Bilgi teorisinden tlretilmistir. MDL veya
minimum ag¢iklama uzunlugu, modeli temsil etmek icin gereken bu tir bitlerin minimum
sayisidir.

MDL = L(h) + L(D|h)

e d=model

e D =model tarafindan yapilan tahminler

e L(h) = modeli temsil etmek icin gereken bit sayisi

e L(D | h) = modelden tahminleri temsil etmek igin gereken bit sayisi



Yapisal Risk Minimizasyonu (SRM: Structural Risk Minimization)

Makine 6grenimi modelleri, bir dizi sonlu veriden genellestirilmis bir teori tanimlamanin
kacinilmaz sorunuyla karsi karsiyadir. Bu, modelin birincil 6grenme kaynagi olan egitim
verilerine dnyargili oldugu asiri uyum durumlarina yol agar. SRM, modelin karmasikligini
verilere uymadaki basarisina karsi dengelemeye ¢alisir.

ML modelleri nasil degerlendirilir?

Modeller birden fazla metrik kullanilarak degerlendirilebilir. Ancak, bir degerlendirme
metriginin dogru se¢imi ¢ok dnemlidir ve ¢ogu zaman ¢oziilmekte olan soruna baghdir. Cok
cesitli metriklerin net bir sekilde anlasilmasi, degerlendiricinin sorun ifadesi ile metrik
arasinda uygun bir eslesme bulmasina yardimci olabilir.

Siniflandirma metrikleri:
Her siniflandirma modeli tahmini igin, dogru ve yanlis siniflandirilan test senaryolarinin
sayisini gosteren, karisiklik matrisi adi verilen bir matris olusturulabilir.

Suna benziyor (1 -Positive ve 0 -Negative, hedef siniflardir):
gercek 0

gercek 1

tahmin edilen 0

Gergek Negatifler (TN)

Yanhs Negatifler (FN)

Tahmin edilen 1

Yanhs Pozitifler (FP)

Gergek Pozitifler (TP)

* TN: Dogru siniflandirilmis negatif vaka sayisi

e TP: Dogru siniflandiriimis pozitif vaka sayisi

* FN: Yanlis bir sekilde negatif olarak siniflandirilan pozitif vakalarin sayisi
e FP: Dogru olarak pozitif olarak siniflandirilan negatif vakalarin sayisi

Dogruluk (Accuracy): Dogruluk en basit olctidir ve dogru siniflandirilan test senaryolarinin
toplam test senaryosu sayisina boélinmesiyle tanimlanabilir.

Accuracy = (TP+TN)/(TP+TN+FP+FN)

Cogu genel soruna uygulanabilir, ancak dengesiz veri kiimeleri s6z konusu oldugunda cok
kullanish degildir.

Ornegin, banka verilerinde dolandiricilik tespit ediyorsak, dolandiriciligin dolandiricilik disi
durumlara orani 1:99 olabilir. Bu gibi durumlarda dogruluk kullanilirsa, tim test durumlari



dolandiricilik disi olarak tahmin edilerek modelin %99 dogru oldugu ortaya gikacaktir. %99
dogru model tamamen ise yaramaz olacaktir.

Bir model, tim 1000 (6rnegin) veri noktasini sahtekarlik disi olarak tahmin edecek sekilde
kotl egitilmisse, 10 sahtekarlik veri noktasinda eksik olacaktir. Dogruluk olgiliirse, o modelin
990 veri noktasini dogru tahmin ettigini gosterecek ve bodylece (990/1000)*100 = %99
dogruluk oranina sahip olacaktir!

Bu nedenle dogruluk, modelin saghginin yanhs bir gostergesidir.
Bu nedenle, boyle bir durum icin, model tarafindan tamamen go6zden kacirilan on
dolandiricilik veri noktasina odaklanabilen bir metrik gereklidir.

Kesinlik (Precision): Kesinlik, siniflandirmanin dogrulugunu belirlemek igin kullanilan
olgtdar.

Precision =TP/(TP + FP)

Sezgisel olarak, bu denklem, dogru pozitif siniflandirmalarin, tahmin edilen pozitif
siniflandirmalarin toplam sayisina oranidir. Kesir ne kadar blylikse, hassasiyet de o kadar
ylksek olur, bu da modelin pozitif sinifi dogru bir sekilde siniflandirma yeteneginin daha iyi
oldugu anlamina gelir.

Ongoriicii bakim probleminde (bir makinenin ne zaman onarilmasi gerektigini énceden
tahmin etmek gerektigi yerde), hassasiyet devreye girer. Bakim maliyeti genellikle ylksektir
ve bu nedenle yanlis tahminler sirket icin kayiplara neden olabilir. Bu gibi durumlarda,
modelin pozitif sinifi dogru bir sekilde siniflandirma ve yanlis pozitiflerin sayisini azaltma
yetenegi cok 6nemlidir!

Gericagirma (Recall): Geri ¢agirma, toplam pozitif vaka sayisindan dogru bir sekilde tespit
edilen pozitif vakalarin sayisini soéyler.

Recall =TP/(TP+ FN)

Hile sorununa geri donersek, geri cagirma degeri hile davalarinda ¢ok faydal olacaktir ¢clinki
yliksek bir geri cekme degeri, toplam hile sayisindan c¢ok sayida hile vakasinin tespit
edildigini gosterecektir.

F1 Score: F1 puani, Geri Cagirma ve Kesinligin harmonik ortalamasidir ve bu nedenle her
birinin glgll yonlerini dengeler.



Onarim gerektirebilecek ugak pargalarinin tanimlanmasinda oldugu gibi, hem hatirlamanin
hem de kesinligin degerli olabilecegi durumlarda yararlidir. Burada, sirketin maliyetinden
tasarruf etmek icin hassasiyet gerekecektir (¢clinkii ucak parcalari son derece pahaldir) ve
makinelerin stabil olmasini ve insan yasami igin bir tehdit olusturmamasini saglamak igin geri
¢agirma gerekecektir.

F1Score = 2 % ((precision * recall) /(precision + recall))
AUC-ROC: ROC egrisi, yanlis pozitif hiza (TN / (TN+FP) karsi gercek pozitif oranin (hatirlatma)
bir grafigidir. AUC-ROC, Alici Calisma Karakteristikleri Altinda Alan anlamina gelir ve alan ne

kadar yuksek olursa, model performansi o kadar iyi olur. Egri %50 capraz gizgiye yakinsa,
modelin gikti degiskenini rastgele tahmin ettigini gosterir.

TPR

FPR

Kayip listesi (Log loss) cok etkili bir siniflandirma metrigidir ve olabilirlik islevinin, modelin
gozlemlenen sonug kiimesinin ne kadar olasi oldugunu disiindGgini onerdigi -1* log'a
(olasilik islevi) esdegerdir.

Olabilirlik islevi ¢ok kiglk degerler sagladigindan, bunlari yorumlamanin daha iyi bir yolu,
degerleri glinlige donlstirmek ve daha dislik bir kayip puani daha iyi bir model 6nerecek
sekilde ol¢limin sirasini tersine cevirmek icin negatif eklemektir.

Kazang ve Artis Grafikleri: Kazanc ve artis cizelgeleri, tipki kafa karisikhgr matrisi gibi, ancak
ince ancak 6nemli bir farkla model performansini degerlendiren araglardir. Karisiklik matrisi,
modelin tiim popilasyon veya tim test seti lzerindeki performansini belirlerken, kazang ve
artis cizelgeleri, modeli tim poplilasyonun bolimleri Gzerinde degerlendirir. Bu nedenle,
popilasyonun her %'si (x ekseni) icin bir puanimiz (y ekseni) vardir.

Kaldirma gizelgeleri, bir modelin rastgele tahminlere kiyasla getirdigi gelismeyi Olger.
lyilestirme, 'kaldirma' olarak adlandirilir.



K-S Grafigi: K-S semasi veya Kolmogorov-Smirnov semasi, iki dagilim arasindaki ayrim
derecesini belirler — pozitif sinif dagilimi ve negatif sinif dagilimi. Fark ne kadar yliksek
olursa, model olumlu ve olumsuz durumlari ayirmada o kadar iyidir.

Regresyon metrikleri: Regresyon modelleri, ayri cikti degiskenlerine sahip siniflandirma
modellerinin aksine, surekli bir ¢ikti degiskeni saglar. Bu nedenle, regresyon modellerini
degerlendirmek icin metrikler buna gore tasarlanmistir.

Ortalama Kare Hat (Mean Squared Error — MSE): MSE, gercek deger ile tahmin edilen deger
(hata) arasindaki farki hesaplayan, karesini alan ve ardindan tim hatalarin ortalamasini
saglayan basit bir 6lcimddir.

T

1
W _ 7~ )2
MAE = =% (y; — §)
n <
1=1
MSE aykiri degerlere karsi cok hassastir ve aksi takdirde iyi donatilmig model tahminlerinde
birkag aykiri deger mevcut olsa bile ¢ok ylksek bir hata degeri gbsterecektir.

Kok Ortalama Kare Hatasi ( Root Mean Squared Error — RMSE): RMSE, MSE'nin kokudir ve
hatalarin olcegini gercek degerlere yaklastirarak daha yorumlanabilir hale getirmeye
yardimci oldugu icin faydalidir.

Ortalama Mutlak Hata ( Mean Absolute Error - MAE): MAE, mutlak hata degerlerinin
ortalamasidir (gercekler — tahminler)

MAFE = — E |x; — x|
n -
1=1
Aykiri degerlerin belirli bir dereceye kadar yok sayilmasi isteniyorsa, kare terimlerin
kaldiriimasiyla aykiri degerlerin cezasini 6nemli 6l¢lide azalttigi icin MAE secimdir.



Kok Ortalama Kare Kayith Hata Listesi (RMSLE Root Mean Squared Log Error): RMSLE'de,
gercek ve tahmin edilen degerlerle birlikte eklenen bir glinliik islevi disinda RMSE ile ayni
denklem izlenir.

RMSLE = \/ 12';;1(309(1?; +1)) — (log(y; +1))?
T

x gercek degerdir ve y tahmin edilen degerdir. Bu, log isleviyle daha yliksek hata oranlarini
kiigimseyerek aykiri degerlerin etkisini azaltmaya yardimci olur. Ayrica, RMSLE, gunlikleri
kullanarak (tiim hata degerlerini karsilastirarak) goreli bir hatayi yakalamaya yardimci olur.

R-Squared: R-Square, bagimsiz degiskenler veya tahmin ediciler yardimiyla yakalanabilen
hedef degiskenin varyans oranini belirlemeye yardimci olur.

Unexplained Variation Variance (Model)

R-S d=1- =1-
quare Total Variation Variance (Average)

Ancak R-karenin devasa bir sorunu var. Diyelim ki, atanan agirhigi w olan bir modele ilgisiz
yeni bir 6zellik eklendi. Model, yeni tahmin edici ile hedef degisken arasinda kesinlikle higbir
korelasyon bulamazsa, w 0'dir. Bununla birlikte, rastgelelik nedeniyle kiiglik bir pozitif agirlik
(w>0) ekleyen ve yeni bir minimum kayip elde edilen hemen hemen her zaman kiiglk bir
korelasyon vardir. fazla takilma nedeniyle.

Bu nedenle, herhangi bir yeni 6zellik eklenmesiyle R-kare artar. Bu nedenle, yeni 6zellikler
eklendiginde degerinde azalma olmamasi, modelin daha az 6zellikle daha iyi performans

gosterip gostermedigini belirleme yetenegini sinirlar.

Dizeltilmis R-Kare: Dlzeltilmis R-Kare, eklenen 6zelliklerle degerin azaltilamamasi sorununu
ortadan kaldirarak R-Kare sorununu ¢ozer. Daha fazla 6zellik eklendik¢e puani cezalandirir.

n—1

adjiRy =1 — (1 — R?)
n—m-—1

Buradaki payda, oznitelik sayisi arttikca artan sihirli unsurdur. Bu nedenle, genel degeri
artirmak icin R2'de 6nemli bir artis gereklidir.

Kimeleme metrikleri: Kimeleme algoritmalari, veri noktasi gruplarini tahmin eder ve bu
nedenle mesafeye dayali metrikler en etkilidir.



Dunn Index: Dunn Index, dislk varyansa sahip (kiimedeki tim Gyeler arasinda) ve kompakt
olan kiimeleri belirlemeye odaklanir. Farkli kiimelerin ortalama degerlerinin de birbirinden
uzak olmasi gerekir.

e §(Xi, Yj) kimeler arasi mesafedir, yani Xi ve Xj arasindaki mesafe

e A(Xk) Xk kiimesinin kiimeler arasi uzakligidir, yani Xk kiimesi icindeki uzakhk

Ancak Dunn indeksinin dezavantaji, daha fazla sayida kiime ve daha fazla boyut ile
hesaplama maliyetinin artmasidir.

Siluet Katsayisi: Siluet Katsayisi, bir kimedeki her noktanin diger kiimelerdeki her noktaya -
1ile 41 araliginda ne kadar yakin oldugunu izler:

e Daha yiksek Silhouette degerleri (+1'e yakin) iki farkli kimeden alinan 6rnek noktalarin
cok uzakta oldugunu gosterir.

e 0, noktalarin karar sinirina yakin oldugunu gosterir

e ve -1'e yakin degerler, noktalarin kiimeye yanlhs atandigini gosterir.

Dirsek yontemi (Elbow method): Dirsek yontemi, bir veri kiimesindeki kiime sayisini, x
eksenindeki kiime sayisini y ekseninde agiklanan varyans yizdesine karsi gizerek belirlemek
icin kullanilir. Egrinin aniden blkildiglu x eksenindeki noktanin (dirsek) optimal kiime
sayisini 6nerdigi kabul edilir.
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Takaslar

Onyargiya karsi varyans: Bu makalenin basinda, model degerlendirmesi ve secimi ihtiyacini
anlamak icin yanliik ve varyanstan bahsetmek o6nemliydi. Ancak bunu daha ayrintili
anlamak, degerlendirme ve segme kavramlarini iyi kavramak i¢in gereklidir.

Onyargi, bir model kesinlikle varsayimlarla yénetildiginde ortaya cikar — dogrusal regresyon
modelinin ¢ikti degiskeninin bagimsiz degiskenlerle iligskisinin diiz bir ¢izgi oldugunu
varsaymasi gibi. Bu, gercek degerler bagimsiz degiskenlerle dogrusal olmayan bir sekilde
iliskili oldugunda eksik uydurmaya yol acar.

Bir model egitim setine ¢ok fazla odaklandiginda ve varyasyonlari cok yakindan 6grendiginde
ve genellemeden 6diin verdiginde varyans yuksektir. Bu, asiri uyumaya yol acar.

Optimal bir model, en diistik yanliliga ve varyansa sahip olandir ve bu iki 6zellik dolayli olarak
orantili oldugundan, bunu basarmanin tek yolu ikisi arasinda bir 6dinlesmedir. Bu nedenle,
model secimi, asagidaki resimdeki gibi yanlilik ve varyans kesisecek sekilde olmalidir.

Total Error

Optimal Model Complexity

Model Complexity

Bu, kullanimdaki modelin hiperparametrelerini yinelemeli olarak ayarlayarak basarilabilir
(Hiperparametreler, model islevlerine beslenen giris parametreleridir). Her iterasyondan
sonra model degerlendirmesi uygun bir metrik kullanilarak yapiimalidir.

Ogrenme egrileri

Model egitiminin veya olusturmanin ilerlemesini izlemenin en iyi yolu, 6grenme egrilerini
kullanmaktir. Bu egriler, bir dizi hiperparametre kombinasyonundaki optimal noktalar
belirlemeye yardimci olur ve model secimi ve model degerlendirme sirecinde biyik dlclide
yardimci olur.

Tipik olarak, bir 6grenme egrisi, y ekseninde model performansindaki 6grenmeyi veya
gelismeyi ve x ekseninde zaman veya deneyimi izlemenin bir yoludur.

En popller iki 6grenme egrisi sunlardir:



e Egitim Ogrenme Egrisi — Bir egitim sireci sirasinda fazla mesai degerlendirme metrik
puanini etkin bir sekilde cizer ve bodylece egitim sirasinda modelin 6grenimini veya
ilerlemesini izlemeye yardimci olur.

e Dogrulama Ogrenme Egrisi — Bu egride, degerlendirme metrik puani dogrulama setinde
zamana karsi gizilir.

.

Bazen, egitim egrisinin bir gelisme gosterdigi, ancak dogrulama egrisinin bodur performans
gosterdigi durumlar olabilir.

Bu, modelin fazla uyumlu oldugu ve Onceki yinelemelere geri dondirilmesi gerektigi
gergeginin gostergesidir. Baska bir deyisle, dogrulama 6grenme egrisi, modelin ne kadar iyi
genelleme yaptigini tanimlar.

Bu nedenle, egitim 6grenme egrisi ile dogrulama O6grenme egrisi arasinda bir odinlesim
vardir ve model secim teknigi, hem egrilerin kesistigi hem de en dlsik oldugu noktaya
dayanmalidir.

Bir makine 6grenimi algoritmasi degerlendirin ve segin

Farkli makine 6grenimi algoritmalari, farkli egilimler ve kaliplar arar. Tek bir algoritma, tim
veri kiimeleri veya tiim kullanim durumlari icin en iyisi degildir. En iyi ¢6zimi bulmak icin
bircok deney vyapmaniz, makine 0Ogrenimi algoritmalarini degerlendirmeniz ve
hiperparametrelerini ayarlamaniz gerekir.

En iyi ¢6ziim nasil bulunur

ilk olarak, modelinizi degerlendirmek ve bir algoritma secimini dogrulamak icin bir model
performans gostergesi secer, gerekcelendirir ve uygularsiniz. Model performans
gostergelerinin 6rnekleri arasinda F1 puani, gercek pozitif oran ve kiime i¢i hata karesi
toplami yer alir.

Algoritmanizi en az bir derin 6grenme ve en az bir derin olmayan 6grenme algoritmasinda
uygulayin. Ardindan, model performansini karsilastirin ve belgeleyin.

En azindan ozellik olusturma gorevini iceren sire¢ modelinde en az bir yineleme daha
uygulayin. Veri normallestirme ve temel bilesen analizi (PCA) gibi model performansi
Uzerindeki etkiyi kaydedin. Algoritma sinifina ve veri kiimesi boyutuna bagl olarak,
sorununuzu ¢ozmek icin belirli teknolojileri veya cerceveleri secebilirsiniz.



Algoritmalari degerlendirirken ilgili terminolojiyi bilmek faydalidir:

Term

Agiklayici analitik

Tahmine dayall
analitik

Kuralci analitik

Denetimli
O0grenme

Siniflandirma

regresyon

denetimsiz
o0grenme

Ozellik

Tanim

Aciklayici analitik, muhtemelen panolar ve raporlar olusturmak icin kullanilan
en yaygin analiz tlirtidir. Daha 6nce meydana gelen olaylari tanimlar ve
Ozetler. Bir 6rnek, son bes yilda bir bolgedeki tiim magazalarda her bir triiniin
Urlnlerinin nasil satildigini bilmek isteyen bir bakkal sahibidir.

Tahmine dayali analitik, gelecekteki sonuglari tahmin etmek icin matematiksel
ve istatistiksel yontemlerin kullanilmasi anlamina gelir. Bakkal sahibi, stok
seviyelerine karar verebilmek icin 6niimizdeki birkag ay icinde kag Grliniin
satilabilecegini anlamak istiyor.

Kuralci analitik, bir dizi kisitlamaya dayali senaryolari simiile ederek is
kararlarini optimize etmek igin kullanilir. Market sahibi, ¢alisanlar igin bir
personel programi olusturmak istiyor, ancak bunu yapmak icin uygunluk, tatil
siuresi, calisma saatleri ve olasi acil durumlar (kisitlamalar) gibi faktorleri
hesaba katmasi gerekiyor. Ayrica herkes igin g¢alisan bir program olusturmal
ve isinin giinliik olarak islemesini saglamalidir.

Denetimli 6grenme, etiketlenmis egitim verilerinden bir model 6gretir ve
gorinmeyen veya gelecekteki veriler hakkinda tahminler yapmaniza yardimci
olur. Egitim sirasinda algoritmaya dogru cevaplari iceren bir veri seti verirsiniz
(y etiketi). Ardindan, dogru cevaplari olan bir test veri seti ile model
dogrulugunu dogrularsiniz. Bir veri seti egitim ve test setlerine bélinmelidir.

Siniflandirma ile, az sayida ayrik degerli ¢iktidan birini tahmin etmeye
calisiyorsunuz. Ornegin, etiketinizin ikili (ikili siniflandirma) veya kategorik (cok
sinifh siniflandirma) olup olmadigini tahmin etmeye calisabilirsiniz.

Regresyonda, 6grenme probleminin amaci stirekli deger ¢iktisini tahmin
etmektir.

Bir veri seti verildiginde, kiimeleme gibi teknikleri kullanarak verideki benzer
egilimleri ve iliskileri bulmaya calisir.

Ozellik, modelin egitilmesi icin girdi olarak kullanilan bir niteliktir. Diger adlar,
boyut veya situn icerir.



Bias

Variance

Underfitting

Overfitting

Bias-Variance
Trade-off

Onyargi, verilerinize mitkemmel sekilde uyan bir modelin parametreleri ile
algoritmanizin 6grendigi parametreler arasindaki beklenen farktir. Karar
Agaclari, K-En Yakin Komsular ve Destek Vektdr Makineleri gibi diisiik sapmali
algoritmalar, yliksek sapmali algoritmalardan daha karmasik desenler bulma
egilimindedir.

Varyans, algoritmanin egitim verilerinden ne kadar etkilendigi ve yeni egitim
verileriyle parametrelerin ne kadar degistigidir. Dogrusal Regresyon, Lojistik
Regresyon ve Naive Bayes gibi diislik varyansli algoritmalar, yliksek varyansli
algoritmalardan daha az karmasik modeller bulma egilimindedir.

Model, veri igindeki kaliplari yakalamak igin ¢cok basittir. Model, egitildigi
verilerde ve goriinmeyen verilerde disik performans gosteriyor. Yiksek
onyargi, distk varyans. Yiksek egitim hatasi ve yliksek test hatasi.

Model ¢cok karmasik veya cok spesifik, genellemeyen egilimleri yakalyor.
Model, tizerinde egitildigi verileri dogru bir sekilde tahmin eder, ancak
gorinmeyen verileri dogru bir sekilde tahmin etmez. Distik 6nyargi, yiksek
varyans. Dlsuk egitim hatasi ve yiksek test hatasi.

Bias-Varyance Trade-off, hem tren hem de test hatasini en aza indirerek dogru
karmasikhga sahip bir model bulma anlamina gelir.



Algoritmalari egitin, dogrulayin ve test edin

Makine 6grenimi algoritmalari 6rneklerden &grenir. lyi verileriniz varsa, ne kadar cok érnek

verirseniz, model verilerdeki kaliplari bulmada o kadar iyi olur. Ancak, asiri takma konusunda

dikkatli olun. ilk tabloda agiklandig gibi, fazla uydurma, bir modelin egitildigi veriler icin

dogru tahminlerde bulunabildigi ancak diger verilere genelleyemedigi yerdir.

Fazla uydurma, verilerinizi egitim verileri, dogrulama verileri ve test verileri olarak

ayirmanizin nedenidir. Dogrulama verileri ve test verileri genellikle birbirinin yerine

kullanilir, ancak farkl amaclari vardir.

Underfit Optimum Overfit
(high bias) (high variance)
" * *
* *
* *x *x
*
* X ok * * K §
High training error Low training error Low training error
High test error Low test error High test error

Verilerin egitimi, test edilmesi ve dogrulanmasiyla ilgili terminolojiye asina olun:

Terim

Egitim verileri

Dogrulama
verileri

Test verisi

Tanim

Bu veriler, modeli egitmek ve model parametrelerine uydurmak icin kullanilir.
Modelin miimkin oldugunca ¢ok 6rnek gormesini istediginiz igin en biyik veri
oranini olusturur.

Bu veriler, hiperparametreleri sigdirmak ve 6zellik secimi icin kullanilir. Model,
egitim sirasinda bu verileri hicbir zaman gérmese de, bu verilere dayali belirli
ozellikleri veya hiperparametreleri segerek, sapma ve asiri uyum riskini ortaya
cikarirsiniz.

Bu veriler, ayarlanmis modellerinizi degerlendirmek ve karsilastirmak icin kullanilir.
Bu veriler egitim veya ayarlama sirasinda gorilmediginden, modellerinizin
goriinmeyen verilere iyi genellenip genellenmedigi konusunda fikir verebilir.



Capraz dogrulama

Bekletme
yontemi

K-kat capraz
dogrulama

Birini disarida
birak capraz
dogrulama

Stratified cross-
validation

Capraz dogrulamanin amaci, belirli bir algoritmanin verileriniz ve kullanim
durumunuz i¢in uygun olup olmadigini degerlendirmektir. Capraz dogrulama,
hiperparametre ayarlama ve 6zellik segimi icin de kullanilir. Veriler, tren ve
dogrulama kiimelerine bollnir, ancak test verilerinin de bir tarafa yerlestirilmesi
gerekir. Veri dilimlerinin her biri ile bir model olusturursunuz. Algoritmanin son
degerlendirmesi, modellerin her birinin ortalama performansidir.

Capraz dogrulamanin en basit versiyonu, verilerinizi rastgele iki kimeye boldigliniiz
hold-out yontemidir: bir egitim seti ve bir dogrulama seti. Bu yontem en hizhdir
¢linkti bir modelin yalnizca bir kez olusturulmasini gerektirir. Ancak, yalnizca bir
dogrulama veri seti ile, tahmin edilmesi kolay veya zor gdzlemler icerme riskini
tasirsiniz. Bu nedenle, bu dogrulama verilerine gereginden fazla uydugunuzu ve test
setinde koti performans gosterdigini fark edebilirsiniz.

Bu yontem, verileri k-alt kiimelere bélmeyi icerir. Daha sonra, dogrulama verileri
olarak k-alt kiimelerden birini kullanarak her seferinde bir modeli k kez egitirsiniz.
Egitim verileri, dogrulama kiimesinde olmayan diger tim gozlemlerdir. Son
degerlendirmeniz, tim k kivrimlarin ortalamasidir.

Bu yontem, k-kat capraz dogrulamanin en ug versiyonudur. icinde, k'niz N'dir (veri
kiimenizdeki gdzlem sayisi). Bir gozlem disinda tim verileri kullanarak bir modeli N
ayri zamanlarda egitirsiniz ve ardindan bu gézlem i¢in tahmini ile dogrulugunu
dogrularsiniz. Bu algoritmanin veri kiimenizle ne kadar iyi ¢alistigini kapsamli bir
sekilde degerlendiriyor olsaniz da, bu yontem pahalidir ¢clinkii N model
olusturmanizi gerektirir.

Bu yontem, k-kath kiimelerin, kategorik 6zelliklerde veya etikette her sinif igin
benzer gozlem oranlarina sahip olmasini zorlar.



Algoritma kesfi

Kesfettiginiz algoritmalar ile 6nce neyi basarmaya calistiginizi belirleyerek, ¢6zim arama
kapsamini daraltabilirsiniz. Olasi yontemler arasinda regresyon, siniflandirma, kiimeleme,
oneriler ve anormallik tespiti icin algoritmalar bulunur ancak bunlarla sinirli degildir.
Algoritma sec¢imini yonlendirmek i¢in Algoritma Gezgini'ni de kullanabilirsiniz.

Regresyon: Regresyon algoritmalari, slirekli sayisal degerleri tahmin etmeye yonelik makine
o0grenme teknikleridir. Denetimli 6grenme gorevleridir, bu nedenle etiketli egitim 6rnekleri
gerektirirler.

Siniflandirma: Siniflandirma algoritmalari, girdi verilerinin hangi kategoriye ait oldugunu
tahmin etmeye yo6nelik makine 6grenme teknikleridir. Denetimli 6grenme gorevleridir, bu
nedenle etiketli egitim 6rnekleri gerektirirler.

Kimeleme: Kiimeleme algoritmalari, verileri gruplardaki noktalarin benzer 6zelliklere sahip
oldugu birka¢ gruba bolmek icin makine o6grenimi teknikleridir. Denetimsiz 6grenme
gorevleridir ve etiketli egitim 6rnekleri gerektirmezler.

Oneri motorlari: Oneri motorlari, kullanicinin bir 6geye veya iriine olan ilgisini gésteren bir
tercihi veya derecelendirmeyi tahmin etmek igin olusturulur. Bu sistemi olusturmak igin
kullanilan algoritmalar, kullanicilar, 6geler veya her ikisi arasinda benzerlikler bulur.

Anomali tespiti: Anormallik tespiti, beklenen davranisa uymayan olagandisi olaylari veya
kaliplari belirlemek igin kullanilan bir tekniktir. Tanimlanan 6gelere genellikle anormallikler
veya aykiri degerler denir.

Hiperparametre optimizasyonu: Parametreler ve hiperparametreler bazen birbirinin yerine
kullanilsa da, aralarinda ayrimlar vardir. Parametreler, algoritmanin egitim sirasinda
ogrendigi o6zelliklerdir. Dogrusal regresyon icin bu parametreler agirliklar ve ényargilardir.
Rastgele ormanlar icin, her digiimdeki degiskenler ve esiklerdir.

Hiperparametreler, egitimden dnce ayarlanmasi gereken 6zelliklerdir. k-ortalama kiimeleme
icin, k degerini tanimlamaniz gerekir. Sinir aglari icin bir 6rnek, 6grenme oranidir.
Hiperparametre optimizasyonu, en yiksek dogruluk ve en disik RMSE (kdk-ortalama-kare
hatasi) gibi performans oOlcltlinlizii optimize etmek i¢in hiperparametreler icin mimkin olan
en iyi degerleri bulma siirecidir. Farkli deger kombinasyonlari icin bir model egitirsiniz ve
hangi modellerin en iyi ¢c6zimi buldugunu degerlendirirsiniz. En iyi kombinasyonlari arama
yontemleri arasinda grid aramasi, rastgele arama, kaba-ince ve bayes optimizasyonu yer alir.

Grid arama: Grid aramasinda, her bir hiperparametre igin degerler belirtirsiniz ve bu
degerlerin  tim kombinasyonlari degerlendirilir. Ornegin, rastgele orman igin
hiperparametreleri degerlendirmek icin, aga¢ hiperparametresi sayisi icin (ic secenek



saglayabilirsiniz: 10, 20 ve 50. Her agacin maksimum derinligi icin ayrica U¢ secenek
saglarsiniz: limit yok, 10 ve 20. Bu sec¢im sonuglari, dokuz olasi kombinasyonun her biri i¢in
rastgele bir orman modelinin olusturulmasiyla sonuglanir: (10, limitsiz), (10, 10), (10, 20),
(20, limitsiz), (20, 10), ( 20, 20), (50, limitsiz), (50, 10) ve (50, 20).

En iyi performansi saglayan kombinasyon, son modeliniz i¢in kullandiginiz kombinasyondur.
Bu yontemin kullanimi basittir. Sagladiginiz degerlerin en iyi kombinasyonunu bulabilir ve
deneylerin her birini paralel olarak calistirabilirsiniz. Bununla birlikte, pek g¢ok model
Uretildigi icin hesaplama acisindan da pahalidir. Bir hiper parametre dnemli degilse, gereksiz
yere farkli olasiliklari kesfedebilirsiniz.

Rastgele arama: Rastgele aramada, her bir hiperparametre igin araliklar veya secenekler
belirlersiniz ve her birinin rastgele degerleri segilir. Rastgele orman 6rneginden devam
ederek, aga¢ sayisinin 10 - 50 ve maksimum_derinlik igin limitsiz, 10 veya 20 olmasini
saglayabilirsiniz. Bu sefer tim permitasyonlari hesaplamak yerine, sayiyi belirtebilirsiniz.
calistirmak istediginiz yinelemelerin sayisi. Sadece bes tane istiyorsun. (19, 20), (32 limitsiz),
(40, limitsiz), (10, 20), (27, 10) gibi bir seyi test edebilirsiniz.

Bu yontemin kullanimi  kolaydir, verimlidir ve genel performansi vyalnizca birkag
hiperparametre etkilediginde grid aramasindan daha iyi performans gosterebilir. Deneylerin
her birini paralel olarak c¢alistirabilirsiniz. Ancak, rastgele 6rnekleme igerir, bu nedenle
yalnizca o alani ararsa en iyi kombinasyonu bulur.

Kaba-ince ( Coarse-to-fine ): Hem grid aramasi hem de rastgele arama icin kaba-ince
teknigini de kullanabilirsiniz. Bu teknik, genis araliklarla veya tim olasi segeneklerle daha
genis bir degisken yelpazesini kesfetmeyi icerir. ilk aramanizdan elde ettiginiz sonuglar
aldiktan sonra, umut verici gorinen kaliplari veya bdlgeleri bulmak icin sonuglari
kesfedersiniz. Eger 6yleyse, islemi tekrarlayabilir, ancak aramanizi daraltabilirsiniz.

Rastgele orman 6rnegi icin, maksimum derinlik siniri olmadiginda ve agac hiperparametresi
sayisl 10 veya 20 oldugunda sonugclarin umut verici oldugunu fark edebilirsiniz. Arama islemi
tekrarlanir ancak maksimum derinlik hiperparametresini sabit tutar ve ayrinti diizeyini
artirir. agac¢ seceneklerinin sayisi, test degerleri 12, 14, 16, 18, daha iyi bir sonu¢ bulup
bulamayacaginizi gérmek igin.

Bu yontem, performans metrigini gelistirerek daha fazla optimize edilmis hiperparametreler
bulabilir. Ancak, kesfedilecek en iyi bdlgeleri bulmak icin sonuclarin degerlendiriimesi
zahmetli olabilir.

Bayes optimizasyonu: Bayes optimizasyonu, bir sonraki en iyiyi secmek icin hiperparametre
kombinasyonlari ile o6nceden elde edilen basar bilgisini kullanir. Bu teknik,



hiperparametrelerin 6zellikler ve performansin hedef degisken oldugu bir model olusturarak
bir makine 6grenimi yaklasimi kullanir. Her deneyden sonra yeni bir veri noktasi eklenir ve
yeni bir model olusturulur. Benzer kombinasyonlarin benzer sonuclara sahip oldugunu
varsayar ve umut verici sonuglarin bulundugu bolgeleri kesfetmeye oncelik verir.

Bununla birlikte, belirsizligi buyilk kazang olasiligi olarak da dikkate alir. Blyiik kesfedilmemis
alanlar varsa, o alanlara da oncelik verir. Yalnizca bir hiper parametreyi, yani agag sayisini
alarak, algoritma 6nce 10'u deneyebilir ve iyi bir performans elde edebilir. Daha sonra 32'yi
dener ve performans 6nemli dlclide daha iyidir.

Bayes optimizasyonu, performansi tahmin etmek igin ilk iki veri noktasina dayal bir model
olusturur. Modelin yalnizca iki veri noktasiyla dogrusal olmasi muhtemeldir, bu nedenle
sectigi bir sonraki deger, agac sayisi arttikca performansin artmasi beklentisiyle 40'tir. Oyle
degil.

Simdiye kadar en iyi sonucu gordigi yerde 32 civarinda bir gelisme olabilecegini 6ne sliren
baska bir model olusturuyor. Bununla birlikte, 10 ile 32 arasinda hala kesfedilmemis buyuk
bir bosluk vardir ve bliyik belirsizlik nedeniyle 21'i seger. Yine, model bu yeni verilerle ince
ayar yapilir ve baska bir deger secilir.

Bu yontem, performans metrigini gelistirerek daha fazla optimize edilmis hiperparametreler
bulabilir. Parametre sayisi yiksek oldugunda ve her deney hesaplama agisindan pahal
oldugunda, optimum ¢o6zimi aramak icin harcanan zamani azaltabilir. Ancak, sonraki
hiperparametre degerleri kombinasyonu onceki ¢alistirmalar tarafindan belirlendigi icin her
denemeyi paralel olarak ¢alistiramazsiniz. Ayrica ayarlama gerektirir: her bir hiperparametre
ve uygun bir ¢ekirdek icin bir 6lcek segme.

Toplu 6grenme ( Ensemble learning ): Topluluklar, daha dogru bir ¢6zim saglamak icin her
biri veriler icinde farkli modeller bulan cesitli makine 6grenimi modellerini birlestirir. Bu
teknikler, daha fazla trend yakaladiklari icin performansi artirabilir. Nihai tahmin bircok
modelden bir fikir birligi oldugu icin fazla takmayi da azaltabilirler.

Torbalama (Bagging): Torbalama veya oOnylkleme toplamalari, modelleri paralel olarak
olusturma ve son tahmin olarak tahminlerinin ortalamasini alma yontemidir. Bu modeller
ayni algoritma ile olusturulabilir. Ornegin, rastgele orman algoritmasi bircok karar agaci
olusturur. Dogrusal regresyon modeli ve destek vektér makinesi (SVM) modeli gibi farkli
tirde modeller de olusturabilirsiniz.

Artirma (Boosting): Boosting, dnceki modellerin basarisini degerlendirerek modelleri sirayla
olusturur. Sonraki model, mevcut modellerin kot performans gosterdigi 6rnekleri tahmin



etmek icin &grenme egilimlerine éncelik verir. Ug¢ yaygin teknik; AdaBoost, Gradient
Boosting ve XGBoosted'dir.

istifleme (Stacking): istifleme, modeller olusturmayi ve ciktilarini 6zellikler olarak nihai bir
modelde kullanmayi icerir. Ornegin, amaciniz bir siniflandirici olusturmak ve bir KNN modeli
ve bir Naive Bayes modeli olusturuyorsunuz. ikisi arasinda se¢im yapmak yerine, iki
tahminini nihai bir lojistik regresyon modeline aktarabilirsiniz. Bu son model, iki ara
modelden daha iyi sonuglar verebilir.



4.2. Grid Arama

Makine 6grenimi modellerinin gogu, modelin 6grenme seklini degistirecek sekilde
ayarlanabilen parametreler icerir. Ornegin, sklearn'den gelen lojistik regresyon modeli,
modelin karmagikhgini etkileyen diizenlilestirmeyi kontrol eden bir C parametresine sahiptir.
Cicin en iyi degeri nasil segeriz? En iyi deger, modeli egitmek igin kullanilan verilere baghdir.

Bir yontem, farkli degerleri denemek ve ardindan en iyi puani veren degeri se¢mektir. Bu
teknik grid aramasi olarak bilinir. iki veya daha fazla parametre icin deger secmemiz
gerekseydi, deger kiimelerin tim kombinasyonlari degerlendirilir, béylece bir degerler gridsi
olusturulur.

Ornege girmeden 6nce degistirdigimiz parametrenin ne ise yaradigini bilmekte fayda var.
Daha yliksek C degerleri modele, egitim verilerinin gercek diinya bilgisine benzedigini ve
egitim verilerine daha fazla agirlik verdigi soylenir. C'nin daha distk degerleri ise tam tersini

yapar.

Varsayilan Parametreleri Kullanma:

Once sadece temel parametreleri kullanarak grid aramasi yapmadan ne tiir sonuglar
Uretebilecegimize bir bakalim. Baslamak icin 6nce birlikte ¢alisacagimiz veri setini
yuklemeliyiz.

from sklearn import datasets
iris = datasets.load_iris()

Modeli olusturmak igin bir dizi bagimsiz degisken X ve bir bagimli degisken y olmahdir.
X =iris['data']
y = iris['target']

Simdi iris ¢iceklerini siniflandirmak icin lojistik modeli ylkleyecegiz.
from sklearn.linear_model import LogisticRegression

Modelin olusturulmasi, modelin bir sonug¢ bulmasini saglamak icin max_iter degerini daha
ylksek bir degere ayarlamak gerekir. Lojistik regresyon modelinde C icin varsayilan degerin 1
oldugunu unutmayin, bunu daha sonra karsilastiracagiz. Asagidaki 6rnekte, iris veri setine
bakilir ve lojistik regresyonda C i¢in degisen degerlere sahip bir model egitmeye calisilir.
logit = LogisticRegression(max_iter = 10000)

Modeli olusturduktan sonra model verilere uydurulur.
print(logit.fit(X,y))



Modeli degerlendirmek igin skor yontemini ¢alistiriyoruz.
print(logit.score(X,y))

Python kod 6rnegi:

from sklearn import datasets

from sklearn.linear_model import LogisticRegression
iris = datasets.load_iris()

X =iris['data’]

y =iris['target']

logit = LogisticRegression(max_iter = 10000)
print(logit.fit(X,y))

print(logit.score(X,y))

Varsayilan ayar olan C =1 ile 0,973 puan elde ettik. Farkli 0,973 degerlerine sahip bir grid
aramasi uygulayarak daha iyisini yapip yapamayacagimizi gérelim.

Grid Arama Uygulamasi:

Daha 6nceki adimlarin aynisini izlenir, ancak bu sefer C icin bir deger araligi belirlenir.
Aranan parametreler igin hangi degerlerin ayarlanacagini bilmek, alan bilgisi ve pratigin bir
kombinasyonunu alacaktir.

Cicin varsayilan deger 1 oldugundan, onu ¢evreleyen bir dizi deger ayarlanacaktir.
C=1[0.25,0.5,0.75,1, 1.25, 1.5, 1.75, 2]

Daha sonra C'nin degerlerini degistirmek igin bir for dongiisi olusturulur ve her degisiklikte
model degerlendirilir.

ilk &nce skoru icinde saklamak icin bos bir liste olusturacagiz.
scores =[]

C'nin degerlerini degistirmek icin, degerler araliginda dongiye girmeli ve her seferinde
parametre gilincellenmelidir.

for choice in C:
logit.set_params(C=choice)

logit.fit(X, y)
scores.append(logit.score(X, y))

Bir listede saklanan puanlarla, en iyi C segiminin ne oldugunu degerlendirilebilir.
print(scores)



Python kod 6rnegi:
from sklearn import datasets
from sklearn.linear_model import LogisticRegression
iris = datasets.load_iris()
X =iris['data’']
y = iris['target’]
logit = LogisticRegression(max_iter = 10000)
C=[0.25,0.50.75 1,1.25, 1.5, 1.75, 2]
scores =[]
for choice in C:

logit.set_params(C=choice)

logit.fit(X, y)

scores.append(logit.score(X, y))
print(scores)

Sonuglarin agiklanmasi:

C'nin dusik degerlerinin temel parametre 1'den daha kotl performans gosterdigini
gorebiliriz. Ancak, C degerini 1,75'e ylikselttikce modelin dogrulugu artti. C'yi bu miktarin
Uzerine ¢ikarmanin model dogrulugunu artirmaya yardimci olmadigi gériliyor.

Denetimli 6grenmenin amaci, yeni veriler lGzerinde iyi performans gosteren bir model
olusturmaktir. Yeni verileriniz varsa, modelinizin bu veriler lzerinde nasil performans
gosterdigini gormek iyi bir fikirdir. Sorun su ki, yeni verileriniz olmayabilir, ancak bu

deneyimi veri kimesinde egitim ve test bdlme gibi bir prosediirle simiile edebilirsiniz.

En Iyi Uygulamalar Uzerine Not:

Lojistik regresyon modelimizi, onu egitmek icin kullanilan ayni verileri kullanarak puanladik.
Model bu verilere ¢ok yakinsa, gériinmeyen verileri tahmin etmede iyi olmayabilir. Bu
istatistiksel hata, asiri uydurma olarak bilinir.

Egitim verilerinin puanlari tarafindan yaniltiimamak icin, verilerimizin bir kismini bir kenara
ayirabilir ve 6zellikle modeli test etmek amaciyla kullanabiliriz. Yanhs yonlendirilmeyi ve
fazla uydurmayi onlemek icin egitim/test ayirma islevinin iyi bilinmesi gerekmektedir.



4.3. AUC - ROC Curve

Siniflandirmada bircok farkli degerlendirme ol¢litl vardir. En populer olani, modelin ne
siklikla dogru oldugunu 6lgen dogruluktur. Bu harika bir 6l¢iimdir ¢linkd anlasiimasi kolaydir
ve en dogru tahminleri almak genellikle istenir. Bagka bir degerlendirme metrigi kullanmayi
dislinebileceginiz bazi durumlar vardir.

Diger bir yaygin metrik, alici calisma karakteristigi (ROC: receiver operating characteristic)
egrisinin altindaki alan olan AUC'dir. Alici isletim karakteristik egrisi, farkli siniflandirma
esiklerinde yanhs pozitif (FP: false positive) oranina karsi gercek pozitif (TP: true positive)
orani gosterir. Esikler, ikili siniflandirmada iki sinifi ayiran farkli olasilik kesimleridir. Bir
modelin siniflari ne kadar iyi ayirdigini bize séylemek igin olasihgi kullanir.

Imbalanced Data

Verilerimizin cogunun tek bir degerde oldugu dengesiz bir veri setimiz oldugunu varsayalim.
Cogunluk sinifini tahmin ederek model igin yiksek dogruluk elde edebiliriz.

Kod 6rnegi:
import numpy as np
from sklearn.metrics import accuracy_score, confusion_matrix, roc_auc_score, roc_curve

n = 10000

ratio =.95

n_0 = int((1-ratio) * n)
n_1 =int(ratio * n)

y =np.array([0] *n_0+[1] *n_1)

# below are the probabilities obtained from a hypothetical model that always predicts the
majority class

# probability of predicting class 1 is going to be 100%

y_proba = np.array([1]*n)

y_pred =y proba >.5

print(f'accuracy score: {accuracy_score(y, y_pred)}')
cf_mat = confusion_matrix(y, y_pred)
print('‘Confusion matrix')

print(cf_mat)

print(f'class 0 accuracy: {cf_mat[0][0]/n_0}')
print(f'class 1 accuracy: {cf_mat[1][1]/n_1})



Cok yuksek bir dogruluk elde etmemize ragmen, model veriler hakkinda higbir bilgi
saglamadi, bu yizden kullanigli degil. Sinif 1'i zamanin %100'linde dogru bir sekilde tahmin
ederken, sinif 0't zamanin %0'inda yanls tahmin ederiz. Dogruluk pahasina, iki sinifi bir
sekilde ayirabilen bir modele sahip olmak daha iyi olabilir.

Kod 6rnegi:
# below are the probabilities obtained from a hypothetical model that doesn't always predict
the mode
y_proba_2 = np.array(
np.random.uniform(0, .7, n_0).tolist() +
np.random.uniform(.3, 1, n_1).tolist()
)
y_pred_2 =y proba_2>.5

print(f'accuracy score: {accuracy_score(y, y_pred_2)}')
cf_mat = confusion_matrix(y, y_pred_2)
print('Confusion matrix')

print(cf_mat)

print(f'class 0 accuracy: {cf_mat[0][0]/n_0}')
print(f'class 1 accuracy: {cf_ mat[1][1]/n_1})

ikinci tahmin seti icin birincisi kadar yiiksek bir dogruluk puanimiz yok ama her sinif icin
dogruluk daha dengeli. Dogrulugu bir degerlendirme metrigi olarak kullanarak, bize veriler
hakkinda higbir sey sdylemese de ilk modeli ikinciden daha ylksek degerlendiririz.

Bu gibi durumlarda, AUC gibi baska bir degerlendirme metriginin kullaniimasi tercih edilir.
import matplotlib.pyplot as plt

def plot_roc_curve(true_y, y _prob):

mniin

plots the roc curve based of the probabilities

mnin

fpr, tpr, thresholds = roc_curve(true_y, y_prob)
plt.plot(fpr, tpr)

plt.xlabel('False Positive Rate')

plt.ylabel('True Positive Rate')



Example: Model 1
plot_roc_curve(y, y_proba)
print(f'model 1 AUC score: {roc_auc_score(y, y_proba)}')
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model 1 AUC score: 0.5

Example: Model 2
plot_roc_curve(y, y_proba_2)
print(f'model 2 AUC score: {roc_auc_score(y, y_proba_2)}')
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model 2 AUC score: 0.8270551578947367



Yaklasik 0,5'lik bir AUC puani, modelin iki sinif arasinda bir ayrim yapamadigi ve egrinin 1
egimli bir ¢izgi gibi goriinecegi anlamina gelir. 1'e yakin bir AUC puani, modelin, iki sinifi
ayirin ve egri grafigin sol ist kdsesine yaklasacaktir.

Olasiliklar

AUC, sinif tahminlerinin olasiliklarini kullanan bir metrik oldugundan, benzer dogruluklara
sahip olsalar bile, daha ylksek AUC puanina sahip bir modelde, daha diisiik puana sahip bir
modelden daha emin olabiliriz. Asagidaki verilerde, varsayimsal modellerden iki olasilik
grubumuz var. Birincisi, iki sinifi tahmin ederken "glivenli" olmayan olasiliklara sahiptir
(olasiliklar .5'e yakindir). ikincisi, iki sinifi tahmin ederken daha "giivenli" olan olasiliklara
sahiptir (olasiliklar 0 veya 1'in ug noktalarina yakindir).

Kod 6rnegi:
import numpy as np

n = 10000
y =np.array([0] * n + [1] * n)
#

y_prob_1 =np.array(
np.random.uniform(.25, .5, n//2).tolist() +
np.random.uniform(.3, .7, n).tolist() +
np.random.uniform(.5, .75, n//2).tolist()

)

y_prob_2 =np.array(
np.random.uniform(0, .4, n//2).tolist() +
np.random.uniform(.3, .7, n).tolist() +
np.random.uniform(.6, 1, n//2).tolist()

print(f'model 1 accuracy score: {accuracy_score(y, y_prob_1>.5)}')

print(f'model 2 accuracy score: {accuracy_score(y, y_prob_2>.5)})

print(f'model 1 AUC score: {roc_auc_score(y, y_prob_1)})
print(f'model 2 AUC score: {roc_auc_score(y, y_prob_2)}')

Kod 6rnegi: Plot model 1
plot_roc_curve(y, y_prob_1)
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Kod 6rnegi: Plot model 2
fpr, tpr, thresholds = roc_curve(y, y_prob_2)
plt.plot(fpr, tpr)
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iki modelin dogruluklari benzer olsa da, AUC puani daha yiiksek olan model, tahmin edilen
olasiligl hesaba kattigi icin daha glivenilir olacaktir. Gelecekteki verileri tahmin ederken size
daha yiksek dogruluk vermesi daha olasidir.



4.4. Kanisikhk matrisi

Karisiklik matrisi, diger siniflandirma olgitleri icin temel olusturur. Modelin performansini
tam olarak tanimlayan bir matristir. Bir karisiklik matrisi, her sinifin dogru ve yanls
siniflandirmalarinin derinlemesine bir dékimuni verir.

Predicted

True Positives False Negatives
TP FN

Actual

False Positives True Negatives
FP ™

Gergek pozitifler — pozitif tahminlerin aslinda pozitif oldugu bir senaryo.
Gercek olumsuzlar — olumsuz tahminler aslinda olumsuzdur.

Yanlis pozitifler — pozitif tahminler aslinda negatiftir.

Yanlis negatifler — negatif tahminlerin aslinda pozitif oldugu bir senaryo.

Yukaridaki dort terimin tanimindan c¢ikarilacak sonug, gercek pozitifleri ve gercek negatifleri
¢ogaltmanin 6nemli oldugudur. Yanlis pozitifler ve yanls negatifler, gercek dinya
uygulamalarinda maliyetli olabilecek yanhs siniflandirmayi temsil eder. Bir modelin tibbi
dagitiminda yanlis teshis érneklerini diistndn.

Bir model, saglikh bir kisinin kanser oldugunu yanlis tahmin edebilir. Ayrica, aslinda kanserli
birini kansersiz olarak siniflandirabilir. Her iki sonu¢ da hastalarin teshis konulduktan (veya
yanhs teshis konulduktan sonra) sagliklari, tedavi planlari ve masraflar acisindan hos
olmayan sonuglar doguracaktir. Bu nedenle, yanlis negatifleri ve yanlis pozitifleri en aza
indirmek 6nemlidir.

Goruntudeki yesil sekiller, modelin dogru tahmini yaptigl zamani temsil eder. Mavi olanlar,
modelin yanhs tahminlerde bulundugu senaryolari temsil ediyor. Matrisin satirlari gercek
siniflari, sttunlar ise tahmin edilen siniflari temsil eder.



Dogrulugu karisikhk matrisinden hesaplayabiliriz. Dogruluk, “dogru” diyagonaldeki
degerlerin ortalamasi alinarak verilir.

Dogruluk = (Gergek Pozitif + Gercek Negatif) / Toplam Ornek
Bu su anlama gelir: Dogruluk = Toplam Dogru Tahmin Sayisi / Toplam Say

Gozlemler

Karisiklik matrisi, yukarida bahsedilen siniflandirmanin dort olasi sonucunu gorsellestirdigi
icin, dogrulugun yani sira, kesinlik, hatirlama (Geri Cagirma) ve nihayetinde F-skoru hakkinda
fikir sahibiyiz. Matristen kolayca hesaplanabilirler. Kesinlik, geri cagirma ve F-skoru asagidaki
bolimde tanimlanmugtir.

F-puani
F puani, puani belirlemek igin bir testin hem kesinligini hem de geri ¢agrilmasini iceren bir
Ol¢climddr. Bu gonderi, onu hatirlama ve kesinligin harmonik ortalamasi olarak tanimlar.

F-skoru, F-6lcl veya F1 skoru olarak da bilinir.

Kesinlik, bir siniflandirici tarafindan tahmin edilen toplam pozitif sonuglara bollinen gercek
pozitiflerin sayisini ifade eder. Basitce soylemek gerekirse, kesinlik, tim olumlu tahminlerin
gercekte ne kadarinin dogru oldugunu anlamayi amaglar.

Kesinlik = Gergek Pozitifler / (Dogru Pozitifler + Yanlis Pozitifler)

Ote yandan hatirlama (Geri ¢cagirma), pozitif olarak tahmin edilmesi gereken tiim érneklere
boliinen gercek pozitiflerin sayisidir. Hatirlama, gercek pozitif tahminlerin ne kadarinin
dogru olarak tanimlandigini algilama amacina sahiptir.

Geri Cagirma = Dogru Pozitifler / (Dogru Pozitifler + Yanlis Negatifler)

Karisikli matrisi, modeldeki hatalarin nerede yapildigini degerlendirmek icin siniflandirma
problemlerinde kullanilan bir tablodur.

Satirlar, sonuglarin olmasi gereken gergek siniflari temsil eder. Siitunlar yaptigimiz
tahminleri temsil eder. Bu tabloyu kullanarak hangi tahminlerin yanhs oldugunu gérmek
kolaydir.



Ornek: Bir Kanisikhk Matrisi Olusturma
Karisiklik matrisleri, lojistik bir regresyondan yapilan tahminlerle olusturulabilir.

Simdilik NumPy kullanilarak gergek ve tahmin edilen degerler uretilir.
import numpy

Daha sonra "gergek" ve "tahmin edilen" degerler igin sayilarin Uretilmesi gerekecektir.
actual = numpy.random.binomial(1, 0.9, size = 1000)
predicted = numpy.random.binomial(1, 0.9, size = 1000)

Karisiklik matrisini olusturmak icin sklearn modulinden metriklerin ice aktarilmasi gerekiyor.
from sklearn import metrics.

Metrikler ice aktarildiginda, gercek ve tahmin edilen degerler Gizerinde karisiklik matrisi islevi
kullanilabilir.
confusion_matrix = metrics.confusion_matrix(actual, predicted)

Daha yorumlanabilir bir gérsel goriintli olusturmak icin tabloyu bir karisiklik matrisi
gorlntlsiine donlsturilmesi gerekiyor.

cm_display = metrics.ConfusionMatrixDisplay(confusion_matrix = confusion_matrix,
display_labels = [False, True])

Ekrani gorsellestirmek, pyplot'un matplotlib'den ice aktarilmasi gerektirr.
import matplotlib.pyplot as plt

Son olarak grafigi gortintiilemek icin pyplot'tan plot() ve show() fonksiyonlari kullanilr.
cm_display.plot()
plt.show()

Tum 6rnegin calistiriimasi:

import matplotlib.pyplot as plt

import numpy

from sklearn import metrics

actual = numpy.random.binomial(1,.9,size = 1000)

predicted = numpy.random.binomial(1,.9,size = 1000)
confusion_matrix = metrics.confusion_matrix(actual, predicted)
cm_display = metrics.ConfusionMatrixDisplay(confusion_matrix =
confusion_matrix, display_labels = [False, True])
cm_display.plot()

plt.show()
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Sonuclarin Agiklanmasi: Olusturulan Karisiklik Matrisi dort farkl kadrana sahiptir.
e True Negative (Top-Left Quadrant)
e False Negative (Top-Right Quadrant)
e False Positive (Bottom-Left Quadrant)
e True Positive (Bottom-Right Quadrant)

Dogru, degerlerin dogru bir sekilde tahmin edildigi anlamina gelir; Yanlis, bir hata veya yanlis
tahmin oldugu anlamina gelir.

Artik bir Karisikhik Matrisi yaptigimiza gére, modelin kalitesini 6lgmek igin farkh 6lgtler
hesaplayabiliriz. ilk olarak, Dogruluk'a bakalim.

Olusturulan Metrikler
Matris, siniflandirma modelini degerlendirmemize yardimci olan bircok yararh 6lciim saglar.

Farkli 6lciiler sunlari icerir: Dogruluk, Kesinlik, Duyarlilik (Geri Cagirma), Ozgiilliik ve asagida
aciklanan F-skoru.

Kesinlik (Accuracy): Dogruluk, modelin ne siklikla dogru oldugunu 6lcer.
Nasil hesaplanir: (Dogru Olumlu + Dogru Olumsuz) / Toplam Tahminler

(True Positive + True Negative) / Total Predictions

Python Ornegi: Accuracy = metrics.accuracy_score(actual, predicted)



Kesinlik (Precision): Ongériilen pozitiflerin yiizde kagi gercekten pozitiftir?
Nasil Hesaplanir: True Positive / (True Positive + False Positive)

Kesinlik, dogru tahmin edilen olumsuz durumlari degerlendirmez.

Pyhon kod 6rnegi: Precision = metrics.precision_score(actual, predicted)

Sensitivity (Recall)

Of all the positive cases, what percentage are predicted positive?

Sensitivity (sometimes called Recall) measures how good the model is at predicting
positives.

This means it looks at true positives and false negatives (which are positives that have been
incorrectly predicted as negative).

Hassasiyet - Duyarlilik(Geri Cagirma - Hatirlama) (Sensitivity - Recall)

Tum pozitif vakalarin yizde kaginin pozitif oldugu tahmin ediliyor?

Duyarhlik (bazen Geri Cagirma olarak da adlandirilir), modelin pozitifleri tahmin etmede ne
kadar iyi oldugunu 6lger. Bu, gercek pozitiflere ve yanhs negatiflere (yanlis bir sekilde negatif
olarak tahmin edilen pozitiflere) baktigi anlamina gelir.

Nasil Hesaplanir: True Positive / (True Positive + False Negative)
Duyarhlik, modelin bir seyin olumlu oldugunu ne kadar iyi tahmin ettigini anlamada iyidir.
Python kod 6rnegi: Sensitivity_recall = metrics.recall_score(actual, predicted)

Ozgiilliik (Specificity)

Model, olumsuz sonuglari tahmin etmede ne kadar iyi? Ozgiillik duyarliiga benzer, ancak
olumsuz sonuglar agisindan bakar.

Nasil hesaplanir: True Negative / (True Negative + False Positive)

Geri Cagirmanin tam tersi oldugu igin, ters konum etiketini alarak “recall_score function”
islevini kullaniriz.

Python kod 6rnegi: Specificity = metrics.recall_score(actual, predicted, pos_label=0)

F-score

F-score, kesinlik ve duyarlihgin "harmonik ortalamasidir". Hem yanlis pozitif hem de yanls
negatif durumlari dikkate alir ve dengesiz veri kiimeleri igin iyidir.

Nasil hesaplanir : 2 * ((Precision * Sensitivity) / (Precision + Sensitivity))

Bu puan True Negative degerlerini dikkate almaz.

Python kod 6rnegi: F1_score = metrics.f1_score(actual, predicted)

Biitiin hesaplamalar tek bir Python komutunda:

#metrics

print({"Accuracy":Accuracy,"Precision":Precision,"Sensitivity recall":Sensitivity_recall,"Speci
ficity":Specificity,"F1_score":F1_score})



4.5. Capraz Dogrulama teknigi

Capraz dogrulama, bir egitim veri kimesinin ve bagimsiz bir veri kiimesinin kullanimini igerir.
Bu iki kiime, orijinal veri kiimesinin bélimlenmesinden kaynaklanir. Kiimeler bir algoritmayi
degerlendirmek igin kullanihr.

ilk olarak, veri kiimesi esit biyiklikte érnek gruplarina bélinir. Bu gruplara katmanlar
denir. Degerlendirilecek model, biri hari¢ tim gruplarda egitilir. Egitimden sonra harig
tutulan Gzerinde model test edilir. Bu islem daha sonra kat sayisina bagh olarak tekrar tekrar
yapilir. Tekrarlamanin nedeni, her katin dislanmasi ve test seti olarak hareket etmesidir. Son
olarak, algoritmanin bir problem Uzerinde ne kadar etkili olduguna dair bir tahmin elde
etmek icin tim katmanlardaki ortalama performans olgilir.

Popller bir capraz dogrulama teknigi, k-katli capraz dogrulamadir. Yukarida agiklanan ayni
adimlari kullanir. k, (kullanici tarafindan belirlenen bir sayidir), kat sayisi anlamina gelir. k
degeri, veri kiimesinin boyutuna gore degisebilir, ancak 6rnek olarak, 4 katli capraz
dogrulama senaryosunu kullanalim.

Model doért kez egitilecek ve test edilecektir. Diyelim ki ilk turda kivrimlar 1,2 ve 3.
katmanlarda olacak. Test 4. katmanda yapilacak. ikinci tur icin 1,2 ve 4. Katmanlarinda
antrenman yapabilir ve 3. katmanda test yapabilir. 1,3 ve 4 numarali katmanlarda
antrenman yapabilir ve 2. katmanda test edebilir.

Son turda 2. ve 4. katmandada test yapilacak ve 1. katmandada test edilecek. Antrenman ve
test verileri arasindaki degisim bu yontemi ¢ok etkili kiliyor. Ancak, holdout teknigiyle
karsilastirildiginda, ¢apraz dogrulamanin galismasi daha uzun siirer ve daha fazla hesaplama
kaynagi kullanir.

Modelleri ayarlarken, gériinmeyen verilerde genel model performansini artirmayi
hedefliyoruz. Hiperparametre ayari, test setlerinde ¢cok daha iyi performansa yol agabilir.
Bununla birlikte, parametreleri test kiimesine optimize etmek, modelin gériinmeyen veriler
Uzerinde daha kotl performans gostermesine neden olan bilgi sizintisina neden olabilir.
Bunu dizeltmek icin capraz dogrulama yapabiliriz.

CV'yi daha iyi anlamak igin iris veri seti Gizerinde farkli ydntemler uygulayacagiz. Once verileri
ylkleyelim ve ayiralim.

from sklearn import datasets

X, y = datasets.load_iris(return_X_y=True)



Capraz dogrulama igin bircok yontem vardir, k-kat ¢capraz dogrulamaya bakarak baslayacagiz.

K-Fold

Modelde kullanilan egitim verileri, modeli dogrulamak igin kullaniimak tzere k adet daha
kiguk kiimeye bolinir. Model daha sonra egitim setinin k-1 katlari Gizerinde egitilir. Kalan
kat daha sonra modeli degerlendirmek i¢in bir dogrulama seti olarak kullanilir.

Farkli iris gicek tirlerini siniflandirmaya galisacagimiz icin bir siniflandirici model almamiz
gerekecek, bu alistirma icin bir DecisionTreeClassifier kullanacagiz. Ayrica sklearn'den CV
modyiillerini ice aktarmamiz gerekecek.

from sklearn.tree import DecisionTreeClassifier
from sklearn.model_selection import KFold, cross_val_score

Yiklenen verilerle artik degerlendirme igin bir model olusturabilir ve sigdirabiliriz.
clf = DecisionTreeClassifier(random_state=42)

Simdi modelimizi degerlendirelim ve her k-katlamada nasil performans gosterdigini gérelim.
k_folds = KFold(n_splits = 5)

scores = cross_val_score(clf, X, y, cv = k_folds)
Tum kivrimlar igin puanlarin ortalamasini alarak CV'nin genel olarak nasil performans
gosterdigini gormek de iyi bir uygulamadir.

Kod 6rnegi: Run k-fold CV:

from sklearn import datasets

from sklearn.tree import DecisionTreeClassifier

from sklearn.model_selection import KFold, cross_val_score
X, y = datasets.load _iris(return_X_y=True)

clf = DecisionTreeClassifier(random_state=42)

k_folds = KFold(n_splits = 5)

scores = cross_val_score(clf, X, y, cv = k_folds)

print("Cross Validation Scores: ", scores)

print("Average CV Score: ", scores.mean())
print("Number of CV Scores used in Average: ", len(scores))



Tabakali K-Fold (K-Katlama):

Siniflarin dengesiz oldugu durumlarda, hem tren hem de dogrulama setlerindeki dengesizligi
hesaba katacak bir yola ihtiyacimiz var. Bunu yapmak igin hedef siniflari katmanlastirabiliriz,
yani her iki kiime de tim siniflarin esit bir oranina sahip olacaktir.

Kod 6rnegi:

from sklearn import datasets

from sklearn.tree import DecisionTreeClassifier

from sklearn.model_selection import StratifiedKFold, cross _val_score

X, y = datasets.load_iris(return_X_y=True)

clf = DecisionTreeClassifier(random_state=42)

sk_folds = StratifiedKFold(n_splits = 5)

scores = cross_val_score(clf, X, y, cv = sk_folds)

print("Cross Validation Scores: ", scores)

print("Average CV Score: ", scores.mean())

print("Number of CV Scores used in Average: ", len(scores))

Kat sayisi ayni da, tabakali siniflar olsa emin olunmasindan ortalama CV temel aynik-
katindan artar.

Leave-One-Out (LOO)

Egitim veri setindeki k-kat LeaveOneOut gibi béimelerin sayisini segmek yerine, dogrulamak
icin 1 gozlem ve egitmek icin n-1 gézlem kullanin. Bu yontem, kapsamli bir tekniktir.
Kod 6rnegi: Run LOO CV:

from sklearn import datasets

from sklearn.tree import DecisionTreeClassifier

from sklearn.model_selection import LeaveOneQOut, cross_val_score

X, y = datasets.load _iris(return_X_y=True)

clf = DecisionTreeClassifier(random_state=42)

loo = LeaveOneOut()

scores = cross_val_score(clf, X, y, cv = loo)



print("Cross Validation Scores: ", scores)
print("Average CV Score: ", scores.mean())
print("Number of CV Scores used in Average: ", len(scores))

Yapilan ¢apraz dogrulama puanlarinin sayisinin veri setindeki gézlem sayisina esit oldugunu
gorebiliriz. Bu durumda iris veri setinde 150 gézlem vardir.
Ortalama CV puani %94'tlr.

Leave-P-Out (LPO)
P-Out, dogrulama setimizde kullanmak lzere p sayisini se¢cebilmemiz agisindan, Birini
Birakma ( Leave-One-Out ( fikrinden niansh bir farktir.

Kod 6rnegi: Run LPO CV

from sklearn import datasets

from sklearn.tree import DecisionTreeClassifier

from sklearn.model_selection import LeavePOut, cross_val_score

X, y = datasets.load_iris(return_X_y=True)

clf = DecisionTreeClassifier(random_state=42)
Ipo = LeavePOut(p=2)

scores = cross_val_score(clf, X, y, cv = Ipo)
print("Cross Validation Scores: ", scores)
print("Average CV Score: ", scores.mean())

print("Number of CV Scores used in Average: ", len(scores))

Gordugimuz gibi, bu kapsamli bir yontem, bir p = 2 olsa bile, Birini Birakma'dan ¢ok daha
fazla puan hesapliyoruz, ancak kabaca ayni ortalama CV puanina ulasiyor.

Karisik Bol (Shuffle Split)

KFold'dan farkli olarak ShuffleSplit, trend veya dogrulama setlerinde kullanilmamak lizere
verilerin bir ylzdesini disarida birakir. Bunu yapmak icin tren ve test boyutlarinin yani sira
bolmelerin sayisina karar vermeliyiz.

Kod 6rnegi: Run Shuffle Split CV
from sklearn import datasets
from sklearn.tree import DecisionTreeClassifier



from sklearn.model_selection import ShuffleSplit, cross_val_score
X, y = datasets.load_iris(return_X_y=True)

clf = DecisionTreeClassifier(random_state=42)

ss = ShuffleSplit(train_size=0.6, test_size=0.3, n_splits = 5)

scores = cross_val_score(clf, X, y, cv = ss)

print("Cross Validation Scores: ", scores)
print("Average CV Score: ", scores.mean())
print("Number of CV Scores used in Average: ", len(scores))

Bitis Notlari

Bunlar, modellere uygulanabilecek CV yontemlerinden sadece birkagidir. Cogu modelin
kendi sinifina sahip oldugu daha bir¢cok ¢apraz dogrulama sinifi vardir. Daha fazla CV
secenegi icin sklearns ¢apraz dogrulamasina goz atin.



4.6. Ozellik (Oznitelik) Vektorleri

Makine 6grenmesinin omurgasini olusturan disiplinler:

e istatistiksel hesaplama ile yakindan ilgilidir.

e Matematiksel optimizasyon calismasi, makine 6grenmesi alanina yontemler, teori ve
uygulama alanlari saglar.

e Veri madenciligi, denetimsiz 6grenim yoluyla kesifsel veri analizine odaklanan ilgili bir
¢alisma alanidir.

e Uygulamali Matematik

e Bilgisayar sistemleri ve yazilimlar

Makine 6grenmesi (ML), yapay zekanin bir alt kiimesi olarak gorilur. Makine 6grenmesi
algoritmalardan olusur. Acik bir sekilde programlanmadan tahminler veya kararlar vermek
icin "0grenme verileri" olarak bilinen 0Ornek verilere dayah bir matematiksel model
olusturulmasidir. Makine 6grenmesi algoritmalari, gerekli gorevleri yerine getirmek igin
geleneksel algoritmalar gelistirmenin zor veya mimkin olmadigi filtreleme ve katsayilari
degisken fonksiyonlarin ¢ok gesitli uygulamalarinda kullanilir.

Veri madenciligi, denetimsiz 6grenim yoluyla kesifsel veri analizine odaklanan ilgili bir
¢alisma alanidir. Makine 6grenmesi, bilgisayarlari agikga programlanmaksizin gorevleri nasil
gerceklestirebileceklerini kesfetmeyi igerir. Belirli gbrevleri yerine getirmeleri igin saglanan
verilerden 6grenen algoritmalari icerir. Makine 6grenmesi tam olarak tatmin edici bir
algoritmanin bulunmadigi gorevleri yerine getirmelerini 6grenmek icin cesitli yaklasimlar
kullanir. Cok sayida potansiyel cevap bulundugu durumlarda, dogru cevaplarin bazilarini
gecerli olarak etiketlemektir.

Makine 06grenimi karmasik olarak algilanan problemlerin analizi icin mikemmel bir
yontemdir. Genel anlamda makine 6grenimin gorevi sorunlari tespit etmek, gelecekte
olabilecek senaryolari 6nceden tahmin etmek ve bliylk veri yigininin genel olarak kaliplarini
kesfedebilme yetenegine sahiptir ancak her tiirlii teknolojide oldugu gibi makine 6grenimi
de tamamen mikemmel degildir. Hata yapma olasiligini arttiran nedenler; verileri elde
etmenin zorlugu gerekli hesaplama glicli getirilen karmasiklik, bazi algoritmalarin uzun siiren
egitim sureleri vb. Bu nedenler makine 6grenimine gecisin engeli degil erteleyicisidir.

Makine O0grenmesinde, Ozellik vektorleri, bir nesnenin o6zellikler adi verilen sayisal veya
sembolik 6zelliklerini matematiksel olarak, kolayca analiz edilebilir bir sekilde temsil etmek
icin kullanilir. Makine 6greniminin ve kalip islemenin bir¢ok farkli alani igin dnemlidirler.
Makine 6grenimi algoritmalari, algoritmalarin isleme ve istatistiksel analiz yapabilmesi icin
tipik olarak nesnelerin sayisal bir temsilini gerektirir. Ozellik vektorleri, dogrusal regresyon
gibi istatistiksel prosedirlerde kullanilan agiklayici degiskenlerin vektorlerinin esdegeridir.



Asina olabileceginiz bir 6zellik vektoriine 6rnek RGB (kirmizi-yesil-mavi) renk agiklamalaridir.
Bir renk, icinde ne kadar kirmizi, mavi ve yesil oldugu ile tanimlanabilir. Bunun i¢in bir 6zellik
vektord, renk = [R, G, B] olacaktir.

Bir vektor, tek sltunlu ancak ¢ok satirli bir matris gibi, genellikle uzamsal olarak temsil
edilebilen bir sayi dizisidir. Bir 6zellik, bir nesnenin bir yoninin sayisal veya sembolik bir
dzelligidir. Ozellik vektori, bir nesne hakkinda birden ¢ok 6ge iceren bir vektdrdiir. Nesneler
icin 6zellik vektorlerini bir araya getirmek bir 6zellik alani olusturabilir.

Ozellikler, bir butiin olarak, yalnizca bir piksel veya bitiin bir gériintiiyi temsil edebilir.
Ayrinti dlzeyi, bir kisinin nesne hakkinda ne 6grenmeye veya temsil etmeye calistigina
baghdir. 3 boyutlu bir sekli, yiksekligini, genisligini, derinligini vb. Gosteren bir 6zellik
vektoriyle tanimlayabilirsiniz.
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Ozellik vektérleri, bircok analiz tiiriine yardimci olmak icin nesneleri sayisal bir sekilde temsil
etmenin etkinligi ve pratikligi nedeniyle makine 6greniminde yaygin olarak kullanilmaktadir.
Analiz icin iyidirler ¢linkii dznitelik vektorlerini karsilastirmak icin bircok teknik vardir. iki
nesnenin dzellik vektorlerini karsilastirmanin basit bir yolu Oklid mesafesini almaktir.

Gorlntl islemede, 6zellikler gradyan bulylkligd, renk, gri tonlama yogunlugu, kenarlar,
alanlar ve daha fazlasi olabilir. Ozellik vektérleri, bir gériintii hakkindaki &zniteliklerin,
listelenen o6rnekler gibi, Oznitelik vektorlerine yerlestirildikten sonra sayisal olarak
karsilastirilabilmesinin uygun yolu nedeniyle ozellikle gorinti islemedeki analizler icin
popillerdir.

Konusma tanimada oOzellikler ses uzunluklari, glrilti seviyesi, glirtlti oranlari ve daha
fazlasi olabilir.

istenmeyen e-postayla miicadele girisimlerinde 6zellikler bol miktarda bulunur. IP konumu,
metin yapisi, belirli kelimelerin sikligi veya belirli e-posta basliklari olabilir.



Ozellik vektoérleri, makine 6grenmesinde siniflandirma problemlerinde, yapay sinir aglarinda
ve k en yakin komsu algoritmalarinda kullanilir.

Oriintl tanima sireglerinde, ozellik vektorleri, veri toplama ve verileri anlamlandirma
arasinda kullanilan araglardir:
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4.7. Parametreler ve Hiperparametreler

Yeni bir sey 6grenmeye basladiginizda, ugrastiginiz seylerden biri, icine girdiginiz alanin
dilidir. Bir alanda kullanilan terimleri (ve bazi durumlarda sembolleri ve kisaltmalari) acgikca
anlamak, konunun kendisini anlamanin ilk ve en temel adimidir. Makine Ogrenimi'ne
basladigimizda, parametreler ve hiperparametreler kavrami ¢ok karistiricidir.

ML/DL'de bir model, model parametreleri tarafindan tanimlanir veya temsil edilir. Bununla
birlikte, bir modeli egitme sireci, girdi ozelliklerini (bagimsiz degiskenler) etiketlere veya
hedeflere (bagimh degisken) dogru sekilde esleyen optimal parametreleri 6grenmek igin
o0grenme algoritmasinin kullanacagi optimal hiperparametreleri segmeyi igerir.

Hiperparametreler

Hiperparametreler, degerleri 68renme sirecini kontrol eden ve bir 6grenme algoritmasinin
ogrenmesiyle sonuglanan model parametrelerinin degerlerini belirleyen parametrelerdir.
'Hyper_' 6neki, bunlarin 6grenme siirecini ve bundan kaynaklanan model parametrelerini
kontrol eden 'Ust diizey' parametreler oldugunu gosterir.

Bir 6grenme modelini tasarlayan bir makine 6grenimi mihendisi olarak, daha modelin
egitimi baslamadan 6nce 6grenme algoritmanizin kullanacagl hiperparametre degerlerini
secer ve ayarlarsiniz. Bu baglamda, model 06grenme/egitim sirasinda degerlerini
degistiremedigi icin hiperparametrelerin modelin disinda oldugu soylenir.

Hiperparametreler, 68renme algoritmasi tarafindan 6grenirken kullanilir, ancak bunlar
ortaya ¢ikan modelin bir parcasi degildir. Ogrenme siirecinin sonunda, model olarak
adlandirdigimiz etkin bir sekilde egitilmis model parametrelerine sahibiz. Egitim sirasinda
kullanilan hiperparametreler bu modelin parcasi degildir. Ornegin, modelin kendisinden bir
modeli egitmek igin hangi hiperparametre degerlerinin kullanildigini bilemeyiz, sadece
ogrenilen model parametrelerini biliyoruz.

Temel olarak, makine 6grenimi ve derin 6grenmede, egitim baslamadan 6nce degerlerine
karar verdiginiz veya vyapilandirmalarini sectiginiz ve egitim bittig¢inde degerleri veya
yapilandirmasi ayni kalacak olan her sey bir hiper parametredir.

Yaygin hiperparemetre ornekleri:
e Egitim testi bélme orani
e Optimizasyon algoritmalarinda 6grenme orani (6rn. gradyan inisi)
e Optimizasyon algoritmasi secimi (6rnegin, gradyan inisi, stokastik gradyan inisi)
e Bir sinir agi (NN) katmaninda etkinlestirme islevi secimi (6rn. Sigmoid, ReLU, Tanh)
e Modelin kullanacagi maliyet veya kayip fonksiyonu segimi
e Bir NN'deki gizli katmanlarin sayisi



e Her katmandaki etkinlestirme birimi sayisi

* NN cinsinden birakma orani (birakma olasiligi)

e Bir NN egitimindeki yineleme (donem) sayisi

e Bir kimeleme gorevindeki kiime sayisi

e Evrisimli katmanlarda ¢ekirdek veya filtre boyutu
e Havuzlama boyutu

e Parti boyutu

Parametreler:

Ote yandan parametreler modelin icindedir. Yani, kullanilan algoritma girdi 6zellikleri ile
etiketler veya hedefler arasindaki eslemeyi 6grenmeye calistigindan, egitim sirasinda
tamamen verilerden 6grenilir veya tahmin edilirler.

Model egitimi tipik olarak bazi degerlere (rastgele degerlere veya sifirlara ayarlanmis)
baslatilan parametrelerle baslar. Egitim/6grenme ilerledikge, ilk degerler bir optimizasyon
algoritmasi (6rnegin gradyan inisi) kullanilarak giincellenir. Ogrenme algoritmasi, 6grenme
ilerledikce parametre degerlerini stirekli olarak glinceller, ancak model tasarimcisi tarafindan
ayarlanan hiperparametre degerleri degismeden kalir.

Ogrenme siirecinin sonunda, model parametreleri, modelin kendisini olusturan seydir.

Parametre ornekleri:
e Dogrusal ve lojistik regresyon modellerinin katsayilari (veya agirliklari).
e Bir NN'nin agirliklari ve yanlilik, meyinlenme, egilim
e Kimelemedeki kiime merkezleri

Basitce sdylemek gerekirse, makine 6grenimi ve derin 6grenmedeki parametreler, 6grenme
algoritmanizin 6grenirken bagimsiz olarak degistirebilecegi degerlerdir ve bu degerler,
sagladiginiz hiperparametrelerin seciminden etkilenir. Boylece egitim baslamadan o6nce
hiperparametreleri ayarlarsiniz ve 6grenme algoritmasi parametreleri 6grenmek icin bunlari
kullanir. Egitim sahnesinin arkasinda parametreler sirekli olarak giincellenir ve egitim
sonundaki son olanlar modelinizi olusturur.

Bu nedenle, dogru hiperparametre degerlerinin ayarlanmasi ¢cok dnemlidir ¢linkii model
egitimi sirasinda bunlarin kullanilmasindan kaynaklanacak modelin performansini dogrudan
etkiler. Modeliniz icin en iyi hiperparametreleri secme sirecine hiperparametre ayarlama
denir.



Makine Ogrenimi Modellerinde Hiperparametre Optimizasyonu:
Ogretici, bir makine 6grenimi modelinde bir parametrenin ve bir hiper parametrenin ne
oldugunu ve modelinizin performansini artirmak icin neden hayati oldugunu agiklar.

Makine 6grenimi, verileri tahmin etmeyi ve siniflandirmayi icerir ve bunu yapmak icin veri
kiimesine gore cesitli makine 6grenimi modelleri kullanirsiniz. Makine 6grenimi modelleri,
davranislarinin belirli bir soruna gore ayarlanabilmesi i¢cin parametrelendirilir. Bu modeller
bircok parametreye sahip olabilir ve en iyi parametre kombinasyonunu bulmak bir arama
problemi olarak ele alinabilir. Ancak, uygulamali makine 6greniminde yeniyseniz, parametre
adi verilen bu terim size yabanci gelebilir. Ama endiselenme! Bu blogun ilk etapta bunu
ogreneceksiniz ve ayrica bir makine 06grenimi modelinin bir parametresi ile bir
hiperparametresi arasindaki farkin ne oldugunu kesfedeceksiniz. Bu blog asagidaki
boélimlerden olugsmaktadir:

* Bir makine 6grenimi modelinde parametre ve hiper parametre nedir?

e Modelinizin performansini artirmak igin hiperparametre optimizasyonu/ayarlamasi

neden hayati 6nem tasiyor?
e Hiperparametreleri optimize etmek/ayarlamak icin iki basit strateji
e Python'da iki stratejiyle basit bir vaka ¢alismasi

Bir makine 6grenimi 6grenme modelinde parametre nedir?
Model parametresi, modele dahil olan ve degeri verilen verilerden tahmin edilebilen bir
konfiglirasyon degiskenidir.

e Tahminler yapilirken model tarafindan gereklidirler.

e Degerleri, modelin probleminiz tizerindeki becerisini tanimlar.

e Tahmin edilirler veya verilerden 6grenilirler.

o Genellikle uygulayici tarafindan manuel olarak ayarlanmazlar.

o Genellikle 6grenilen modelin bir parcasi olarak kaydedilirler.

Bu nedenle, yukaridaki noktalardan ana ¢ikariminiz, makine 6grenme algoritmalari icin ¢ok
onemli olan parametreler olmalidir. Ayrica, gecmis egitim verilerinden 6grenilen modelin bir
parcasidirlar. Hadi biraz daha derine inelim. Genel olarak programlama yaparken
kullandiginiz fonksiyon parametrelerini diisiinlin. Bir fonksiyona bir parametre iletebilirsiniz.
Bu durumda parametre, bir dizi degerden birine sahip olabilen bir islev arglimanidir. Makine
ogreniminde, kullandiginiz belirli model islevdir ve yeni veriler (zerinde bir tahminde
bulunmak icin parametreler gerektirir. Bir modelin sabit veya degisken sayida parametreye
sahip olup olmadig, “parametrik” veya “parametrik olmayan” olarak adlandirilip
adlandirilamayacagini belirler.
Model parametrelerinin bazi 6rnekleri sunlari igerir:

e Bir yapay sinir agindaki agirliklar.

e Bir destek vektor makinesindeki destek vektorleri.

e Dogrusal bir regresyon veya lojistik regresyondaki katsayilar.



Bir makine 6grenimi 6grenme modelinde hiper parametre nedir?

Model hiperparametresi, modelin disinda olan ve degeri verilerden tahmin edilemeyen bir
konfiglirasyondur.

e Model parametrelerini tahmin etmeye yardimci olmak icin genellikle slreglerde
kullanihirlar.

» Genellikle pratisyen tarafindan belirtilirler.

e Genellikle bulussal yontemler kullanilarak ayarlanabilirler.

» Genellikle belirli bir tahmine dayali modelleme problemi igin ayarlanirlar.

Belirli bir problemde bir model hiperparametresi igin en iyi degeri bilemezsiniz. Pratik
kurallari kullanabilir, diger konularda kullanilan degerleri kopyalayabilir veya deneme
yanilma yoluyla en iyi degeri arayabilirsiniz. Bir makine 6grenimi algoritmasi belirli bir
problem icin ayarlandiginda, esasen, en vyetenekli tahminlerle sonuclanan modelin
parametrelerini kesfetmek icin modelin hiper parametrelerini ayarlarsiniz.

“Applied Predictive Modelling” adli cok popiler bir kitaba gore - “Bircok model, verilerden
dogrudan tahmin edilemeyen énemli parametrelere sahiptir. Ornegin, K-en yakin komsu
siniflandirma modelinde... Uygun bir degeri hesaplamak icin analitik bir formiil
bulunmadigindan, bu tlir model parametresi bir ayar parametresi olarak anilir.”

Model hiperparametreleri, genellikle isleri kafa karistirici hale getirebilecek model
parametreleri olarak adlandirilir. Bu karisikhgin tstesinden gelmek igin iyi bir kural sudur:
“Bir model parametresini manuel olarak belirtmeniz gerekiyorsa, bu muhtemelen bir model
hiperparametresidir. ” Bazi model hiperparametre 6rnekleri sunlari icerir:

® Bir sinir agini egitmek igin 6grenme orani.

e Destek vektor makineleri icin C ve sigma hiperparametreleri.

e k'deki k-en yakin komsular.

Bir makine 6grenimi modelinde dogru hiper parametre degerlerinin 6nemi:
Hiperparametreler hakkinda disinmenin en iyi yolu, tipki bir AM radyonun diigmelerini net
bir sinyal almak icin cevirebildiginiz gibi, performansi optimize etmek icin ayarlanabilen bir
algoritmanin ayarlari gibidir. Bir makine 6grenimi modeli olustururken, model mimarinizi
nasil tanimlayacaginiza iliskin tasarim secenekleri sunulur. Cogu zaman, belirli bir model icin
en uygun model mimarisinin ne olmasi gerektigini hemen bilemezsiniz ve bu nedenle bir dizi
olasiligi kesfetmek istersiniz. Gercek bir makine 6grenimi tarzinda, ideal olarak makineden
bu kesfi gerceklestirmesini ve en uygun model mimarisini otomatik olarak se¢mesini
isteyeceksiniz.

Ornek olay bélimiinde, dogru hiperparametre degerleri seciminin bir makine 6grenimi
modelinin performansini nasil etkiledigini goreceksiniz. Bu baglamda, dogru deger



kiimesinin secilmesi tipik olarak "Hiperparametre optimizasyonu" veya "Hiperparametre
ayar!" olarak bilinir.

Hiperparametreleri optimize etmek/ayarlamak igin iki basit strateji:

Modeller bir¢ok hiperparametreye sahip olabilir ve en iyi parametre kombinasyonunu
bulmak bir arama problemi olarak ele alinabilir.

Su anda bir¢ok hiperparametre optimizasyonu/ayar algoritmasi olmasina ragmen, bu
gonderi iki basit stratejiyi tartisiyor: 1. grid aramasi ve 2. Rastgele Arama.

Hiperparametrelerin grid aramasi:

Grid aramasi, bir gridda belirtilen algoritma parametrelerinin her bir kombinasyonu igin
metodik olarak bir model olusturacak ve degerlendirecek olan hiperparametre ayarlamaya
yonelik bir yaklagimdir.

Asagidaki 6rnegi ele alalim:

Bir makine 6grenimi modeli X'in al, a2 ve a3 hiper parametrelerini aldigini varsayalim. Grid
aramada, once al, a2 ve a3 hiperparametrelerinin her biri icin deger araligini tanimlarsiniz.
Bunu, hiperparametrelerin her biri icin bir dizi deger olarak dustnebilirsiniz. Simdi grid
arama teknigi, ilk basta tanimladiginiz tim olasi hiperparametre (al, a2 ve a3) degerleri
kombinasyonlariyla X'in bircok versiyonunu olusturacaktir. Bu hiperparametre degerleri
araligina grid adi verilir.

Grid su sekilde tanimladiginizi varsayalim:
al=[0,1,2,3,4,5]

a2 =[10,20,30,40,5,60]

a3 =[105,105,110,115,120,125]

Hiperparametreler i¢in tanimladiginiz degerler dizisinin, hiperparametre yalnizca Tamsayi
degerleri aliyorsa diziye Kayan tip degerleri saglayamayacaginiz bir anlamda mesru olmasi
gerektigini unutmayin.

Simdi, grid aramasi, az dnce tanimladiginiz grid ile X'in birkag strimuni olusturma siirecine
baslayacaktir.

[0,10,105] kombinasyonu ile baslayacak ve [5,60,125] ile bitecek. Bu ikisi arasindaki tiim ara
kombinasyonlardan gececek ve bu da grid aramasini hesaplama acisindan ¢cok pahali hale
getiriyor.



Hiperparametrelerin rastgele aranmasi:

istatistikte, dagilimla, esasen, gdzlemlenen veya teorik olusum sikhgini gosteren bir
degiskenin degerlerinin diizenlenmesi kastedilmektedir. Ote yandan, Ornekleme istatistikte
kullanilan bir terimdir. Bir biitlin olarak poplilasyon hakkinda bir seyler anlamak icin hedef
poptlasyondan temsili bir 6rnek se¢gme ve bu érnekten veri toplama siirecidir.

Her hiperparametre igin bir 6rnekleme dagilimi tanimlayacaksiniz. Optimum modeli ararken
kac yineleme olusturmak istediginizi de tanimlayabilirsiniz. Her yineleme icin, modelin
hiperparametre degerleri, tanimlanan dagilimlarin 6rneklenmesiyle belirlenecektir. Grid
aramasi yerine rastgele arama kullanimini motive eden birincil teorik desteklerden biri, cogu
durumda hiperparametrelerin esit derecede 6nemli olmadigi gercegidir. Cogu veri kiimesi
icin hiper parametrelerden vyalnizca birkagi gercekten oOnemlidir, ancak farkli veri
kiimelerinde farkli hiper parametreler 6nemlidir. Bu fenomen, grid aramasini yeni veri
kGimeleri igin algoritmalari yapilandirmak igin kotl bir segim haline getiriyor.”

Bir hiperparametrenin model puanini optimize etme (zerinde 6nemli 6l¢lide daha fazla
etkiye sahip oldugu bir hiperparametre alani lzerinde arama yapiyoruz - her eksende
gosterilen dagilimlar modelin puanini temsil ediyor. Her durumda, 9 farkli modeli
degerlendiriyoruz. Sebeke arama stratejisi, optimal modeli acikca gbzden kagirir ve 6nemsiz
parametreyi kesfetmek icin fazladan zaman harcar. Bu grid aramasi sirasinda, her bir
hiperparametreyi izole ettik ve diger tim hiperparametreleri sabit tutarken mimkin olan
en iyi degeri aradik. incelenmekte olan hiperparametrenin elde edilen model puani lizerinde
¢ok az etkisi oldugu durumlarda bu, bosa harcanan g¢abayla sonuglanir. Tersine, rastgele
arama ¢ok daha gelismis kesif glicline sahiptir ve kritik hiperparametre igin en uygun degeri
bulmaya odaklanabilir.

Grid Layout Random Layout

Unimportant parameter
Unimportant parameter

Important parameter Important parameter


http://www.jmlr.org/papers/volume13/bergstra12a/bergstra12a.pdf

4.8. Metrikler

e Model ne kadar iyi gidiyor? Kullanish bir model mi?
e Modeli daha fazla veri lGizerinde egitmek performansini iyilestirecek mi?
e Daha fazla 6zellik eklenmesi gerekiyor mu?

Egitim / Test / Onaylama ayrimi

Modeli dogru bir sekilde degerlendirmek icin yapabileceginiz en 6nemli sey, modeli tim veri
kiimesi (izerinde egitmemektir. Tekrar ediyorum: modeli tim veri kiimesi Uzerinde
egitmeyin. Tipik bir egitim/test ayrimi, verilerin %70'inin egitim igin ve %30'unun test igin
kullanilmasi olacaktir.

Egitim setine fazla uyma olasiligini 6nlemek icin model degerlendirirken yeni verileri
kullanmak 6énemlidir. Bununla birlikte, bazen bir modelin en iyi parametrelerini bulmak igin
insa ederken modeli degerlendirmek faydali olabilir - ancak bu degerlendirme igin test setini
kullanamayiz, aksi takdirde en iyi performansi gdsteren parametreleri seceriz. Belki de en iyi
genellestiren parametreler degil. Modeli olusturmaya ve ayarlamaya devam ederken modeli
degerlendirmek icin, dogrulama kiimesi olarak bilinen verilerin Gclncli bir alt kimesi
olusturulur. Tipik bir egitim/test/dogrulama ayrimi, egitim igin verilerin %60'in1, dogrulama
icin verilerin %20'sini ve test icin verilerin %20'sini kullanmak olacaktir.

Ayrica, bu bolmeleri yapmadan 6nce verileri karistirmanin ¢cok dnemli oldugunu, boylece her
bolmenin veri kiimesini dogru bir sekilde temsil etmesi saglanacaktir.

Metrikler
Siniflandirma metrikleri:
Siniflandirma tahminleri gergeklestirirken ortaya ¢ikabilecek dort tiir sonug vardir.
e Gergek pozitifler, bir gdzlemin bir sinifa ait oldugunu ve aslinda o sinifa ait oldugunu
tahmin ettiginiz zamandir.
e Gercek olumsuzluklar, bir gézlemin bir sinifa ait olmadigini ve aslinda o sinifa ait
olmadigini tahmin ettiginiz zamandir.
e Bir gozlemin gercekte 6yle olmadigi halde bir sinifa ait oldugunu tahmin ettiginizde
yanlhs pozitifler meydana gelir.
e Yanlis negatifler, bir gézlemin bir sinifa ait olmadigl halde aslinda 6yle oldugunu
tahmin ettiginizde ortaya cikar.

Bu dort sonug genellikle bir karisikhik matrisi tGzerinde cizilir. Asagidaki karisiklik matrisi, ikili
siniflandirma durumuna bir 6rnektir. Bu matrisi, test verileriniz tizerinde tahminler yaptiktan
ve ardindan her bir tahmini yukarida aciklanan dort olasi sonuctan biri olarak tanimladiktan
sonra olusturursunuz.



Prediction

true negatives

True Label

Bir siniflandirma modelini degerlendirmek i¢in kullanilan ¢ ana metrik dogruluk, kesinlik ve
hatirlamadir.

Dogruluk, test verileri icin dogru tahminlerin ylizdesi olarak tanimlanir. Dogru tahmin sayisi
toplam tahmin sayisina bollinerek kolayca hesaplanabilir.
dogruluk=dogru tahminler /tim tahminlerdogruluk=dogru tahminler/tim tahminler

Kesinlik, belirli bir sinifa ait oldugu tahmin edilen tim o6rnekler arasinda ilgili 6rneklerin
(gercek pozitiflerin) orani olarak tanimlanir.

kesinlik=dogru pozitifler / yanlis pozitifler

kesinlik=gercek pozitifler / yanls pozitifler

Geri ¢agirma, bir sinifa ait oldugu tahmin edilen 6rneklerin, gercekten sinifa ait olan tim
orneklere gore orani olarak tanimlanir.
geri cagirma=gercek pozitifler / yanhs negatifler

Asagidaki grafik, kesinlik ve geri cagirma arasindaki farki gorsellestiren olaganisti bir is
cikariyor.

Bir kisinin kanser oldugunu yanlis tahmin eden bir model istemezsiniz (kisi sahip olmadigi bir
hastalik icin aci verici ve pahali bir tedavi slrecine girer) ama ayni zamanda bir kisiyi yanhs
tahmin etmek istemezsiniz. Bu nedenle, bir modelin hem kesinligini hem de geri cagrilmasini
degerlendirmek énemlidir.

Kesinlik ve hatirlama arasindaki dengeyi aciklamak icin baska ornekler ararken, intihar
tahmin etmek igcin makine 6grenimini kullanmay tartisan asagidaki makaleye rastladim. Bu
durumda, modelin kesinliginden ¢cok geri cagrilmasina daha fazla odaklanmak isteriz. Aslinda
intihari diisinmeyen birine midahale etmek, intihari diisiinen birini kacirmaktan ¢cok daha



az zararl olacaktir. Bununla birlikte, kesinlik yine de 6nemlidir, ¢linkii modelinizin yanhs
pozitifleri 6ngordugi ¢ok fazla 6rnek istemezsiniz.

Regresyon metrikleri

Regresyon modelleri icin degerlendirme olgileri, siniflandirma modelleri igin tartistigimiz
yukaridaki olgllerden oldukga farkhdir ¢linkl artik ayrik sayida sinif yerine siirekli bir aralikta
tahmin yapiyoruz. Regresyon modeliniz bir evin fiyatini 400 bin dolar olarak 6ngoriiyorsa ve
405 bin dolara satiyorsa, bu olduke¢a iyi bir tahmindir. Ancak siniflandirma o6rneklerinde
sadece bir tahminin dogru mu yanhs mi oldugu ile ilgilendik, bir tahminin "oldukga iyi"
oldugunu soyleme yetenegi yoktu. Bu nedenle, regresyon modelleri icin farkh bir dizi
degerlendirme 6lgitiine sahibiz.

Acgiklanan varyans, beklenen sonuglar igindeki varyansi karsilastirir ve bunu modelimizin
hatasindaki varyansla karsilastirir. Bu metrik esas olarak, modelimizin agiklayabildigi orijinal
veri kimesindeki varyasyon miktarini temsil eder.

Ortalama kare hatasi, tahmin edilen c¢ikti ile gercek c¢ikti arasindaki kare farklarinin
ortalamasi olarak basitce tanimlanir. Kare hatasi yaygin olarak kullanilir, ¢linki tahminin ¢ok
yiksek veya cok diisik olup olmadigi konusunda agnostiktir, sadece tahminin yanls
oldugunu bildirir.



4.9. Yanhlik ve Varyans

Bir makine 6grenimi yonteminin gercek iliskiyi yakalayamamasina yanlilik denir. istatistiksel tanimin
aksine, varyans, verilerin yayilmasi degil, bir modelin dogrulugunun farkli veri kiimelerine gore nasil
degistigi anlamina gelir. Veri kiimeleri arasindaki uyum farklarina varyans denir.

Varyans: Modelin tahmin ettigi verilerin, gergek verilerin etrafinda nasil (ne kadar) sagildigini élger.

Oyargi, yanhlik (Bias):

Yanhlik terimi, y-kesme noktasi degil, modelin Orneklerle ayni gizgide olan bir egriyi
olusturmadaki basarisizhginin derecesidir. Bir makine 6grenimi yonteminin (dogrusal
regresyon gibi) gercek iliskiyi yakalayamamasina yanhlik denir.

Height

Weight

Yanlihk, ML modelinin tahmin edilen degerleri ile gercek degeri arasindaki fark olarak
tanimlanir. Yanlilik, hem egitim hem de test verilerinde énemli bir yanlishga neden olur. Bir
algoritmanin her zaman dusik yanli olmasi tavsiye edilir.

Ongoriilen veriler, dnemli sapma nedeniyle diiz bir ¢izgi bicimindedir ve bu nedenle veri
kiimesine tam olarak uymaz. Verilerin eksik takilmasi, bu tir bir uydurma igin kullanilan
terimdir. Bu, teori ¢ok basit veya dogrusal oldugunda ortaya cikar. Asagidaki grafigi bunun
gibi bir duruma 6rnek olarak distnn.




Varyans (degisim):
istatistiksel tanimin aksine, varyans, verilerin yayilmasi degil, bir modelin dogrulugunun

farkh veri kiimelerine gore nasil degistigi anlamina gelir. Veri kiimeleri arasindaki uyum
farklarina varyans denir.
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Onceki gériintiideki dalgal c¢izgi, diger veri kiimelerinde kékten farkli bir performans
sergiliyor. Bu nedenle, yiiksek bir varyansa sahip oldugunu séyliiyoruz. Ote yandan, farkli
veri kiimeleri i¢in karelerin toplami benzer oldugu i¢in diz ¢izgi nispeten dislik varyansa
sahiptir.

A 4
A 4

Modelin varyansi, verilerimizin dagihimi hakkinda bize bilgi veren belirli bir veri noktasi icin
model tahmininin degiskenligidir. Dogrulama hatasi ile egitim hatasi arasindaki farktir.
Yiiksek varyansa sahip model, egitim verilerine cok karmasik bir uyum saglar ve bu nedenle
yeni verilere tam olarak uymaz. Sonuc olarak, bu tiir modeller egitim verileri lizerinde iyi
performans gosterirken, verileri test ederken yiiksek hata oranlarina sahiptir.

Bir modelin varyansi asiri oldugunda, Verilerin Fazla Uyulmasi olarak adlandirilir. Karmasik
bir egri ve ylksek mertebeden bir hipotez kullanarak egitim setini dogru bir sekilde
uydurmayi iceren fazla uydurma, bilinmeyen verilerle ilgili hata 6nemli oldugundan gecerli
bir secenek degildir.

Bir veri modeli egitilirken varyans minimumda tutulmalidir.
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Model, iki hata arasinda en iyi dengeyi saglamak icin her zaman duislik bir sapma ve dusuk
bir varyansi hedeflemelidir.

Makine Ogreniminde Onyargi ve Varyans:

Makine 6grenimi, makinelerin veri analizi yapmasina ve tahminler yapmasina olanak taniyan
bir Yapay Zeka dalidir. Ancak makine 6grenme modeli dogru degilse tahmin hatalar
yapabilir ve bu tahmin hatalari genellikle Yanliik ve Varyans olarak bilinir. Makine
o6greniminde, model tahminleri ile gercek tahminler arasinda her zaman kiglk bir fark
oldugu icin bu hatalar her zaman mevcut olacaktir. Makine 6grenimi/veri bilimi analistlerinin
temel amaci, daha dogru sonuclar elde etmek icin bu hatalari azaltmaktir. Bu baslikta,
onyargi ve varyans, Bias-varyans degis tokusu, Eksik Uyum ve Fazla Uyum tartisacagiz. Ancak
baslamadan 6nce, Makine 6grenimindeki hatalarin neler oldugunu anlayalim.

A High Bias High Variance

tion Error

Error

U

Training Brror
1

Model Complexity



Onyargi (Sapma) nedir?
Genel olarak, bir makine 6grenimi modeli verileri analiz eder, igindeki kaliplari bulur ve
tahminlerde bulunur. Egitim sirasinda model, veri kiimesindeki bu kahlplari 6grenir ve
bunlari tahmin icin test verilerine uygular. Tahminler yapilirken, model tarafindan yapilan
tahmin degerleri ile gercek degerler/beklenen degerler arasinda bir fark olusur ve bu fark
bias hatalari veya bias kaynakli hatalar olarak bilinir. Dogrusal Regresyon gibi makine
o0grenme algoritmalarinin veri noktalari arasindaki gercek iliskiyi yakalayamamasi olarak
tanimlanabilir. Her algoritma bir miktar sapma ile baslar, ¢linkii modeldeki varsayimlardan
sapma olusur, bu da hedef fonksiyonun 6grenilmesini kolaylastirir. Bir modelde sunlar
bulunur:
o Diisiik Sapma: Diislik sapma modeli, hedef fonksiyonun bi¢imi hakkinda daha az
varsayimda bulunacaktir.
o Yiiksek Onyarg: Yiiksek 6nyargih bir model daha fazla varsayimda bulunur ve model,
veri setimizin 6nemli 6zelliklerini yakalayamaz hale gelir. Yiksek ényargili bir model
de yeni veriler lizerinde iyi performans gosteremez.

Genel olarak, dogrusal bir algoritma, hizli 6grenmelerini sagladigi igin yliksek bir 6nyargiya
sahiptir. Algoritma ne kadar basit olursa, tanitilmasi muhtemel 6nyargi o kadar yiksek olur.
Oysa dogrusal olmayan bir algoritma genellikle disiik 6nyargiya sahiptir.

Distk 6nyargili makine 6grenimi algoritmalarinin bazi 6rnekleri, Karar Agaglari, k-En Yakin
Komsular ve Destek Vektér Makineleridir. Ayni zamanda yliksek yanliliga sahip bir algoritma
Lineer Regresyon, Lineer Diskriminant Analizi ve Lojistik Regresyondur.

Yiiksek Onyargiy1 Azaltmanin Yollari:
Yiiksek yanlhlik esas olarak ¢ok basit bir model nedeniyle olusur. Asagida yutksek yanhligi
azaltmanin bazi yollari verilmistir:

o Model eksik oldugundan girdi 6zelliklerini artirin.

¢ Dizenlilestirme siresini azaltin.

e Bazi polinom 0zelliklerini dahil etmek gibi daha karmasik modeller kullanin.

Varyans Hatasi nedir?

Varyans, farkli egitim verilerinin kullanilmasi durumunda tahmindeki varyasyon miktarini
belirtecektir. Basit bir deyisle, varyans, rastgele bir degiskenin beklenen degerinden ne
kadar farkh oldugunu sdyler. ideal olarak, bir model bir egitim veri kiimesinden digerine cok
fazla farklihk géstermemelidir, bu da algoritmanin girdiler ve ¢ikti degiskenleri arasindaki
gizli eslemeyi anlamada iyi olmasi gerektigi anlamina gelir. Varyans hatalari, distk varyansh
veya yuksek varyanslidir.



Disuk varyans, egitim veri setindeki degisikliklerle hedef fonksiyonun tahmininde kiiglik bir
degisiklik oldugu anlamina gelir. Ayni zamanda, Yiksek varyans, egitim veri kimesindeki
degisikliklerle hedef fonksiyonun tahmininde bliylk bir degisiklik gosterir.

Yiksek varyans gosteren bir model, cok sey 6grenir ve egitim veri kiimesiyle iyi performans
gosterir ve goriinmeyen veri kiimesiyle iyi genelleme yapmaz. Sonug olarak boyle bir model
egitim veri seti ile iyi sonuclar verir ancak test veri seti lizerinde yliksek hata oranlari
gOsterir.

Yiiksek varyansla model, veri setinden ¢ok fazla sey 6grendiginden modelin asiri uyumuna
yol agar. Yiiksek varyansa sahip bir model asagidaki problemlere sahiptir:

o Yiksek bir varyans modeli, fazla uydurmaya yol acar.
e Model karmasikliklarini artirin.

Genellikle, dogrusal olmayan algoritmalar, modele uymasi i¢in ¢ok fazla esneklige sahiptir,
ylksek varyansa sahiptir.
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Disuk varyansli makine 6grenimi algoritmalarinin bazi 6rnekleri, Lineer Regresyon, Lojistik
Regresyon ve Lineer diskriminant analizidir. Ayni zamanda, yliksek varyansli algoritmalar
karar agaci, Destek Vektor Makinesi ve K-en yakin komsulardir.

Yiiksek Varyansi Azaltmanin Yollari:

¢ Bir model fazla takildigindan giris 6zelliklerini veya parametre sayisini azaltin.
e Cok karmasik bir model kullanmayin.

e Egitim verilerini artirin.

o Diizenleme siiresini artirin.



Onyargi Varyansinin Farkli Kombinasyonlari

Asagidaki diyagramla temsil edilen dort olasi yanlilik ve varyans kombinasyonu vardir:

Low Variance High Variance
@

1. Diisiik Onyargi, Duisiik Varyans: Dusiik yanlilik ve diisiik varyansin birlesimi, ideal bir
makine 6grenimi modelini gosterir. Ancak, pratik olarak mimkiin degildir.

High Bias

Lows Bias

2. Dlsuk Sapma, Yiiksek Varyans: Dislik sapma ve yiksek varyans ile model tahminleri
ortalama olarak tutarsiz ve dogrudur. Bu durum, model ¢ok sayida parametre ile
ogrendiginde ve dolayisiyla fazla uydurmaya yol actiginda ortaya cikar.

3. Yiiksek Onyargi, Duisiik Varyans: Yiiksek 6nyargi ve diisiik varyans ile tahminler tutarhdir
ancak ortalama olarak yanhstir. Bu durum, bir model egitim veri kiimesiyle iyi
ogrenmediginde veya az sayida parametre kullandiginda ortaya ¢ikar. Modelde yetersiz

uyum sorunlarina yol acar.

4. Yiiksek Onyarg, Yiiksek Varyans: Yiiksek yanlilik ve yiiksek varyans ile tahminler tutarsiz

ve ortalama olarak da hatalidir.



Yiiksek Varyans veya Yiiksek Onyargi nasil belirlenir?

Modelin sahip olmasi durumunda yiiksek varyans tespit edilebilir.: Dlsuk egitim hatasi ve

yuksek test hatasi.
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Modelde sunlar varsa Yiiksek Onyargi tanimlanabilir: Yiiksek egitim hatasi ve test hatasi

neredeyse egitim hatasina benzer.

Onyargi-Varyans Dengeleme

Makine 6grenimi modelini olustururken, modele fazla ve eksik uymayi 6nlemek icin dnyargi
ve varyansa dikkat etmek gergekten dnemlidir. Model daha az parametre ile gok basitse,
distk varyansa ve yiksek yanliliga sahip olabilir. Oysa model ¢ok sayida parametreye
sahipse, yluksek varyansa ve diisiik yanlihga sahip olacaktir. Bu nedenle, 6nyargi ve varyans

hatalari arasinda bir denge yapilmasi gerekir ve 6nyargi hatasi ile varyans hatasi arasindaki

bu denge, Onyargi-Varyans degis tokusu olarak bilinir.
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Error

Total Error

Optimal Model Complexity

Model Complexity



Modelin dogru bir sekilde tahmin edilmesi igin algoritmalarin diisik bir varyansa ve distk
bir 6nyargiya ihtiyaci vardir. Ancak bu miimkin degildir ¢inki yanlilik ve varyans birbiriyle
iliskilidir:

e Varyansi azaltirsak, yanhhgi artiracaktir.
o Onyargiyi azaltirsak, varyansi artiracaktir.

Onyargi-Varyans degis tokusu, denetimli 6grenmede merkezi bir konudur. ideal olarak,
egitim verilerindeki diizenlilikleri dogru bir sekilde yakalayan ve ayni anda gorlinmeyen veri
kGimesiyle iyi bir sekilde genellestiren bir modele ihtiyacimiz var. Ne yazik ki, bunu ayni anda
yapmak mimbkiin degildir. Clinki ylksek varyansh bir algoritma, egitim verileriyle iyi
performans gosterebilir, ancak glirtltuli verilere fazla uymaya yol agabilir. Oysa ylksek
onyargili algoritma, verilerdeki dnemli diizenlilikleri bile yakalayamayan ¢ok basit bir model
olusturur. Bu nedenle, optimal bir model olusturmak igin 6nyargi ve varyans arasinda tatli
bir nokta bulmamiz gerekiyor.

Differentiate between bias and variance in the context of deep learning models. How can
you achieve balance between the two?

Derin 68renme modelleri baglaminda yanlilik ve varyans arasinda ayrim yapildigina ikisi
arasindaki denge nasil saglanabilir?

Tahminleri anlamak s6z konusu oldugunda, tahmin hatalarini anlamak ¢ok 6nemlidir.
indirgenebilir (karesel sapma veya karesel varyanstan kaynaklanan hatalar) ve indirgenemez
(bir sistemdeki rastgelelik veya dogal degiskenlik nedeniyle ortaya c¢ikan ve model
degistirilerek azaltilamayan hatalar) hatalar baslica iki tir hatadir. iki tiir indirgenebilir hata
vardir: yanhlik ve varyans. Bu kusurlarin tam olarak kavranmasi, fazla ve eksik uyumu
onleyerek dogru bir modelin olusturulmasina yardimci olur.

Herhangi bir makine 6grenimi modelinin nihai amaci, 6rneklerden 6grenmek ve onu
gerceklestirmesi icin egittigimiz gorevle ilgili bir dereceye kadar bilgiyi genellestirmektir. Bazi
makine 6grenimi modelleri, bu bilginin altinda yatan yapiyli dnererek genelleme icin bir
cerceve saglar. Ornegin, dogrusal bir regresyon modeli, onu besledigimiz bilgiler arasindaki
dogrusal iliskileri 6grenmek icin bir cerceve uygular. Bununla birlikte, bazen cok fazla
onceden olusturulmus yapiya sahip bir model saglariz ve modelin 6rneklerden 6grenme
yetenegini sinirlariz - 6rnegin, Ustel bir veri kiimesi lizerinde dogrusal bir model egittigimiz
durum gibi. Bu durumda, modelimiz 6énceden empoze edilen yapi ve iliskiler tarafindan

onyargilidir.

Yiksek onyargili modeller sunulan verilere ¢ok az dikkat eder; bu ayni zamanda yetersiz
donatma olarak da bilinir.



Underfitting

—  Model
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Ayrica, gerekli tim bilgileri sunmadan bir gorevi gerceklestirmeyi 6gretmeye calisarak bir
modele 6nyargili yaklasmak da mimkindir. Modelin kisitlamalarinin modelin performansini
etkilemedigini biliyorsaniz, ancak yine de yetersiz uyum belirtileri gdzlemliyorsaniz, buylk
olasilikla modeli egitmek icin yeterli 6zellik kullanmiyorsunuzdur.

Diger ugta, bazen modelimizi egittigimizde, egitim verilerinden ¢ok fazla sey 6grenir. Yani
modelimiz sinyale ek olarak verilerdeki guriltiiyl de yakalar. Bu, modelde gergek egilimi
temsil etmeyen vahsi dalgalanmalara neden olabilir; bu durumda modelin yiiksek varyansa
sahip oldugunu soyliyoruz. Bu durumda modelimiz, yeni verilere genellemeyi dikkate
almadan egitim verilerine cok fazla 6nem verdigi icin iyi genelleme yapamamaktadir. Baska
bir deyisle, modeli egitim verilerine fazla uydurduk.

Overfitting

— Model
ese Samples

Ozetle, yiiksek yanhhga sahip bir model, gercek egilimi égrenmekle sinirlidir ve verilere
uymaz. Yuksek varyansa sahip bir model, egitim verilerinden ¢ok fazla sey 6grenir ve verilere
gereginden fazla uyar. En iyi model, iki u¢ noktanin ortasinda bir yerde bulunur.



Underfitting Proper generalization Overfitting
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Dogrulama egrileri

Herhangi bir makine 6grenimi modelinin amaci genellemedir. Dogrulama egrileri, iyi
genelleyen bir model olusturmak icin bir modeli eksik ve fazla uydurma arasindaki tath
noktayi bulmamizi saglar.

Tipik bir dogrulama egrisi, modelin verilere fazla veya eksik uyma egilimini kontrol eden bazi
model hiperparametrelerinin bir fonksiyonu olarak model hatasinin bir grafigidir. Sectiginiz
parametre, degerlendirdiginiz belirli modele baghdir; 6rnegin, bir lineer regresyon modeli
icin polinom o6zelliklerinin derecesini (tipik olarak bu, bu dereceye kadar polinom
ozellikleriniz oldugu anlamina gelir) gizmeyi segebilirsiniz. Genel olarak, segilen parametre,
modelin karmasikligi tGzerinde bir dereceye kadar kontrole sahip olacaktir. Bu egri lizerinde
modelin hem egitim hatasini hem de dogrulama hatasini ¢iziyoruz. Bu hatalarin her ikisini bir
arada kullanarak, bir modelin yiksek yanhliktan mi yoksa ylksek varyanstan mi muzdarip
oldugunu teshis edebiliriz.

underfitting overfitting
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Hem egitim hatasinin hem de dogrulama hatasinin yliksek oldugu bolgede, model yiksek
yanhliga tabidir. Burada verilerden ders ¢ikarilmaz ve koti performans gosterir.



Egitim hatasinin ve dogrulama hatasinin ayrildigi bolgede, egitim hatasinin disiik kalmasi ve
dogrulama hatasinin artmasiyla yiksek varyansin etkilerini gormeye basliyoruz. Modelimiz
egitim verilerinden yeni verilere genelleme yapamadigl icin dogrulama hatasi yliksek
kalirken, verileri fazla uydurdugumuz ve egitim érneklerinden cok fazla sey 6grendigimiz igin
egitim hatasi disuktir.

Ogrenme egrileri

Bir modeldeki yanhligi ve varyansi teshis etmek igin tartisacagimiz ikinci arag, 6grenme
egrileridir. Burada, egitim 6rneklerinin sayisinin bir fonksiyonu olarak bir modelin hatasini
cizecegiz. Dogrulama egrilerine benzer sekilde, hem egitim verileri hem de dogrulama
verileri igin hatayi gizecegiz.

Modelimiz yiksek 6nyargiya sahipse, dogrulama ve egitim veri kiimeleri igin ylksek bir
hataya oldukga hizli yakinsama gozlemleyecegiz. Model yiiksek yanlliktan muzdaripse, daha
fazla veri Uzerinde egitim modeli gelistirmek icin ¢ok az sey yapacaktir. Bunun nedeni,
verilere uymayan modellerin verilere ¢ok az dikkat etmesidir, bu nedenle daha fazla veri
beslemek ise yaramaz. Yiksek dnyargidan muzdarip modelleri iyilestirmeye yonelik daha iyi
bir yaklasim, modelin uygun iliskileri 6grenmek igin daha donanimli olabilmesi igin veri
kiimesine ek ozellikler eklemeyi disinmektir.

— validation error

/ training error

error
\
Y

training set size

Modelimizin varyansi yliksekse, egitim ve dogrulama hatasi arasinda bir bosluk goririz.
Bunun nedeni, modelin egitim verileri igin iyi performans gdstermesidir, ¢inki bu alt
kiimeye fazla uyarlanmistir ve dogru iliskileri genellestiremediginden dogrulama verileri icin



disik performans gosterir. Bu durumda, egitim sirasinda daha fazla veri beslemek, modelin
performansini iyilestirmeye yardimci olabilir.

errar

validation error

] gap
//’/J training error

training set size

Diger pratik tavsiyeler

Siniflandirici modellerini degerlendirirken yapacagim bir diger yaygin sey, veri setini iki
boyuta indirgemek ve ardindan gozlemleri ve karar sinirini cizmektir. Bazen, performansini
degerlendirirken verileri ve modelinizi gorsel olarak incelemek faydali olabilir.

SVC with linear kernel LinearSVC (linear kernel)

Sepal width
Sepal width

Sepal length Sepal length

SVC with RBF kernel SVC with polynomial (degree 3) kernel

Sepal width

Sepal width

Sepal length Sepal length



4.10. Veri Glriltusi

Makine Ogrenimi veri setinde iki tlir glrlltd olabilir: tahmin Ozniteliklerinde (6znitelik
glriltusl) ve hedef dznitelikte (sinif glirtiltisa). Bir veri setinde guriltinin varligl, 6grenme
algoritmalarinin performansini diistiren model karmasikligini ve 6grenme suresini artirabilir.

4.11. Kayip Veri

Eger veride bazi 6rneklerin bazi 6zellikleri kayipsa izlenecek iki yol vardir:

» Kayip ozelliklere sahip 6rnekler veriden tamamen cikartilir.

» Kayip verilerle ¢alisabilecek sekilde algoritma diizenlenir.
Eger kayiph o6rneklerin sayisi birinci segenek uygulanamayacak kadar ¢oksa ikinci segenek
uygulanmahdir. Kayip bilgiye sahip 6zellik vektori icin kazang hesaplanirken kayipli 6rnekler
harig tutularak bilgi kazanci normal sekilde hesaplanir ve daha sonra F katsayisiyla ¢arpilir. F,
kayipsiz verinin tamamina oranidir.

IG(X) = F.(H(X) = H(V, X)).

Kayip bilgiye sahip ozellik vektori icinde en sik tekrarlanan degerin kayip bilgi yerine
yazilmasi da onerilen yontemlerdendir.

Eksik degerler ortaya giktiginda veri noktalarini kolayca atamayiz. Siniflandirilacak bir test
noktasi da eksik degiskenlere sahip olabilir. Siniflandirma agaglarinin, eksik degerlerini
tamamlamanin glizel bir yolu vardir. Siniflandirma agaglari, bir yedek ayrim bularak sorunu
¢Ozer. Baska bir degiskene dayali baska bir ayrim bulmak icin, siniflandirma agaglari diger
tim degiskenleri kullanarak tim bollinmelere bakar ve optimum bélinmeye en c¢ok
benzeyen egitim veri noktalari bolimiini veren birini arar. En iyi bolinmenin sonucunu
tahmin etmeye calisirlar.

4.12. Maliyet hesabi

Zaman
Bellek
Hassasiyet
Karsilastirma
Asirl uyum
Korolasyon



4.13. Asiri Uyum

Makine 6greniminde, istatistiksel bir model, temelde yatan iliski yerine rastgele hata veya
glrlltuyd tanimladiginda "asiri uyum" ortaya cikar. Bir model asiri derecede karmasik
oldugunda, egitim veri tirlerinin sayisina gore cok fazla parametrenin olmasi nedeniyle
normal olarak asiri uyum goézlemlenir. Model, asiri uyumlu olan zayif performans sergiliyor.

Modeli egitmek icin kullanilan kriterler, bir modelin etkinligini degerlendirmek i¢in kullanilan
kriterlerle ayni olmadigindan, asiri uyum olasihgi olusur.

Cok fazla veri kullanarak asiri uydurma onlenebilir, kiigtk bir veri kiimeniz oldugundan ve siz
ondan Ogrenmeye ¢alistiginiz igin asiri uydurma nispeten gergeklesir. Ancak kiglk bir
veritabaniniz varsa ve buna dayali bir modelle gelmek zorunda kalirsaniz. Boyle bir durumda
¢apraz dogrulama olarak bilinen bir teknik kullanabilirsiniz. Bu yéntemde veri kiimesi, test ve
egitim veri kiimeleri olmak Uzere iki bélime ayrilir, test veri kiimesi yalnizca modeli test
ederken, egitim veri kiimesinde veri noktalari modelle birlikte gelir.

Bu teknikte, bir modele genellikle egitimin (egitim veri seti) ¢alistinldigi bilinen bir veri
kiimesi ve modelin test edildigi bilinmeyen verilerden olusan bir veri kiimesi verilir. Capraz
dogrulama fikri, egitim asamasinda modeli "test etmek" icin bir veri kiimesi tanimlamaktir.
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